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Abstract:

The energy consumption of electrical vehic-
les is not easy to estimate, as there are ma-
ny possible variables, that might influence it.
It is especially difficult to account for featu-
res, that cannot be represented on single ro-
ad segments, such as intersections and turn
direction. In this thesis we perform an analy-
sis of the influence of some such cross-segment
features on the energy consumption of electri-
cal vehicles. We introduce the concept of su-
persegments, which combines sequential road
segments and road elements into a single unit,
which contain more information than the sum
of its parts. Afterwards we propose a method
to transform a road network in a way that
better facilitates the use of supersegments,
and use a machine learning model to evaluate
the impact the inclusion of supersegments has
on energy estimation accuracy. We conclude
that the inclusion of supersegments in a road
network has a significant positive impact on
energy estimation.

Rapportens indhold er frit tilgængeligt, men offentliggørelse (med kildeangivelse) må kun ske efter aftale med
forfatterne.

http://www.aau.dk


Summary

This masther thesis concerns estimating energy consumption of electric vehicles, through combi-
ning road network segments and other road elements, such as intersections, into supersegments,
which contain more information about the road network than the sum of its parts.

Through an exploratory experiment, wherein we analyse the average energy consumption for
each segment on a specific route versus the average energy consumption overall, we learn that
segments near intersections often differ from the average.

We perform a data analysis to discover which road elements and attributes cause this differen-
ce, by combining segments into supersegments of variable length around various road elements.
By calculating the difference between the average energy consumption of the segments driven
in sequence and not in sequence, and plotting this value for supersegments grouped by different
attributes, we learn that speed change, road element type, turn direction and lightsignals are
important factors in energy consumption for supersegments.

Through an extensive data transformation we embed supersegments into a road network, such
that the resulting transformed data and road network can fit into a Deep Neural Network (DNN)
machine learning model. As a part of this process we handle overlap between supersegments.

To evaluate whether the road information contained in the supersegments translate into better
energy estimation we perform a grid search on the new features, which shows that speed change,
road element type and turn direction increase the performance, while light signals do not.

To further evaluate whether the data transformation has improved models energy estimation
around problematic road elements, we compare the DNN, trained on the transformed road net-
work, to the DNN, trained on the original road network. We find that around the problematic
road elements, the supersegment-based model performs significantly better than the segment-
based model.

2



Forord

Dette er kandidat projektet for Rasmus Møller Jensen (Datalogi) og Martin Raunkjær Andersen
(Software).

Vi vil gerne takke vores vejledere, Kristian Torp og Thomas Dyhre Nielsen, samt Bundgaard
et al. [5], for deres hjælp igennem dette projekt.

Til sensor: Dette projekt er primært databasefokuseret

3



Ordforklaring

Vejnetværk Et vejnetværk repræsenteres som en orienteret graf G = (V;E)
hvor V er mængden af knuder og E : V � V er mængden af
kanter.

Vejsegment Et vejsegment s 2 S er en stykke vej der går mellem to knu-
der i G. Vejsegmenter kan være enten envejs eller tovejs. Envejs
segmenter repræsenteres som en enkelt kant i E, mens tovejs
segmenter repræsenteres som to kanter i E.

Vejkategori Én af 17 forskellige typer af vej

Tursegment Et tursegment ts er en del af en tur T som er blevet kørt på et
segment s.

Tur En tur T er en sekvens af tursegmenter ts1
; ts2

; � � � ; tsn
der er

blevet kørt på en rute s1; s2; � � � ; sn.

Rute En rute er en sekvens af sammenhængende segmenter
s1; s2; � � � ; sn.

Vejelement Et element i vejnettet, såsom et kryds eller en rundkørsel.

Supersegment En sekventiel række forbundne segmenter

Tursupersegment Data for én traversering af et supersegment

Sansynlighedsfordeling En fordeling af værdier, således at arealet under fordelingen for
et interval mellem x og y er sansynligheden for at observere en
værdi mellem x og y.

P (x � �) Sansynligheden for at oberservere en værdi x � epsilon for en
kumuleret fordeling.

��f Sansynligheden P (x � �; x � ��) for en kumuleret fordeling f .

�<�f Sansynligheden P (x � ��) for en kumuleret fordeling f .

�>�f Sansynligheden P (x � �) for en kumuleret fordeling f .

Supersegmentegenskab En egenskab som beskriver kontekst på supersegmentniveau
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s:sp Startknuden af vejsegmentet s

s:ep Slutknuden af vejsegmentets

s:knuder Mængde af knuder i vejsegmentet s s:knuder = fs:sp; s:epg

s:længde Længden af vejsegmentet s i meter

s:kategori Vejkategorien for vejsegmentet s

s:ensrettet Hvorvidt vejsegmentet s er ensrettet

s:oprindelig Det segment, der blev til et segment vejsegmentet s, da det blev
splittet

v:grad Antallet af tilstødende kanter til knuden v

v:geo Geometrien af knuden v

ss:først Det første vejsegment i supersegmentet ss

ss:sidst Det sidste vegsegment i supersegmentet ss

ss:sp Startknuden af supersegmentet ss

ss:ep Slutknuden af supersegmentet ss

t:s Det vejsegment, som tursegmentet t blev kørt på

t:tur Den tur, som tursegmentet t er en del af

linjestykke Et PostGIS linjestykke, som kan bruges i PostGIS operationer
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Kapitel 1

Introduktion

På grund af den grønne omstilling bliver elbiler i stigende grad en del af danskeres hverdag.
Ifølge regeringens klimaudspil [19] skal der fra 2035 kun sælges elektriske køretøjer i Danmark.
Inden 2035 skal formindskede afgifter og diverse fordele, såsom parkering og ekstra kørebaner,
gøre elbiler mere attraktive for danske borgere og �rmaer. Disse fordele, samt de økonomiske
gevinster ved billigere brændstof og vedligeholdelse som elbiler tilbyder over fossile køretøjer, gør
at der er en klar tendens henimod en større bestand af elektriske køretøjer på danske veje i de
kommende år. En international undersøgelse estimerer at i 2030 er kun 41 % af biler i verden
fossile, hvor de resterende er enten hybrid- eller elbiler [11].

Elektriske køretøjer repræsenterer klare fordele, men også adskillige ulemper. Rækkevidden
af elektriske køretøjer i 2019 rangerer fra 159 til 539 kilometer ved fuld opladning [9]. Dette er
tilstrækkeligt til hverdagen, men længere ture kræver muligvis én til �ere opladninger undervejs.
I skrivende stund kan de hurtigste opladningsstationer oplade 80 % på omkring 30 minutter
[18] (afhængig af køretøjets kapacitet). Denne forøgede opladningstid i forhold til konventionelle
køretøjer, sammen med eventuelle forsinkelser forårsaget af manglende opladningsmuligheder,
resulterer i en bekymring iblandt brugere af elektriske køretøjer, om hvorvidt det er muligt at
lade op på en længere tur. Denne bekymring kaldesrange anxiety [16]. Denne bekymring bliver
forøget ved at batteriforbrug påvirkes af mange faktorer, såsom vejr, temperature og hastighed,
hvilket betyder at det kan være svært at estimere hvor meget energi en tur behøver, selv hvis
strækningen er blevet kørt før.

Af denne grund er det værdifuldt at have præcise modeller til at estimere elektriske køretøjers
energiforbrug på diverse strækninger. Hvordan sådan en model kunne konstrueres var spørgsmålet
bag et semesterprojekt af en gruppe studerende på Aalborg Universitet [4].

Deres datakilde inkluderer 2,461,356.8 kilometer kørt på danske veje af 176 elektriske køre-
tøjer. Disse data er hovedsageligt fra større byer og motorveje, med relativt få ture kørt i nogle
regioner. I Vestjylland er næsten ingen ture kørt. Baseret på denne data byggede de en maskin-
læringsmodel, som kunne estimere energiforbrug med en Mean Absolute Error på17;55Wh. Som
det kan ses på �gur 6.1, side 54 i Bundgaard et al. [4], er denne models nøjagtighed korrele-
ret til vejkategori. Ydermere er modellens nøjagtighed korreleret til længden af vejsegmenter,
hvor længere vejsegmenter generelt betyder højere nøjagtighed (med visse undtagelser, såsom
motorvejskoblinger).

Baseret på disse observationer opstilles følgende hypotese:

Modellens unøjagtighed kan til dels skyldes at der er områder i vejnettet hvor en segment-
baseret model ikke tilstrækkeligt kan fange mønstrene i energiforbrug.
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For at teste og visualisere denne problemstilling har vi analyseret en rute, og observeret hvor
det faktiske energiforbrug afviger fra gennemsnittet af energiforbruget per meter ved veje med
samme vejkategori.

På Figur 1.1 ses en rute i København, farvet baseret på hvor det gennemsnitlige faktiske
energiforbrug afviger fra det forventede. Det faktiske energiforbrug er beregnet som

1
jT(s2 j s1)j

X

t 2 T (s2 j s1 )

em (t)

hvor em (t) er energiforbruget per meter for et tursegmentt og T(s2 j s1) er mængden af turseg-
menter, som er kørt over segments2 efter segments1, hvor s1 er det foregående segment på den
valgte rute. Det forventede energiforbrug er beregnet som længden af segmentet ganget med det
gennemsnitlige energiforbrug per meter for alle segmenter med samme vejkategori.

Figur 1.1: Forskel i gennemsnitligt energiforbrug.

På denne �gur kan det ses at afvigelsen i energiforbrug er størst omkring vejelementer, der
forårsager en standsning, såsom kryds. Denne tendens indikerer, at i disse typer områder er det
ikke tilstrækkeligt at se på segmenterne i isolation. Dette giver mening, eftersom der oftest skal
bremses og accelereres op til og ud fra disse, hvilket kan have en ind�ydelse på energiforbruget,
som ikke kan fanges af simple vejegenskaber. I Tabel 1.1 kan det totale energiforbrug for ruten
ses.

Faktisk Forventet Forskel Procent

1213,686 Wh 1388,496 Wh 174,810 Wh 14,40 %

Tabel 1.1: Energiforbrug for ruten på Figur 1.1

Resultatet af dette eksperiment indikerer at det kan være værdifuldt ved estimering af energi-
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forbrug på segmenter, at kende konteksten af omkringliggende segmenter og vejelementer, såsom
kryds og rundkørsler. En metode til potentielt at beskrive denne kontekst er at kombinere seg-
menter og vejelementer i en samlet enhed, som kan indeholde mere præcis information end sine
bestanddele. Igennem dette projekt ønsker vi at undersøge om denne tilgang kan skabe mere
præcise estimeringer af energiforbrug for elektriske køretøjer.

Ydermere ønsker vi at konstruere en maskinlæringsmodel som e�ektivt kan estimere ener-
giforbrug i hele Danmark. Derfor må der igennem dette projekt tages forbehold for, at visse
regioner i Danmark har lav datadækning. Hvis vi kan vise at modellen præsterer tilnærmelses-
vist ækvivalent i regioner hvor vi har lidt til ingen data, kan dette generaliseres i en hvis grad til
vejnet uden for Danmark, såsom Tyskland. Baseret på observationerne beskrevet i dette afsnit
kan følgende problemformulering opstilles:

ˆ Hvordan kan segmenter i et vejnetværk kombineres i supersegmenter, således at nærliggende
vejelementkontekst er repræsenteret på en måde som kan indgå i en maskinlæringsmodel
til estimering af elbilers energiforbrug?

� Hvilke egenskaber og vejelementer i vejnetværk kan påvirke energiforbruget på super-
segmenter?

� Hvordan kan et vejnetværk transformeres til at inkludere supersegmenter, således at
en maskinlæringsmodel kan gøre brug af dem?

� Hvordan kan supersegmenter generaliseres til strækninger med manglende observatio-
ner?
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Kapitel 2

Datagrundlag

Dette kapitel redegør for det datagrundlag som projektet bygger på. Dette projekt tager ud-
gangspunkt i fem forskellige datakilder:

ˆ Et vejnetværk.
ˆ Turdata.
ˆ Vejrmålinger.
ˆ Lyskryds data.
ˆ Et højdekort.

Tre af disse datakilder; vejnetværket, turdata og vejrmålingerne, er de samme datakilder, som
blev anvendt af Bundgaard et al. [4], og derfor er beskrivelserne af disse datakilder, Afsnit 2.1
til 2.3, en oversættelse af de korresponderende Afsnit 2.1 til 2.3 fra Bundgaard et al. [4] med få
ændringer. Den tilgængelige data er samlet i en PostgreSQL 9.6.10 database med PostGIS 2.3.3.

2.1 Vejnetværk

Den første stor datakilde er Danmarks vejnet, fra OpenStreetMaps (OSM), v. 1. Januar 2014.
Dette vejnet består af 789.371 unikke vejsegmenter, og repræsenterer 134.730,72 kilometer dansk
vej. I denne kontekst er et vejsegment de�neret som et sammenhængende stykke vej mellem
to knudepunkter i vejnetværket. Disse vejsegmenter repræsenteres som en annoteret grafG =
(V; E), hvor E er mængden af kanter (vejsegmenter) ogV er mængden af knudepunkter. Hvert
vejsegment i dette vejnetværk er annoteret med den information, som kan ses i Tabel 2.1.

Navn Beskrivelse Data type

længde Længden af vejsegmentet i meter float64
kategori Vejsegmentet kategori, f.x. hvorvidt det er en boligvej category
ensrettet Hvorvidt vejen er ensrettet boolean
geometri Vejens geogra�ske modellering PostGIS geometry

Tabel 2.1: Relevant information på vejsegmenter.

Vejsegmentetskategori kan være en ud af 18 forskellige værdier: Færge, Motorvej, Motor-
vejskobling, Motortra�kvej, Motortra�kvejskobling, Primær, Primærkobling, Sekundær, Sekun-
dærkobling, Tertiær, Tertiærkobling, Uklassi�ceret, Beboelse, Beboelsesvej, Servicevej, Vej, Sti
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og Ikke Asfalteret. geometri er et PostGIS geometri objekt, som består af ét til mange PostGIS
linjestykker.

2.2 Turdata

Ud over vejnettet er der en stor mængde turdata, som blev indsamlet mellem 2012 og 2014 af
�rmaet Clever i samarbejde med Energistyrelsen, som en del af Clevers Test en elbil initiativ [1].
Som en del af dette intiativ blev 176 Mitsubishi i-Miev, Peugeot iON og Citroën C-Zero biler
udlejet til danskere. Disse biler er e�ektivt identiske, da de alle er bygget op i-Miev platformen.
Bilerne blev udlejet i tre måneder af gangen, hvorefter de blev lejet videre til en ny bruger.

Den rå turdata består af 217.834.510 GPS-punkter, med en sampling frekvens på 1 Hz, og
annoteret med information om bilens hastighed, batteriniveau, tid og retning.

Denne data er blevet renset og håndteret af Krogh et al. [14, 2, 3].
Håndteringen af dette data involverede at kortmatche turdataen til de førnævnte vejnetværk

med en Hidden Markov Model baseret algoritme [14, 17].
Kortmatchingen indebærede at matche GPS-punkterne til de vejsegmenter de er kørt på, og

gruppere dem til tursegmenter baseret på dette. Disse tursegmenter blev så yderligere grupperet
til hele ture.

Denne proces resulterede i 275.994 individuelle ture, som repræsenterer 2.461.356,8 kilometers
kørser på de danske vejnet.

Hver tur er annoteret med den information, som kan ses i Tabel 2.2.

Navn Beskrivelse Data type

start_dato Datoen som turen blev påbegyndt int (YYYYMMDD)
slut_dato Datoen som turen blev afsluttet int (YYYYMMDD)
start_tid Turens starttidspunkt int (HHmm)
slut_tid Turens sluttidspunkt int (HHmm)
længde_tur Turens længde i meter float64
sekunder_tur Turens varighed i sekunder float64
total_ev_kwh Det totale energiforbrug over turen i kWh float64

Tabel 2.2: Relevant information på ture.

Som nævnt er disse ture grupperinger af tursegmenter. Der er i alt 14.473.006 tursegmenter
over alle turene, og hvert tursegment er associeret med det vejsegment, det blev kørt på.

Ud over dette er det annoteret med information, som er udledt fra de GPS-punkter og må-
linger, som er associeret med tursegmentet. Denne information kan ses i Tabel 2.3.

12



Navn Beskrivelse Data type

dato Datoen som tursegmentet blev kørt int (YYYYMMDD)
tid Tursegmentets starttidspunkt int (HHmm)
retning Retningen som vejsegmentet blev kørt direction
soc_forskel Ændringen i batteriniveau i procent int
hastighed Den gennemsnitlige hastighed ikm

t float64
længde_kørt Længden af tursegmentet i meter float64
sekunder Tursegmentets varighed i sekunder float64
ev_kwh Energiforbruget over tursegmentet i kWh float64

Tabel 2.3: Relevant information på tursegmenter.

retning kan enten være "FORWARD"eller "BACKWARD", og angiver hvorvidt vejsegmen-
tet blev kørt fra start- til slutpunkt eller omvendt. For ensrettede vejsegmenter er retningen altid
"FORWARD".

Bundgaard et al. [5] opdagede atev_kwh informationen i denne datakilde, som anvendt i
Bundgaard et al. [4], var udregnet forkert, og har derfor genudregnet det efter formlen:

e(t) =

P
p2 t e(p)

3600s
t � 1000W

kW � f
kWh; (2.1)

hvor e(t) angiver energiforbruget for et tursegment t, p 2 t er et GPS-punkt associeret med
tursegmentent, e(p) er den målte e�ekt for et GPS-punkt p i Watt og f er sampling frekvensen
i Hz. Konstanterne 3:600 og 1:000 er omregningsfaktorer fra sekunder til timer og W til kW
respektivt. I dette data er sampling frekvensen f = 1 Hz. Dette genudregnede energiforbrug
anvender vi i stedet for det originale ev_kwhdata.

2.3 Vejrdata

Ud over turdataen og vejnetværket er der også en mængde vejrdata, som er associeret med
tursegmenterne. Dette vejrdata er indsamlet fra vejrstationer rund omkring i Danmark, og er
udgivet af DMI gennem den Nationale Oceaniske og Atmosfæriske Administration (NOAA) [14].

Dette data inkluderer informationen som kan ses i Tabel 2.4.

Navn Beskrivelse Data type

dato Datoen hvor målingen skete int (YYYYMMDD)
time Timen på dagen hvor målingen skete int
vind_retning Vindretningen i grader med uret fra nord int
vind_hastighed Vindhastigheden i m

s int
luft_temperatur Temperaturen i � C int

Tabel 2.4: Relevant informationen i vejrmålinger.

2.4 Lyssignaler

Vejnetværket er blevet udvidet med information om lyssignaler, fra OpenStreetMaps v. 1. Februar
2019.
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Dette data inkluderer punkter hvor der er lyssignaler i det danske vejnet. Hvordan disse
punkter er matchet til vejnetværket beskrives i Afsnit 5.3.2.

2.5 Højdekort

Et højdekort er inkluderet, til at hæve punkterne i vejnettet og give information om stigningen
af vejsegmenterne. Højdekortet er hentet fra Kortforsyningen [13] og behandlet af Bundgaard
et al. [5]. Algoritmen der andvendes til at løfte punkterne baseret på højdekortet beskrives i
Afsnit 5.3.3.
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Kapitel 3

Relateret arbejde

Dette kapitel forsøger at redegøre for hvilket arbejde der allerede er blevet lavet indenfor ener-
giestimering for elbiler. Der er to domæner, som der er fundet relateret arbejde indenfor

ˆ Eksisterende modeller til estimering af elbil energiforbrug.

ˆ Maskinlæringsteknikker, der håndterer afhængigheder mellem datapunkter.

Førstnævnte domæne indebærer modeller og teknikker, som relaterer til at forudsige ener-
giforbruget for elbiler i et vejnet. Sidstnævnte domæne omfatter maskinlæringsteknikker til at
håndtere og behandle afhængighed på kryds af datapunkter. Denne type information er relevant,
da vores supersegmentbaserede tilgang ikke er den eneste måde at repræsentere egenskaber på
tværs af segmenter.

3.1 Eksisterende Modeller

Vi har fundet �re artikler, som omhandler eksisterende energiestimeringsmodeller, eller metoder
til at hjælpe sådanne modeller: Bundgaard et al. [4] har konstrueret etDybt Feed-Forward Neuralt
Netværk (DNN), som gør brug af embeddingstil at inddrage den strukturelle kontekst fra om-
kringliggende kanter i vejnetværket. Deres model består af enDNN fartestimeringskomponent,
hvis output, sammen med en række andre egenskaber, bliver brugt som input til etDNN ener-
giestimeringskomponent. Vores tilgang afviger fra Bundgaard et al. [4], eftersom deres model er
segment baseret, mens vores er supersegment baseret. De prøver at repræsentere og lære latente
egenskaber i det omkringliggende vejnetværk til deres segmenter gennem embeddings, mens vi
forsøger at repræsentere eksplicitte egenskaber ved at slå segmenter sammen til supersegmenter.
Dette giver os mere kontrol over hvordan egenskaberne bliver repræsenteret og kan give et bedre
indblik i hvilke egenskaber, der er vigtige for at forudsige energiforbrug. Bundgaard et al. [4] har
ydermere lavet en analyse af hvilke vejsegment egenskaber, der kan være relevante for at estimere
energiforbrug. Resultaterne af denne analyse er også gældene for os, da datakilden er den samme.

De Cauwer et al. [6] har lavet en model, der arkitekturmæssigt minder om Bundgaard et al. [4].
Denne model består af en fartpro�lestimator, hvis output, sammen med andre egenskaber, bruges
som input til en energiestimator. I modsætning til Bundgaard et al. [4] benytter De Cauwer et al.
[6] en Multiple Linear Regression model sammen med et neuralt netværk til energiestimering,
hvorimod Bundgaard et al. [4] kun anvendte neurale netværk. Ud over de arkitekturmæssige for-
skelle har De Cauwer et al. [6] også haft adgang til andre datakilder, der involverer information
om f.eks.fodgængerfelterog hjælpemotorer, som ikke var tilgængelige for Bundgaard et al. [4]. Et
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sted hvor dette projekt minder om De Cauwer et al. [6], er at begge tilgange involverer at aggre-
gere segmenter sammen. De Cauwer et al. [6] Gør det imidlertid af en anden årsag end vi gør. De
aggregerer kun segmenter sammen hvis antallet af tilgængelige datapunkter for segmenter er for
lavt, hvorimod vi aggregerer segmenter for at repræsenterer supersegmentspeci�kke egenskaber.

Wang et al. [21] har lavet en o�ine energiestimeringsmodel bestående af fem dele, som model-
lerer forskellige domæner: Fysiske kræfter, såsom friktion og tyngdekraft, tab i drivaggregatet af
bilen, regenerativ opbremsning, tab i hjælpesystemerne og batteri historik. Som input til denne
model de�nerer Wang et al. [21] en hastighedsmodel, som kan estimere køretøjets hastighed på
en given del af en rute, baseret påvejkategori, fartgrænse, vejkrumning og tra�k lys , samt en
accelerationsligning, som er udregnet for den speci�kke bil. Vores tilgang er datadrevet, da vi
forsøger at udlede forskellige sammenhænge i datamønstre, hvorimod Wang et al. [21] bruger
en fysisk model, hvor mange egenskaber er udregnet baseret på fysiske karakteristika ved bilen
og vejen. På grund af den fysiske tilgang, laver Wang et al. [21] en række antagelser, såsom at
der altid accelereres i samme tempo, at brugeren sigter efter at ligge omkring fartgrænsen og at
tra�k lys er rødt halvdelen af tiden, hvorved brugeren holder stille i 20 sekunder. Vores tilgang
kræver ikke sådanne antagelser, da disse aspekter er repræsenteret i data i form af kørselsmøn-
stre. Det endelige resultat fra Wang et al. [21] kommer i form af to energiestimeringer: Én for
den hurtigste køretid, baseret på fartgrænsen for de kørte veje, og én for den mest økonomiske
kørsel, baseret på empirisk erfaring for økonomisk kørselshastighed på hver vejkategori.

Yao et al. [22] undersøger hvordan energiforbruget på forskellige typer af veje påvirkes af
gennemsnitshastighed. De gør dette ved at udregne en energiforbrugsfaktor for forskellige hastig-
hedsintervaller på forskellige vejtyper. Disse faktorer kan benyttes til at estimere energiforbruget
for segmenter af disse typer, givet at der er information om hastigheden. I modsætning til os, prø-
ver Yao et al. [22] ikke at forudsige energiforbruget direkte, men forsøger at generere en egenskab,
der kan hjælpe med dette.

3.2 Maskinlæringsteknikker

Eftersom vi forsøger at repræsentere egenskaber, som går på tværs af segmenter, er det relevant
at undersøge, om der �ndes metoder til estimering, der allerede er i stand til at gøre dette.
Indenfor maskinlæring kan supersegmenter og lignende datastrukturer ses somsekventiel data.

Dietterich [7] giver en oversigt over kendte udfordringer og løsninger indenfor dette område.
De præsenterer forskellige metoder, som ofte bliver brugt til at repræsentere og håndtere dette
sekventielle data. Sliding window metoder kombinerer data for en fastbredde, eller vindue, af
sekventielle datapunkter, før det behandles. Dette er en �eksibel metode, der tillader at sekventiel
data kan behandles som diskrete datapunkter. Denne metode kunne teoretisk set anvendes til
at repræsentere supersegmenter, ved at se på segmenterne i et supersegment som et variabelt
størrelse vindue af segmenter. Dette tillader dog ikke at repræsenterer egenskaber på tværs af
segmenterne eksplicit, da de stadig er individuelle segmenter.
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Kapitel 4

Data Analyse

I Kapitel 1 viser vi, at der �ndes situationer hvor segmenterne i isolation ikke er tilstrækkelige
til at beskrive energiforbruget over disse segmenter I dette kapitel analyserer vi vejnetværket og
den tilgængelige turdata, for at identi�cere de vejelementer og egenskaber som kan lede til disse
situationer.

For at gøre dette introducerer vi supersegmenter. Et supersegment er en sekventiel række for-
bundne segmenter, som kan indeholde mere information end segmenterne i isolation. Eksempler
på sådan information er numeriske egenskaber, som vinklen mellem segmenterne i supersegmen-
tet, eller kategoriske egenskaber, såsom en ændring i vejkategori fra et segment til et andet.

Vi introducerer en afvigelsesfunktion for supersegmenter, som udregner forskellen mellem
supersegmentets interne segmenters gennemsnitsenergiforbrug, hvis de er kørt i sekvens og ikke
i sekvens.

Vi grupperer mængder af supersegmenter baseret på udvalgte egenskaber. Hvis en sådan
gruppering resulterer i en signi�kant forskel mellem supersegmenternes afvigelsesenergifordelin-
ger, ses egenskaben som relevant. De relevante egenskaber vil til sidst i projektet blive inkluderet i
en maskinlæringsmodel. Igennem observation af egenskabernes e�ekt for estimeringspræcisionen
i denne model, kan det udledes om metoden som bliver introduceret i dette kapitel til at evaluere
egenskaber teoretisk oversætter til relevante attributter i en maskinlæringsmodel.

4.1 Afvigelsesfunktion

Afvigelsesfunktionen for supersegmenter er baseret på følgende intuition: Hvis gennemsnitsener-
giforbruget for en række segmenter kørt i sekvens er forskellig for gennemsnitsenergiforbruget for
segmenterne uden at de er kørt i sekvens, da må der være et vejelement eller en egenskab som
forårsager denne forskel.

Mere formelt formuleret: Givet et supersegmentss = f s1; :::; sn g er der en forskel mellem sum-
men af det gennemsnitlige energiforbrug fors1 til sn generelt og summen af det gennemsnitlige
energiforbrug for s1 til sn , givet at s1 til sn er blevet kørt sekventielt.

Det gennemsnitlige energiforbrug for traverserede tursegmenter på et givent segment beskrives
formelt således:

E (s) =

P
t 2 Ts

e(t)

jTs j
(4.1)

Hvor Ts er mængden af traverserede tursegmenter for segmentets i vejnetværket og e(t) er
energiforbruget i watt-timer (Wh) for t 2 Ts.
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Det gennemsnitlige energiforbrug på et segments, givet at det er en del af supersegmentet
ss, beskrives formelt således:

E (s j ss) =

P
t 2 Ts j ss

e(t)
�
�Tsjss

�
� (4.2)

Hvor Tsjss er mængden af traverserede tursegmenter for segmentets i supersegmentetss,
givet at ss er blevet kørt. e(t) er energiforbruget i watt-timer (Wh) for t 2 Tsjss .

Ved at gøre brug af Ligning (4.1) og Ligning (4.2), beskrives afvigelsen af energiforbruget for
et givet supersegment således:

� E (ss) =

P
s2 ss E(s j ss)

L (ss)
�

P
s2 ss E(s)
L (ss)

(4.3)

hvor s er et segment i vejnetværket,E (s) er det gennemsnitlige energiforbrug i watt-timer
over et segmentets, E (s j ss) er det gennemsnitlige energiforbrug i watt-timer over s, givet at
det er kørt som en del af supersegmentetss og L(ss) er supersegmentets længde i meter.

Resultatet af � E (ss) er afvigelsen mellem energiforbruget af segmenterne i isolation og i
sekvens målt i watt-timer per meter

�
Wh
m

�
. Hvis afvigelsen er negativ, så er energiforbruget af

segmenterne i sekvens mindre end i isolation, og omvendt hvis den er positiv. Et eksempel på en
situation hvor denne distinktion er relevant kan ses på Figur 4.14.

En konsekvens af at evaluere energiforbruget på supersegmentniveau er at afvigelser på seg-
mentniveau muligvis udligner hinanden på supersegmentniveau. For eksempel: Givetf s1;s2 2 ssg
hvor E(s1) = 0 Wh, E(s2) = 0 Wh, E(s1 j ss) = 200 Wh, E(s2 j ss) = � 200 Wh og
L(ss) = 10 m, er � E (ss) = 0 Wh

m , på trods af at den absolutte afvigelse på segmentniveau
er 400 Wh.

denne konsekvens er ikke anset som et problem, da vi er interesserede i at analysere det
sammenhængende mønster over hele supersegmentet, modsat de individuelle mønstre for seg-
menterne.

4.2 Supersegmentudvælgelse

I dette afsnit udvælger vi de typer af supersegmenter vi ønsker at analysere afvigelsen for.
Vi lader den indledende undersøgelse, beskrevet i Kapitel 1, samt vores intuition om energi-

forbrug, være en indikator for hvor interessante supersegmenter kan �ndes i vejnettet. Baseret
på dette har vi valgt følgende typer af supersegmenter:

ˆ Kryds : Knudepunkter hvor mere end to vejsegmenter mødes.

ˆ Rundkørsler : ensrettede cirkulære lukkede løkker af vejsegmenter med til- og frakørsler.

ˆ Hastighedsændringer : Områder hvor hastigheden ændres, såsom motorvejskoblinger og
ændringer i vejkategori.

ˆ Simple : alt der ikke hører under de tre andre typer. Grundet den brede de�nition af et
kryds, består denne type hovedsageligt af sekventielle vejsegmenter.

Dækningen i vejnettet af disse typer er som følger:
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Type Antal Procent

Kryds 730:504 97;49%
Rundkørsler 14:696 1;96%
Hastighedsændring 83:058 11;08%
Simple 10:357 1;38%
Totalt 749:371 100;00%

Tabel 4.1: Dækning af supersegmenttyper i vejnettet.

Hvis et type-navn bliver fremhævet, angiver det den speci�kke type. Der er overlap mellem
de forskellige typer, hvilket resulterer i, at de summerer til mere end100 %.

I Tabel 4.1 er det værd at lægge mærke til, atkryds indefatter 97;48 % af alle vejsegmenter i
Danmark, hvilket vil sige at vejsignaturen, og dermed� E (ss), for kryds og det generelle vejnet
vil være tæt på hinanden.

Baseret på de valgte supersegmenttyper påbegyndes analysen.

4.3 Supersegmentanalyse

Formålet med dette afsnit er at teste hvorvidt supersegmenter i de givne typer har afvigelser
givet ved Ligning (4.3). Supersegmenterne testes både generelt og baseret på egenskaber ved disse
supersegmenter, såsom svingretning. Hvis afvigelsen er signi�kant, givet ved Ligning (4.4), anses
supersegmenttypen for at være en relevant tilføjelse til en maskinlæringsmodel som estimerer
energiforbrug.

I denne analyse benyttes hovedsageligt kumulerede sandsynlighedsfordelinger, fordi de er
intuitive at a�æse og sammenligne. For en given værdir på x-aksen viser y-aksen sandsynligheden
for at observere en værdix hvor x � r . Denne funktion kaldes den kumulerede sandsynlighed,
P(x � r ) for r . Sandsynligheden for at en værdix er over en grænser , er givet ved P(x � r ) =
1� P(x � r ). Sandsynligheden for at observere en værdix mellem to punkter r 1;r 2 j r 1 < r 2 kan
udregnes som forskellen mellem deres kumulerede sandsynligheder:P(x � r 2; x � r 1) = P(x �
r 2) � P(x � r 1).

For at vurdere hvorvidt der er en signi�kant afvigelse for en type, sammenlignes fordelingen
af Ligning (4.3) for den type med fordelingen for supersegmenter generelt.

For at afgøre om fordelinger er signi�kant forskellige sammenlignes fordelingernes kumulerede
sandsynlighed imellem en toleranceværdi� omkring 0. I denne undersøgelse er� sat til 0;05 Wh

m .
For at sætte denne værdi i kontekst, er det gennemsnitlige energiforbrug for alle tursegmenter

0;174 Wh
m , så hvis afvigelsen er udenfor tolerancen betyder det, at energiforbruget afviger med

mere end 29% gennemsnitligt. På en 10 kilometer lang tur, vil en konstant afvigelse omkring
denne grænse resultere i en absolut forskel på0;05 � 10000 = 500Wh = 0 ;5kWh. I realiteten
vil afvigelserne for supersegmenter på turniveau opveje hinanden i en vis grad. Den faktiske
energiestimeringsgevinst opnået ved at introducere supersegmenter er betinget på ruten.

Den kumulerede sandsynlighed imellem� � og � givet en fordeling F (formelt: P(x � �; x �
� � )) kaldes fremover tolerancesandsynlighedenog noteres med symbolet� �

F . Sandsynlighederne
for at værdien er over, P(x � � ), eller under, P(x � � � ), tolerancen noteres som� >�

F og � <�
F

respektivt.
Med disse de�nitioner kan vi nu de�nere en formel for hvornår der er en signi�kant forskel

mellem to fordelinger F1 og F2 som:

� � (F1; F2) = j� <�
F1

� � <�
F2

j + j� �
F1

� � �
F2

j + j� >�
F1

� � >�
F2

j > 20% (4.4)

19



Grunden til at vi benytter denne formel til at kvanti�cere forskellen imellem fordelinger
i stedet for et standard statistisk værktøj som Kolmogorov-Smirnov testen [15] er, at denne
formel benytter vores valgte toleranceværdi� til at evaluere fordelingerne i den kontekst vi er
interesserede i.20 %er valgt som vores signi�kansværdi baseret på simple eksperimenter. Først og
fremmest skal vi bruge et grundlag, som vi kan bruge Ligning (4.4) til at sammenligne ting med.
Det grundlag vi bruger er fordelingen af Ligning (4.3) for alle supersegmenter der er opbygget
af to segmenter, som er blevet kørt på 10 eller �ere gange. Begrænsningen på antallet af gange
supersegmentet skal være kørt er et forsøg på at minimere den naturlige varians i dataene, da
en enkelt tur ikke nødvendigvis beskriver tendensen i energiforbruget på et segment. Denne
fordeling kan ses i Figur 4.1. Fremover vil vi kalde mængden af de supersegmenter vi benytter
til grundlaget for generelt.

Figur 4.1: Den kumulerede fordeling af Ligning (4.3) forgenerelt.

Som det kan observeres på Figur 4.1, er der afvigelser på op til0;4Wh
m . Tabel 4.2 viser

metrikker om fordelingen i Figur 4.1.

Symbol Type Antal Middelværdi � <� � � � >�

Fg Generelt 163:338 � 0;0012 Wh
m 21;31 % 58;45 % 20;23 %

Tabel 4.2: Metrikker for Figur 4.1.

Som det kan a�æses i Tabel 4.2, har21;31 + 20;23 = 41;54% af generelle supersegmenter
en afvigelse større end� . I disse tilfælde vil introduktionen af supersegmenter repræsentere en
signi�kant forskel i estimering af energiforbrug. Denne høje grad af afvigelse forgenerellesuper-
segmenter antyder, at introduktionen af supersegmenter kan forbedre en maskinlæringsmodel til
estimering af energiforbrug.
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Der er én egenskab ved supersegmenter, som er interessante at analysere selv uden at overveje
typerne: Svingretning. Svingretningegenskaben vælges baseret på en formodning om at energi-
signaturen for et sving er anderledes end hvis der bliver kørt ligeud, da et sving medfører en
hvis grad af opbremsning og der på følgende acceleration, mod ligeud, som medfører at hol-
de en konstant hastighed. Svingretningen er udregnet baseret på vinklen mellem indgangs og
udgangssegmenternes1; s2 af supersegmentet.

ˆ Ligeud : 150� � \ s1s2 < 210� .

ˆ Venstresving : 20� � \ s1s2 < 150� .

ˆ Højresving : 210� � \ s1s2 < 340� .

ˆ U-sving : \ s1s2 < 20� ^ \ s1s2 � 340� .

De præcise vinkelværdier er tunet, så der er færrest fejl-klassi�ceringer af supersegmenter.
U-sving opstår ikke tilstrækkeligt hyppigt i turdataen, så de vil ikke blive analyseret.

Figur 4.2 viser fordelingerne af de samme data punkter som Figur 4.1, men splittet efter deres
svingkategorisering.

Figur 4.2: De kumulerede fordeling af Ligning (4.3) forgenerelt, grupperet efter svingretning.
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Symbol Type Antal Middelværdi � <� � � � >�

Fgl Ligeud 125:271 � 0;0015 Wh
m 19;87 % 62;54 % 17;58 %

Fgv Venstresving 16:851 0;0000 Wh
m 25;44 % 45;82 % 28;74 %

Fgh Højresving 21:155 0;0008 Wh
m 26;55 % 44;35 % 29;10 %

Tabel 4.3: Metrikker for Figur 4.2.

På Tabel 4.3 kan det a�æses at forskellen på venstre- og højresving ikke er signi�kant, men
at forskellen på ligeud og sving er, eftersom� � (Fgl ; Fgv ) = 33 ;45 % og � � (Fgl ; Fgh ) = 36 ;39 %.

Ydermere kan det observeres at venstre- og højresving har en mere spredt fordeling end ligeud,
og har en lidt højere sandsynlighed af større værdier, samt en højere middelværdi. Dette passer
godt med vores intuitive forståelse og antagelser om energiforbrug, hvilket er at acceleration
bruger mere energi end at holde en konstant hastighed.

4.3.1 Kryds

Et kryds er et knudepunkt hvor tre eller �ere vejsegmenter mødes. Udover kryds med en grad af
�re, �ndes der �ere permutationer af kryds, såsom t-kryds med tre tilknyttede veje, store kryds
indeholdende �ere små segmenter som skal traverseres for at komme igennem og alternative kryds
som har unik opsætning.

I dette afsnit analyserer vi kryds for sig selv, samt delt op i tre typer, som er de�neret således:

ˆ T-kryds: Knuder i vejnetværket med tre kanter som ikke er i komplekse kryds.

ˆ Simple kryds: Knuder i vejnetværket med �re kanter som ikke er i komplekse kryds.

ˆ Komplekse kryds: Klynger af knuder i vejnetværket, hvor alle knuder er højest 30 meter
fra hinanden og mindst en af knuderne har �re kanter.

(a) T-kryds (b) Simpelt kryds (c) Komplekst kryds

Figur 4.3: Eksempler på de forskellige typer af kryds

Dækningen af kryds i vejnettet er opstillet i Tabel 4.4.
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Type Antal Procent

Kryds 730:504 100;00%
T-kryds 678:469 92;88%
Simple 99:402 13;61%
Komplekse 32:671 3;47%

Tabel 4.4: Dækning.

Som bemærket i Afsnit 4.2 inkluderer kryds97;48 %af alle vejsegmenter i Danmark. Af disse
er 92;88 % t-kryds. Afvigelserne for kryds generelt ogt-kryds forventes derfor at ligne hinanden.
Mere interessant ersimple og kompleksekryds, som er en mindre andel af det samlede vejnet og
derfor har rum til at være anderledes endgenerelt.

Først analyseres den generelle afvigelse for de forskellige typer af kryds, samtgenerelt som
reference:

Figur 4.4: De kumulerede fordelinger af Ligning (4.3) for de forskellige typer af kryds, samt
generelt.
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Symbol Type Antal Middelværdi � <� � � � >�

Fg Generelt 163:338 � 0;0012 Wh
m 21;31 % 58;45 % 20;23 %

Fk Kryds 149:295 � 0;0014 Wh
m 21;36 % 58;35 % 20;29 %

Ftk T-Kryds 124:688 � 0;0015 Wh
m 22;14 % 57;14 % 20;72 %

Fsk Simple Kryds 16:224 � 0;0012 Wh
m 20;11 % 59;36 % 20;53 %

Fkk Komplekse Kryds 8:383 � 0;0007 Wh
m 12;16 % 74;36 % 13;48 %

Tabel 4.5: Metrikker for Figur 4.4.

Baseret på Figur 4.4 og Tabel 4.5 kan det observeres at der ikke er en signi�kant forskel
på energisignaturen for kryds og generelt (� � (Fg; Fk ) = 0 ;21 %), hvilket antyder at kryds i
sig selv ikke er en vigtig inkludering i en maskinlæringsmodel. Det kan derimod observeres at
komplekse kryds afviger signi�kant fra de andre typer af kryds og generelt, med en forskel på
� � (Fk ; Fkk ) = 32 ;02 % imellem kryds og komplekse kryds for eksempel. Dette gør komplekse
kryds til en relevant inkludering i en maskinlæringsmodel.

Det kan observeres på Tabel 4.5, at sandsynligheden af afvigelsen for komplekse kryds som
ligger inden for � � er omkring 15 � 17 % større end de andre typer af kryds. Grunden til dette
resultat kan være at antallet af ensrettede segmenter ikompleksekryds er højere end i de andre
typer, eftersom de interne segmenter (de segmenter der forbinder de forskellige knuder i krydset)
oftest er ensrettede. Ensrettede segmenter har generelt lavere afvigelse baseret på kørslen af om-
kringliggende segmenter, fordi der er færre potentielle måder at traversere dem på. For eksempel,
givet et segments med to mulige forgående og to mulige efterfølgende segmenter, er der4 mulige
måder at køre overs, hvis det er ensrettet, men8 mulige måder hvis det ikke er.

For kryds undersøges to potentielt relevante egenskaber:Svingretning og lyssignal.

Svingretning

Svingretningen for kryds er udregnet på samme måde som forgenerelt, beskrevet i Afsnit 4.3.
Først analyseres svingretningen ikryds, for at undersøge om der er en generel forskel for alle

kryds. Figur 4.5 viser fordelingen af� E (ss) for kryds, grupperet efter svingretning.

24



Figur 4.5: Den kumulerede fordeling for Ligning (4.3) for kryds, grupperet efter svingretning.

Symbol Mængde Antal Middelværdi � <� � � � >�

Fkl Kryds Ligeud 112:979 � 0;0019 Wh
m 19;91 % 62;62 % 17;47 %

Fkv Kryds Venstre 15:425 0;0017 Wh
m 25;15 % 46;04 % 28;81 %

Fkh Kryds Højre 20:781 0;0009 Wh
m 26;42 % 44;39 % 29;19 %

Tabel 4.6: Metrikker for Figur 4.5.

Som det kan observeres på Figur 4.5 og a�æses på Tabel 4.6, er der en signi�kant forskel mel-
lem at køre ligeud og at dreje, men ikke mellem venstre og højresving. Dette resultat, kombineret
med Tabel 4.3, antyder at det er vigtigt at skelne mellem hvorvidt der drejes eller køres lige ud
på et supersegment. Der er ikke en stor afvigelse mellem svingretning i kryds og generelt, hvilket
antyder at svingretning egenskaben i sig selv ikke er tilstrækkeligt til at vise en forskel mellem
kryds og generelt.

Vi analyserer herefter hvorvidt der er signi�kante forskelle indenfor svingretningerne mellem
de forskellige typer afkryds.
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Figur 4.6: De kumulerede fordelinger for Ligning (4.3) for generelt og typerne af kryds, når
svingretningen er ligeud.

Symbol Type Antal Middelværdi � <� � � � >�

Fgl Generelt 125:271 � 0;0015 Wh
m 19;87 % 62;54 % 17;58 %

Fkl Kryds 112:979 � 0;0019 Wh
m 19;91 % 62;62 % 17;47 %

Ftkl T-Kryds 98:105 � 0;0020 Wh
m 20;66 % 61;09 % 18;24 %

Fskl Simple Kryds 9:987 � 0;0031 Wh
m 18;35 % 66;19 % 15;46 %

Fkkl Komplekse Kryds 4:887 � 0;0011 Wh
m 8;04 % 85;88 % 6;08 %

Tabel 4.7: Metrikker for Figur 4.6.

Figur 4.6 og Tabel 4.7 viser fordelingerne for delktageorierne afkryds, givet at svingretningen
er ligeud. Det kan ses at fordelingerne fort-kryds og simple kryds ikke afviger signi�kant fra
generelt og kryds fordelingerne. Imellemkompleksekryds og kryds er der en signi�kant afvigelse,
� � (Fkl ; Fkkl ) = 46 ;52 %, hvilket betyder at kompleksekryds ligeud supersegmenter har en anden
energisignatur end de andre krydstyper. På baggrund af dette resultat, er det relevant at have
kompleksekryds som en supersegmenttype.
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Figur 4.7: De kumulerede fordelinger for Ligning (4.3) for generelt og typerne af kryds, når
svingretningen er venstre.

Symbol Type Antal Middelværdi � <� � � � >�

Fgv Generelt 16:851 0;0000 Wh
m 25;44 % 45;82 % 28;74 %

Fkv Kryds 15:425 0;0017 Wh
m 25;15 % 46;04 % 28;81 %

Ftkv T-Kryds 10:660 0;0014 Wh
m 27;14 % 42;77 % 30;09 %

Fskv Simple Kryds 3:069 0;0034 Wh
m 22;71 % 49;27 % 28;02 %

Fkkv Komplekse Kryds 1:696 0;0009 Wh
m 17;04 % 60;79 % 22;17 %

Tabel 4.8: Metrikker for Figur 4.7.

Som det kan observeres på Figur 4.7 og a�æses på Tabel 4.8, er der for venstresving, som for
ligeud, en signi�kant forskel imellem komplekse kryds og de andre typer, men de andre typer er
ikke signi�kant forskellige.
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Figur 4.8: De kumulerede fordelinger for Ligning (4.3) for generelt og typerne af kryds, når
svingretningen er højre.

Symbol Type Antal Middelværdi � <� � � � >�

Fgh Generelt 21:155 0;0008 Wh
m 26;55 % 44;35 % 29;10 %

Fkh Kryds 20:781 0;0009 Wh
m 26;42 % 44;39 % 29;19 %

Ftkh T-Kryds 15:888 0;0002 Wh
m 27;95 % 42;42 % 29;63 %

Fskh Simple Kryds 3:153 0;0043 Wh
m 23;12 % 47;61 % 29;27 %

Fkkh Komplekse Kryds 1:740 0;0051 Wh
m 18;51 % 56;49 % 25;00 %

Tabel 4.9: Metrikker for Figur 4.8.

Baseret på Figur 4.8 og Tabel 4.9 kan det observeres, at der for højresving i de forskellige
kryds typer ikke er en signi�kant forskel, undtaget igen for komplekse kryds.

Når svingretningerne sammenlignes på kryds afkryds typerne, kan det observeres, at der ikke
er en signi�kant forskel mellem højre og venstresving, men det er relevant at skelne mellem ligeud
og sving, samt mellemkompleksekryds og andre kryds.

Herefter vil kryds supersegmenter blive analyseret grupperet ved hvorvidt de indeholder et
lyssignal eller ej. Denne egenskab undersøges, fordi det formodes at et lyssignal i et kryds på-
virker energisignaturen for gennemkørsler, idet det medfører �ere scenarier, hvor bremsning og
acceleration er påkrævet.
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Lyssignaler

De�nitionen af lyssignalegenskaben er binær: Hvis enintern knude i et supersegment er indenfor
30 m fra et lyssignal, anses hele supersegmentet som havende et lyssignal. En intern knude er
her de�neret som en knude i supersegmentet som deler to kanter inkluderet i supersegmentet.
For t-kryds og simple kryds er der altid kun én sådan knude. I kompleksekryds kan der være
�ere.

Først undersøges hvorvidt lyssignaler ændrer afvigelsen for de forskellige typer afkryds.

Figur 4.9: De kumulerede fordelinger for Ligning (4.3) for typerne afkryds, afhængigt af lyssig-
naler.
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Symbol Type Antal Middelværdi � <� � � � >�

Fkml Kryds med lys 11:724 � 0;0012 Wh
m 15;86 % 66;50 % 17;64 %

Fkul Kryds uden lys 137:571 � 0;0014 Wh
m 21;83 % 57;65 % 20;52 %

Ftkml T-Kryds med lys 2:453 � 0;0016 Wh
m 20;59 % 58;26 % 21;16 %

Ftkul T-Kryds uden lys 122:235 � 0;0015 Wh
m 22;18 % 57;12 % 20;71 %

Fskml Simple Kryds med lys 4:800 � 0;0006 Wh
m 19;06 % 60;52 % 20;42 %

Fskul Simple Kryds uden lys 11:424 � 0;0015 Wh
m 20;54 % 58;88 % 20;58 %

Fkkml Komplekse Kryds med lys 4:471 � 0;0013 Wh
m 9;82 % 77;45 % 12;73 %

Fkkul Komplekse Kryds uden lys 3:912 � 0;0005 Wh
m 14;83 % 70;83 % 14;34 %

Tabel 4.10: Metrikker for Figur 4.9.

Som det kan observeres i Figur 4.9 og a�æses i Tabel 4.10, har lyssignaler ikke en signi�kant
ind�ydelse på energiforbruget i kryds. Den højeste forskel er forkryds overmængden med og
uden lys � � (Fkml ; Fkul ) = 17 ;70 %, hvilket ikke overstiger vores grænseværdi.

Baseret på dette resultat er lyssignal egenskaben forkryds alenestående ikke relevant for en
maskinlæringsmodel.

Herefter undersøges omlyssignal egenskaben i kombination medsvingretning har nogen e�ekt
på energisignaturen ikryds.
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Figur 4.10: De kumulerede fordelinger for Ligning (4.3) for typerne afkryds, afhængigt af lyssig-
naler, når svingretningen er ligeud.

Symbol Type Antal Middelværdi � <� � � � >�

Fklml Kryds Ligeud med lys 5:851 � 0;0033 Wh
m 13;62 % 76;69 % 9;69 %

Fklul Kryds Ligeud uden lys 107:128 � 0;0018 Wh
m 20;25 % 61;85 % 17;90 %

Ftklml T-Kryds Ligeud med lys 1:365 � 0;0044 Wh
m 18;17 % 67;47 % 14;36 %

Ftklul T-Kryds Ligeud uden lys 96:740 � 0;0020 Wh
m 20;70 % 61;00 % 18;30 %

Fsklml Simple Kryds Ligeud med lys 2:329 � 0;0044 Wh
m 18;25 % 69;13 % 12;62 %

Fsklul Simple Kryds Ligeud uden lys 7:658 � 0;0026 Wh
m 18;39 % 65;29 % 16;32 %

Fkklml Komplekse Kryds Ligeud med lys 2:157 � 0;0027 Wh
m 5;75 % 90;68 % 3;57 %

Fkklml Komplekse Kryds Ligeud med lys 2:730 � 0;0004 Wh
m 9;85 % 82;09 % 8;06 %

Tabel 4.11: Metrikker for Figur 4.10.

Som det kan observeres i Figur 4.10 og a�æses i Tabel 4.10, har lyssignaler en signi�kant
ind�ydelse på energiforbruget i kryds svingretning ligeud med en forskel på� � (Fklml ; Fklul ) =
29;68 %.

En interessant observation er at eksistensen af et lyssignal i et kryds formindsker sandsynlig-
heden uden for� . Dette går imod vores indledende forventninger, som var at lyssignaler for kryds
ligeud traverseringer ville forøge afvigelsen, idet at traverseringen af ligeud segmenter i lyskryds

31



ofte bliver forhindret af rødt lys, hvilket resulterer i en opbremsning og acceleration.
En mulig forklaring for dette resultat er at vigepligt i kryds uden lyssignaler medfører �ere

bremsninger og accelerationer end lyskryds medfører.

Figur 4.11: Afvigelsen for kryds typer med svingretning Venstre delt op ved lyssignal, der er
traverseret mindst 10 gange.

Symbol Type Antal Middelværdi � <� � � � >�

Fkvml Kryds Venstre med lys 2:911 0;0025 Wh
m 17;76 % 58;19 % 24;05 %

Fkvul Kryds Venstre uden lys 12:514 0;0015 Wh
m 26;87 % 43;22 % 29;92 %

Ftkvml T-Kryds Venstre med lys 537 0;0042 Wh
m 20;86 % 50;47 % 28;68 %

Ftkvul T-Kryds Venstre uden lys 10:123 0;0013 Wh
m 27;47 % 42;36 % 30;17 %

Fskvml Simple Kryds Venstre med lys 1:239 0;0025 Wh
m 20;74 % 52;95 % 26;31 %

Fskvul Simple Kryds Venstre uden lys 1:830 0;0046 Wh
m 24;04 % 46;78 % 29;18 %

Fkkvml Komplekse Kryds Venstre med lys 1:135 0;0015 Wh
m 13;04 % 67;58 % 19;38 %

Fkkvul Komplekse Kryds Venstre uden lys 561 � 0;0018 Wh
m 25;13 % 47;06 % 27;81 %

Tabel 4.12: Metrikker for fordelinger i Figur 4.11.

Baseret på Figur 4.11 og Tabel 4.12, som viser resultaterne af undersøgelsen for forskellige
typer af kryds svingretning venstre supersegmenter opdelt vedlyssignal, kan det observeres at
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der er en signi�kant forskel på � � (Fkkvml ; Fkkvul ) = 41 ;04 % og � � (Fkvml ; Fkvul ) = 29 ;95 %.
En lignende undersøgelse forkryds med svingretning højre kan �ndes i Appendiks A, med rele-
vante sammenligninger. Resultatet afkryds med svingretning højre undersøgelsen viser samme
signi�kante resultater som kryds svingretning venstre undersøgelsen.

Som beskrevet og diskuteret i forbindelse med resultatet afkryds med svingretning ligeud
opdelt ved lyssignal (se Figur 4.10 og Tabel 4.11), er sandsynligheden inden for� � større for
delmængden med lyssignaler end delmængden uden.

På trods af dette uventede resultat har fordelingerne for kryds opdelt ved lyssignaler gentagne
gange vist sig at være signi�kant forskellige, hvilket gør lyssignal relevant for en maskinlærings-
model.

4.3.2 Rundkørsel

En rundkørsel i vejnetværket er karakteriseret ved en cirkulær lukket løkke af segmenter, hvor
hver knude der grænser de segmenter har en grad på 3. Hver knude repræsenterer en til- eller
frakørsel i rundkørslen, hvor løkken af segmenter forbinder disse til- og frakørsler.

Vi ønsker at undersøge afvigelsen afrundkørsler mod generelt, fordi der foregår en del ac-
celeration og deceleration på vej ind og ud af rundkørsler, hvilket kan lede til en signi�kant
afvigelse.

Figur 4.12: Den kumulerede fordeling af Ligning (4.3) irundkørsler og generelt.
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Symbol Type Antal Middelværdi � <� � � � >�

Fr Rundkørsler 9:865 � 0;0087 Wh
m 28;29 % 56;53 % 15;17 %

Fg Generelt 163:338 � 0;0012 Wh
m 21;31 % 58;45 % 20;23 %

Tabel 4.13: Metrikker for Figur 4.12.

I Tabel 4.13 kan metrikkerne for rundkørsler a�æses. Det kan observeres her, at forskellen
imellem rundkørsler og generelt ikke overholder vores signi�kanskriterie, Ligning (4.4), eftersom
resultatet af � � (Fr ; Fg) = 13 ;96 % ikke overstiger signi�kansværdien.

Dette resultat kan skyldes, at der ikke er mange forskellige måder at traversere segmenterne
i en rundkørsel, hvilket gør afvigelsen mindre. At vi ikke kan observere disse afvigelser på su-
persegment niveau kan betyde, at de afvigelser der er på segmenterne udligner hinanden over
supersegmenterne i rundkørslerne, hvilket ikke bliver undersøgt i denne analyse.

4.3.3 Hastighedsændring

I vejnetværket er en hastighedsændring karakteriseret ved et skift af vejkategori fra et segment
til et andet, for eksempel når vejen skifter fra motorvej til motortra�kvej.

Vi har valgt denne type, fordi en ændring i hastighed medfører at et køretøj bliver nødt til
at decelerere eller accelerere for at overholde den nye hastighed. Det formodes at energiforbruget
på et segment der ligger lige op til en stigning i hastighed vil være højere end andre segmenter i
samme kategori, grundet acceleration på det segment. Ligeledes forventes et lavere energiforbrug
op til et fald i hastighed, grundet regenerativ opbremsning. Hastighedsændringtypen er yderligere
delt op i to typer: Hurtigere og langsommere. For at afgøre hvilken gruppering et supersegment
falder i er alle segmentkategorier blevet sorteret baseret på gennemsnitshastigheden af alle ture
kørt på segmenterne. For et givet supersegmentf s1; s2g i hastighedsændring, er det designeret
hurtigere hvis gennemsnitshastigheden for segmenter med samme kategoris1 er langsommere
end gennemsnitshastigheden for segmenter med samme kategori soms2, ellers designeres det
som langsommere.

Først analysereshastighedsændringfor sig selv, medgenerelt som reference.
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Figur 4.13: Den kumulerede fordeling af Ligning (4.3) ved enhastighedsændringog generelt.

Symbol Type Antal Middelværdi � <� � � � >�

Fg Generelt 163:338 � 0;0012 Wh
m 21;31 % 58;45 % 20;23 %

Fh Hastighedsændring 22:274 0;0021 Wh
m 25;84 % 44;64 % 29;51 %

Tabel 4.14: Metrikker for Figur 4.13.

Med en forskel på � � (Fg; Fh ) = 27 ;62 % er der en signi�kant forskel mellem generelt og
hastighedsændring. Størstedelen af denne forskel er i den positive retning, hvilket giver mening
da en hastighedsændring ofte kræver acceleration. Dette resultat i sig selv gørhastighedsændring
interessant for en maskinlæringsmodel.

Herefter analysereshastighedsændringgrupperet efter hurtigere og langsommere.
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Figur 4.14: De kumulerede fordelinger af Ligning (4.3) ved enhastighedsændring, grupperet efter
hurtigere og langsommere.

Symbol Type Antal Middelværdi � <� � � � >�

Fhhu Hurtigere 10:909 0;0440 Wh
m 10;58 % 42;06 % 47;36 %

Fhl Langsomere 11:365 � 0;0300 Wh
m 40;49 % 47;13 % 12;38 %

Fhh Hastighedsændring 22:274 0;0021 Wh
m 25;84 % 44;64 % 29;51 %

Tabel 4.15: Metrikker for Figur 4.14.

Som det kan observeres på Figur 4.14 og a�æses på Tabel 4.15 er der signi�kant forskel mellem
langsommere og hurtigere,� � (Fhhu ; Fhl ) = 69 ;96 %. Det kan ses at der er en større afvigelse i
den negative retning for langsommere, og i den positive retning for hurtigere, hvilket stemmer
overens med forventningen om acceleration og deceleration. Grundet dette resultat giver det
mening at opdelehastighedsændringefter hurtigere og langsommere.

4.3.4 Simple segmenter

Simple supersegmenter er de�neret som typen afgenerelt supersegmenter, der ikke er repræsen-
teret af nogen andre supersegmenttyper. Desimple supersegmenter bliver analyseret for kom-
plethed, og for at analysere hvorvidt de tendenser der er blevet observeret for de andre typer
også holder for desimple supersegmenter.
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Figur 4.15: De kumulerede fordelinger af Ligning (4.3) isimple og generelt.

Symbol Type Antal Middelværdi � <� � � � >�

Fs Simple 10:265 � 0;0004 Wh
m 19;04 % 62;77 % 18;20 %

Fg Generelt 163:338 � 0;0012 Wh
m 21;31 % 58;45 % 20;23 %

Tabel 4.16: Metrikker for Figur 4.15.

Som det kan observeres i Figur 4.15 og Tabel 4.16 er der ikke en signi�kant forskel på for-
delingerne, ifølge Ligning (4.4),� � (Fs; Fg) = 8 ;62 %. Simple supersegmenter har en lidt højere
afvigelse på begge sider af� � end generelt, hvilket kan skyldes at simple supersegmenter inde-
holder nogle vejelementer såsom cykelstikrydsninger og fodgængerfelter som ikke er vist i OSM
dataen, men som resulterer i opbremsninger og accelerationer.

4.4 Delkonklusion

Formålet med dette kapitel var at undersøge forskellige supersegmenttyper og egenskaber for
supersegmenter, med henblik på at påvise om disse har en ind�ydelse på energiforbruget af
supersegmenter. Igennem denne undersøgelse har vi undersøgt hvorvidt energiforbruget for de
forskellige supersegmenttyper og egenskaber afviger fra den generelle tendens, når konteksten
af supersegmentet tages med i overvejelsen. Baseret på resultaterne af disse undersøgelser er
følgende egenskaber blevet udvalgt som værende relevante til evaluering i en maskinlæringsmodel:
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Egenskab Værdier

Type Simple kryds, Komplekse kryds, Hastighedsændring
Svingretning Ligeud, Sving
Lyssignal Lyssignal, Intet lyssignal
Hastighedsændring Hurtigere, Langsommere

Tabel 4.17: Udvalgte egenskaber.

Bemærk at Hastighedsændring både er en supersegmentegenskab og en typeværdi. Hver af
disse egenskaber er blevet udvalgt baseret på undersøgelser foretaget igennem denne analyse.
Herunder vil argumentationen for udvælgelsen af hver egenskab blive beskrevet.

Kryds

Kryds, der karakteriseres af at være knudepunkter, hvor tre eller �ere segmenter mødes, er delt op
i Komplekse kryds og Simple kryds. Komplekse kryds er kryds der indeholder mere end én knude,
for eksempel når veje med �ere vejbaner mødes. Simple kryds er kryds der kun indeholder én
knude. Opdelingen i disse to typer er lavet på basis af den forskel, der kan observeres i Figur 4.6
og Tabel 4.7. Det kan ses at de komplekse kryds har en signi�kant anderledes energisignatur end
de andre typer kryds, når der køres ligeud gennem krydset, hvilket antyder at det er nødvendigt
at se komplekse kryds separat fra de simple kryds.

Begge krydstyper har to egenskaber, som er vurderet signi�kant: Svingretning og Lyssignal.
Svingretningen er hvilken vej, der bliver drejet i krydset, og er inddelt i to klasser: Ligeud og
sving. Undersøgelserne har vist at der er en signi�kant forskel på energisignaturen når der køres
ligeud i forhold til sving, men det er ikke signi�kant at skelne mellem venstre og højresving, da
energisignaturen for disse er tæt på identiske. Generelt bruges der mere energi når der drejes end
når der ikke drejes.

Lyssignaler betegner hvorvidt midten af et kryds supersegment indeholder en lyssignal knude
eller ej. Ifølge undersøgelserne er der for komplekse kryds traverseringer, en signi�kant forskel
mellem hvorvidt der er lyssignaler i krydset eller ej.

Hastighedsændring

En hastighedsændring er karakteriseret ved at vejkategorien skifter mellem segmenterne i et
supersegment. Hastighedsændringer er vurderet som en vigtig type, da Figur 4.13 og Tabel 4.14
viser at der er en signi�kant forskel i energisignaturen mellem hastighedsændringer og generelle
supersegmenter. Generelt bruges der mere energi ved en hastighedsændring end generelt. For
hastighedsændring er der én egenskab som er anset som vigtig, hvorvidt hastigheden stiger eller
falder. Figur 4.14 og Tabel 4.15 viser at der er en stor forskel mellem at accelerere og decelerere.
Der bruges mere energi når der accelereres end når der decelereres.

Andre undersøgelser

Igennem denne undersøgelse har vi undersøgt adskillige typer og egenskaber som ikke viste sig at
have en signi�kant ind�ydelse på energiforbrug for den kontekst, vi analyserede indenfor. Disse
er beskrevet og diskuteret herunder.

Rundkørsler En rundkørsel i vejnetværket er karakteriseret ved en cirkulær lukket løkke af
segmenter, hvor hver knude der grænser de segmenter har en grad på 3. I denne undersøgelse
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har vi sammenlignet afvigelsen for rundkørsler med den generelle afvigelse, og ingen signi�kant
forskel blev fundet.

Dette resultat formodes at forekomme fordi rundkørselsupersegmenter har lille afvigelsesfor-
skel imellem sig, idet en traversering af en rundkørsel altid indebærer at køre ind i rundkørslen,
hvilket medfører en deceleration, og køre ud af rundkørslen, hvilket medfører en acceleration.

Simple Simple supersegmenter er de�neret som de supersegmenter, der ikke er tilhører nogen
anden supersegmenttype. Der blev ikke funder nogen signi�kant forskel mellem simple super-
segmenter og supersegmenter generelt, så disse vil ikke blive inkluderet i det transformerede
vejnetværk.
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Kapitel 5

Datatransformation

I dette kapitel dokumenteres de datatransformationer som inkluderer supersegmenter, med til-
hørende egenskaber udledt fra dataanalysen, i vejnetværket.

Det er ønsket at inkludere supersegmenter i vejnetværket, fordi det tillader os at estimere
energiforbrug for segmenter og ruter i en maskinlæringsmodel, og derved håndgribeligt evaluere
om supersegmentegenskaberne fundet igennem dataanalysen er e�ektfulde ved estimering af elbil
energiforbrug omkring problematiske vejelementer.

Først vises strukturen af databasen før transformationerne. Herefter dokumenteres procedu-
rerne som �nder og fremstiller de supersegmenter, som blev vurderet som relevante i Kapitel 4.
Relateret til dette, beskrives metoderne som udregner disse egenskaber. Efter dette redegøres
der for den transformation, som inkluderer supersegmenterne i et vejnet. Baseret på det nye
vejnet bliver modi�kationen af den tilgængelige turdata dokumenteret. Til sidst vises strukturen
af databasen efter disse transformationer.

I dette kapitel fremover benyttes den matematisk notation i Tabel 5.1, ved beskrivelsen af seg-
menter, knuder, supersegmenter og tursegmenter i vejnettet:
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Vejsegment:s

s:sp Startknuden af s
s:ep Slutknuden af s
s:knuder Mængde af knuder is, s:knuder = f s:sp; s:epg
s:længde Længden afs i meter
s:kategori Vejkategorien for s
s:ensrettet Hvorvidt s er ensrettet
s:oprindelig Det segment, der blev til et segments, da det blev splittet.

Vejknude: v

v:grad Antallet af tilstødende kanter til v
v:geo Geometrien afv

Supersegment:ss

ss:først Det første vejsegmentss
ss:sidst Det sidste vegsegmentss
ss:sp Startknuden af ss
ss:ep Slutknuden af ss

Tursegment: t

t:s Det vejsegment, somt blev kørt på
t:tur Den tur, som t er en del af

Tabel 5.1: En oversigt over de tilgængeligt attributter på vejsegmenter, knuder, supersegmenter
og tursegmenter.

Tabel 5.1 viser de elementer og attributter som bliver benyttet af algoritmerne i dette afsnit
til at gennemføre datatransformationen. De endelige attributter som er tilstede i databasen efter
endt transformation vises i Figur 5.8.

5.1 Database struktur

Dataen, som dette projekt tager udgangspunkt i, er lagret i en PostgreSQL database, som gør
brug af PostGIS udvidelsen til at håndtere det spatielle aspekt af vejnetværket. Databasestruk-
turen, med alle navne anonymiseret, kan ses på Figur 5.1.
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Figur 5.1: Databasestrukturen før transformering

Databasen er struktureret som et Star Schema [10], med en fact tabel,tursegment_data, og
�re dimensions-tabeller, tid, dato, vejr og segmenter. Ud over dette er der også entur_data tabel,
som indeholder aggregeringen aftursegment_data facts op på tur-niveau.

Tursegment_data tabellen er modelleret som en Start Schema fact tabel, med en primær
nøgle, id, og �re fremmednøgler: tid_id , dato_id , vejr_id og segment_id, til hver af de �re
dimensionstabeller. Der er også tre measures på fact tabellen:sekunder, meter ogWh, som angiver
hvor lang tid tursegmentet tog at køre, hvor mange meter der blev kørt og hvor meget energi der
blev brugt, respektivt. Der er to yderligere kolonner i fact tabellen, tur_id , som er en fremmed-
nøgle til tur_data tabellen, og tur_nr , der angiver hvilken rækkefølge tursegmenterne kommer i
turen. Kombinationen af tur_id og tur_nr er en unik identi�er for alle facts i tursegment_data.

Tid og dato er dimensionstabeller, der indeholder en primær-nøgle og en række kolonner, der
beskriver tid og dato i varierende granularitet.

Vejr dimensionen har kun et niveau af granularitet, hvilken måling det er, og har også kolonner
for de forskellige værdier, der blev taget ved målingen:temperatur, vindhastighedog vindretning.

Segmenter dimensionen er mere interessant. Den indkoder vejnetværket på segmentniveau,
og indeholder information om segmenterne, såsom dereslængde, kategori og start- og slutknuder.
Ud over dette har den også en geogra�-kolonnesegmentgeo, af Geography datatypen, som er
en PostGIS repræsentation af segmentets reelle lokation i Danmark. Disse repræsentationer er
bygget op af individuelle linjestykker.
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5.2 Supersegmentfremstilling

Dette afsnit dokumenterer procedurerne til fremstillingen af supersegmenter i dette projekt. Kun
procedurer for fremstilling af de supersegmenter som blev udvalgt til inkludering i modellen i
Kapitel 4 er dokumenteret. Supersegmenter fremstilling i dette projekt består af to trin:

1. Identi�cering af supersegmenter knuder

2. Generering af supersegmenter

Trin 1 udvælger en række knuder i vejnettet baseret på ønskede kriterier for en type af
supersegmenter. Trin 2 genererer supersegmenter ud fra disse knuder igennem en generaliserbar
procedure.

5.2.1 Identi�cering

I Kapitel 4 blev tre typer af supersegmenter udvalgt: Komplekse Kryds, Simple Kryds og Hastig-
hedsændring. I dette afsnit bliver identi�ceringsprocedurerne for de forskellige supersegmenttyper
dokumenteret. En supersegmenttype, ikke at forveksle med en vejkategori, er en klassi�cering
af supersegmenter baseret på vejkontekst, som beskrevet i Kapitel 4. Algoritmerne i dette un-
derafsnit forsøger kun at �nde de knuder i vejnettet, som supersegmenter deler. Det er muligt
at der er knuder, som kan klassi�ceres under mere end en af supersegmenttyperne, men for at
undgå overlap mellem supersegmenter, sker klassi�ceringen trinvist, førstKomplekse Kryds, så
Simple Kryds og til sidst Hastighedsændring. Dne trinvise klassi�cering sørger for at knuder ikke
klassi�ceres i mere end en type. Intet information bliver tabt på grund af denne beslutning, da
det informationen om en hastighedsændring også kan repræsenteres i et kryds supersegment.

Komplekse kryds

Komplekse kryds er den mest komplicerede kategori at identi�cere. I modsætning til de andre
kategorier, som hver kun består af en knude, består komplekse kryds mere end en knude. Et
eksempel på et komplekst kryds kan ses i Figur 4.3.

Knuderne i komplekse kryds er organiseret i klynger, hvor hver klynge repræsenterer et kom-
plekst kryds. Klyngerne er fundet med grupperingsalgoritmenDBSCAN (V; minP ts; � ) [8], som
danner klynger med mindst minP ts knuder i hver klynge. En klynge består af en rækkeker-
neknuder, som er indenfor minimum � meter af mindst minP ts andre knuder, og nul eller �ere
yderligere knuder inden for � meter af en kerneknude.DBSCAN opfylder vores behov for at
undgå overlap, da algoritmen sikrer at en given knude ikke er i to klynger. Ydermere er det en
e�ektiv algoritme, med en tidskompleksitet på O(n log n) (givet at knuderne er spatielt indek-
seret), hvilket er vigtigt for os, da vejnetværk ofte indholder store mængder af knuder. Vejnettet
i Danmark, et forholdsvist lille land, indeholder for eksempel 647.406 knuder.

Parametrene til DBSCAN , minP ts og � , er sat til henholdsvis 2 og 30. � = 30 m er valgt
baseret på empiriske observationer af størrelsen af komplekse kryds, hvor selv de største kryds
er inkluderet samtidig med at falsk positiver er minimeret.

Algoritme 1 viser proceduren for identi�cering af komplekse kryds.
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Algoritme 1 For at klassi�ceres som et komplekst kryds, skal en klynger overholde ét enkelt
kriterie:

1. Den skal indeholde mindst én knude med grad af �re eller højere.

Bemærk at der stadig kan være knuder med grad to eller tre i klyngerne. Dette tilvalg er baseret
på empiriske observationer gjort igennem ident�kationsprocessen for hvordan vejsignaturen er
for komplekse kryds i vejnettet. For eksempel er knuder med grader af tre inkluderet, fordi der
�ndes adskillige variationer af komplekse kryds, hvor en tilgangsvej til to ensrettede vejbaner
resulterer i én knude med tre grader i krydset. Knuder med grader af to er inkluderet, da der
�ndes tilfælde hvor nærtliggende cykelstier eller jernbaner deler segmenterne i to.
Input: Et vejnetværk G = ( V; E), parametre til DBSCAN minP ts og � .
Output: En mængde af klynger af knuderVkk .

1: function IdentKomplekseKryds (E; minP ts; � )
2: Vkk  fg
3: K  DBSCAN (V; minP ts; � )
4: for all k 2 K do
5: if 9v 2 k; v:grad � 4 then . Note 1
6: K kk  K kk [ k
7: end if
8: end for
9: return K kk

10: end function

I Algoritme 1 bliver først en mængde af potentielle klyngerK identi�ceret. Disse klynger bliver
herefter �ltreret efter hvorvidt de indeholder en knude med grad �re. Hvis dette er tilfældet, bliver
de tilføjet til mængden af komplekse krydsK kk , ellers bliver de forkastet. Mængden af knuder
i komplekse kryds Vkk = f v 2 V j v 2 k ^ k 2 K kk g, er mængden af alle knuder, der er i en
klynger i K kk .

Simple kryds

Simple kryds er lettere at identi�cere end komplekse kryds, da de kun består af en enkelt knude.

Algoritme 2 Algoritmen som identi�cerer simple kryds i vejnettet. Alle knuder med grad tre
eller højere, som ikke allerede er en del af et komplekst kryds, markeres som et simpelt kryds.
Input: Et vejnetværk G = ( V; E), mængden af knuder i komplekse krydsVkk .
Output: Mængden af knuder i simple krydsVsk .

1: function IdentSimpleKryds (V , Vkk )
2: Vsk  fg
3: for all v 2 V do
4: if v:grad > 2 ^ v 62Vkk then
5: Vsk  Vsk [ f vg
6: end if
7: end for
8: return Vsk

9: end function

Algoritme 2 viser identi�ceringen af simple kryds. Dette er en simpel �ltrering, baseret på
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graden af knuderne, og hvorvidt de er markeret som et komplekst kryds.

Hastighedsændring

Hastighedsændringer er sværere at identi�cere end simple kryds, men letter end komplekse kryds.
En knude markeres som en hastighedsændring, hvis der er to tilstødende segmenter med forskellig
vejkategori.

Algoritme 3 Algoritmen som identi�cerer hastighedsændring knuder i vejnettet. Bemærk at s1

og s2 ikke er det samme segment, das1:kategori 6= s2:kategori medfører at s1 6= s2. Yderligere er
graden afv 2 Vh nødvendigvis to, da alle knuder med grad tre eller mere allerede er i entenVkk

eller Vsk .
Input: Et vejnetværk G = ( V; E), mængden af knuder i komplekse krydsVkk _ f lad , mængden

af knuder i simple kryds Vsk .
Output: En mængde af knuderVh , hvor der sker en hastighedsændring.

1: function IdentHastighedsændring (V , Vkk , Vsk )
2: Vh  fg
3: for all v 2 V j v 62Vkk [ V sk do
4: Ev  f s j s 2 E ^ v 2 s:knuderg
5: for all s1; s2 2 Ev � Ev do
6: if s1:kategori 6= s2:kategori then
7: Vh  Vh [ f vg
8: end if
9: end for

10: end for
11: return Vh

12: end function

Algoritme 3 viser identi�ceringen af hastighedsændrings knuder. Det er stadig muligt at
der er uklassi�cerede knuder i vejnettet, f.eks. knuder med grad to, men hvor kategorierne af
de omkringliggende segmenter er ens. Disse knuder er ikke interessante for supersegmenter, da
ingen af egenskaberne, der blev fundet i Kapitel 4 er relevante på disse knuder.

5.2.2 Fremstilling

Med alle de relevante knuder fundet, skal der fremstilles supersegmenter ud fra disse knuder.
Dette gøres med de to relaterede Algoritmer 4 og 5. Den første af disse to algoritmer tager sig af
at fremstille supersegmenter forVsk og Vh , da der kun er en knude at tage stilling til for hvert
supersegment. ForVkk er en mere kompleks metode nædvendig, da der er �ere knuder i hvert
kryds. Den generelle fremgangsmåde er dog i begge tilfælde identisk; Find ind- og udsegmenter
og �nd sti imellem dem.
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Algoritme 4 Algoritmen til fremstilling af simple supersegmenter. Linjer 4 til 6 udvælger alle
par af segmenter som delerv. Der er dog et forbehold, hvis startsegmentets er ensrettet, må det
ikke lede ud af krydset, altsås:ep må ikke værev, og omvendt for slutsegmentet.
Input: Et vejnetværk G = ( V; E), en mængde af knuderV , enten for simple kryds Vsk eller

hastighedsændringerVh .
Output: En mængde af supersegmenterSS.

1: function SimpelSSGen (G, V )
2: SS  fg
3: for all v 2 V do
4: Siu  f s j s 2 E ^ v 2 s:knuderg . Tilstødende segmenter
5: Sind  f s j s 2 Siu ^ s:ensrettet �! (s:ep = v)g . Ind-segmenter
6: Sud  f s j s 2 Siu ^ s:ensrettet �! (s:sp = v)g . Ud-segmenter
7: for all (sind ; sud ) 2 Sind � Sud ; sind 6= sud do
8: ss  (sind ; sud )
9: ss:sp  p 2 f sind :sp; sind :epg n fvg . Finder startknuden

10: ss:ep  p 2 f sud :sp; sud :epg n fvg . Finder slutknuden
11: SS  SS [ f ssg
12: end for
13: return SS
14: end for
15: end function

Denne algoritme håndterer kun supersegmenter forVsk og Vh , der er stadig Vkk tilbage.
Algoritme 4 er dog ikke tilstrækkelig til at �nde supersegmenterne for Vkk , da der er mere end
en knude i hvert komplekst kryds.
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Algoritme 5 Algoritmen til fremstilling af komplekse kryds supersegmenter. Der er to punkter
hvor denne algoritme er forskellig fra Algoritme 4.

1. For at �nde de tilstødende segmenter, ses der på hvor mange af knuderne i klyngenk, som
segmenterne grænser op til. Hvis de kun grænser op til en knude, betyder det at segmentet
leder enten ind eller ud af klyngen. Hvis de grænser op til mere end en knude, er deinterne
segmenter i klyngen.

2. For at generere hele supersegmentet bruges en metodeInternSti (sind ; sud ; k), som er en
bredde-søgnings algoritme, der �nder den korteste sti mellemsind ogsud igennem de interne
segmenter ik. InternSti kan ses implementeret i Appendiks B.1.

Input: Et vejnetværk G = ( V; E), en mængde af klynger af knuderK kk .
Output: En mængde af supersegmenterSS.

1: function KomplekseKrydsSSGen (G, Vkk )
2: SS  fg
3: for all k 2 K kk do
4: Siu  f s j s 2 E ^ j s:knuder \ kj = 1g . Note 1
5: Sind  f s j s 2 Siu ^ s:ensrettet �! (s:ep 2 k)g
6: Sud  f s j s 2 Siu ^ s:ensrettet �! (s:sp 2 k)g
7: for all (sind ; sud ) 2 Sind � Sud ; sind 6= sud do
8: ss  (sind ) + InternSti (sind ; sud ; k) + ( sud ) . Note 2
9: ss:sp  p 2 f sind :sp; sind :epg nk

10: ss:ep  p 2 f sud :sp; sud :epg nk
11: SS  SS [ f ssg
12: end for
13: return SS
14: end for
15: end function

Bemærk at (sind ) + InternSti (sind ; sud ; k) + ( sud ) er i rækkefølge, hvor indgangssegmentet
er først, efterfulgt af de interne segmenter som leder til udgangssegmentet.

Nu da procedurene til fremstilling af de forskellige typer supersegmenter er de�neret kan disse
kaldes, og de resulterende supersegmenter kan samles i én mængde:

Algoritme 6 Algoritmen som samler alle supersegmenter i én mængde.
Input: Et vejnetværk G = ( V; E)
Output: mængden af alle supersegmenterSS.

1: function SupersegmentKompilering
2: Vkk  IdentKomplekseKryds (G)
3: Vsk  IdentSimpleKryds (G; Vkk _ f lad )
4: Vh  IdentHastighedsændring (G; Vkk _ f lad ; Vsk )
5: SS  KomplekseKrydsSSGen (G; Vkk )
6: SS  SS [ SimpelSSGen (G; Vsk )
7: SS  SS [ SimpelSSGen (G; Vh )
8: return SS
9: end function

Efter alle supersegmenterne er samlet i én mængde, kan disse inkluderes i vejnetværket.
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Figur 5.2 Viser et vilkårligt simpelt kryds før og efter supersegmentfremstillingen.

(a) Før transformation (b) Efter transformation

Figur 5.2: Eksempel på transformationen af �re segmenter omkring et kryds til 12 supersegmen-
ter.

I Figur 5.2 kan det ses at de �re tovejs segmenter i Figur 5.2a, er blevet til 12 supersegmenter
i Figur 5.2b, hvor højresvingssupersegmenter er sorte, venstresving er røde og ligeud er blå.

For at repræsenterer egenskaberne fra Kapitel 4 er det ikke nok at kunne fremstille su-
persegmenterne. Det er også nødvendigt at vide præcis hvordan disse egenskaber udregnes for
supersegmenter.

5.3 Supersegmentegenskaber

I dette afsnit dokumenteres processen hvormed supersegmentegenskaberne, introduceret i Kapi-
tel 4, udregnes.

5.3.1 Svingretning

Svingretningen udregnes på samme måde som beskrevet i Afsnit 4.3; der ses på vinklen mellem
det første og sidste segment i et supersegment. Vinklen er udregnet på det sidste linjestykke af
det første segment og det første linjestykke af det sidste segment. Et eksempel der vise dette kan
ses i Figur 5.3.
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Figur 5.3: Et eksempel på hvordan svingretning udregnes.

Der er to segmenter i dette eksempel:s1 (blå) og s2 (rød). Hvert af disse segmenter har to
linjestykker, og det kan ses at vinklen udregnes mellem de to tilstødende linjestykker. Segmenter
der består af to eller �ere linjestykker opstår hyppigt når vejen drejer. Baseret på denne vinkel
bliver supersegmenterne grupperet efter hvilken retning svinget går i:

ˆ Ligeud : 150� � \ s1s2 < 210� .

ˆ Venstresving : 20� � \ s1s2 < 150� .

ˆ Højresving : 210� � \ s1s2 < 340� .

ˆ U-sving : \ s1s2 < 20� ^ \ s1s2 � 340� .

5.3.2 Lyssignal

Lyssignalerne er ikke trivielle at markere på supersegmenterne, eftersom de ikke er markeret på
knuderne af vejnetværket. Dette betyder at det først er nødvendigt at �nde ud af hvilke knuder,
der er i nærheden af et lyssignal. Dette gøres med Algoritme 7.

Algoritme 7 Algoritme til markering af lyssignaler. ST_DWithin (p1; p2; d) er en PostGIS
funktion, der returnerer sandt hvis punkterne p1 og p2 er indenfor d meter fra hinanden, hvor d
i vores tilfælde er 30 m.
Input: Et vejnetværk G = ( V; E), en mængde af lyssignalerL .
Output: Hver knude v 2 V markeret med lyssignal.

1: function Lyssignal (G, L )
2: for all v 2 V do
3: if 9l 2 L; ST_DWithin (l; v; d) then
4: v:lyssignal  >
5: else
6: v:lyssignal  ?
7: end if
8: end for
9: end function

Algoritme 7 markerer alle knuder der er mindre end 30 meter fra et lyssignal som en lyssignal
knude. Denne markering propageres til alle supersegmenterne.

5.3.3 Stigning

Stigningen for segmenter og supersegmenter udregnes på samme måde som Bundgaard et al. [4],
dog med det bedre behandlede højdekort fra Bundgaard et al. [5]
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Algoritmer 8 og 9 er direkte oversættelser af Algoritmer 3 og 4 fra Bundgaard et al. [4].

Algoritme 8 Algoritmen, der �nder højden af en knude v givet højdekortet R. Denne algoritme
gør brug to PostGIS funktioner:

ˆ ST_Intersects (g1, g2), som returnerer sandt hvis to geometrier g1 og g2 overlapper.
Bruges i dette tilfælde til at tjekke om et punkt g1 ligger i en raster celleg2.

ˆ ST_NearestValue (p, i , r ), som returnere højdeværdien fra båndi i den pixel i raster
cellen r , som er tættest på punktgeometrienp.

Input: En knude v 2 V fra et vejnetværk G = ( V; E) og et raster højdekortR = f r 1; r 2; � � � ; r n g
Output: Højden af en knudev 2 V

function Løft (v 2 V , R)
for all r 2 R do

if ST_Intersects (s:geo,r ) then
return ST_NearestValue (r , 1, s:geo)

end if
end for

end function

Algoritme 8 udregner kun højden af et punkt, og ikke stigning for segmenterne omkring det
punkt. For at gøre dette bruges Algoritme 9.

Algoritme 9 Udregner den procentvise stigningen for alle vejsegmenter i et vejnetværkG givet
højderasterenR.
Input: Et vejnetværk G = ( V; E) og et raster højdekort R = f r 1; r 2; � � � ; r n g
Output: Et vejnetværk G = ( V; E) med stigning annoteret alle vejsegmenterne.

function Stigning (G, R)
for all s 2 E do

s:stigning  Løft (s:ep;R ) � Løft (s:sp;R )
s: længde

end for
end function

Algoritmer 8 og 9 bruges til at udregne stigningen på alle segmenterne i vejnettet.

5.3.4 Hastighedsændring

Hastighedsændringen for et supersegment udregnes efter formlen:

ss:hastighedsændring=
1

jTc1 j

X

t 2 Tc 1

t:hastighed�
1

jTc2 j

X

t 2 Tc 2

t:hastighed; (5.1)

hvor c1 = ss:først:kategori er vejkategorien for det første segment iss, c2 = ss:sidst:kategori er
vejkategorien for det sidste segment iss og Tc er mængden af alle tursegmenter, som er kørt på
et vejsegment med vejkategorienc. Uformelt beskrevet er hastighedsændringen forskellen i den
gennemsnitlige hastighed på vejsegmenter med samme kategori som det første og sidste vejseg-
ment i et supersegment. For supersegmenter hvor kategorien ikke ændrer sig, eller segmenter, der
ikke er en del af et supersegment, er denne egenskab altid lig nul.
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5.4 Vejnet transformation

Dette afsnit vil gennemgå algoritmerne, der benyttes til at transformere vejnetværket til at
inkludere supersegmenterne. Denne proces er to-delt:

1. Først transformeres vejnetværket og supersegmenterne for at forhindre et problem der kal-
desdestruktivt overlap. Dette bliver beskrevet i Afsnit 5.4.2.

2. Dernæst transformeres vejnetværket til at inkludere supersegmenterne. Dette bliver beskre-
vet i Afsnit 5.4.1.

Selvom håndteringen af destruktivt overlap sker før transformationen af vejnetværket, vil det
blive forklaret til sidst, eftersom det destruktive overlap opstår som en konsekvens af transfor-
mationen.

5.4.1 Grundæggende transformation

Den grundlæggende transformation, som inkluderer supersegmenterne er de�neret i Algoritme 10.

Algoritme 10 Algoritmen til at inkludere supersegmenter i et vejnet. Denne algoritme er delt
op i to trin:

1. Tilføj alle supersegmenterne til det transformerede vejnetG0.

2. Tilføj de resterende segmenter, som ikke er en del af et supersegment til det transformerede
vejnet.

Resultatet er et nyt vejnet, hvor alle segmenter, der var en del af supersegmenter er erstattet af
de korresponderende supersegmenter.
Input: Et vejnetværk G = ( V; E) og en mængde af supersegmenterSS på G.
Output: Et transformeret vejnetværk G0 med hensyn til supersegmenterneSS.

1: function TransformerVejnet (G; SS)
2: E 0  fg
3: V 0  fg
4: for all ss 2 SS do . Trin 1
5: E 0  E 0 [ f (ss:sp; ss:ep)g
6: V 0  V 0 [ f ss:sp; ss:epg
7: end for
8: for all s 2 E do . Trin 2
9: if : (9ss 2 SS; s 2 ss) then

10: E 0  E 0 [ f sg
11: V 0  V 0 [ f s:sp; s:epg
12: end if
13: end for
14: end function

Denne transformation er dog ikke tilstrækkelig i sig selv. Hvis Algoritme 10 benyttes uden
yderligere modi�cering af vejnetværket, kan der opstå et problem kaldetdestruktivt overlap, som
vil resultere i at vejnetværket kan blive disjunkt.
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5.4.2 Destruktivt overlap

Et destruktivt overlap opstår hvis to supersegmenter deler et start- eller slutsegment, men ikke
den korresponderende start- eller slutknude. Dette vil resultere i, at nogle mulige traverseringer
bliver umulige. I det tilfælde, at de to supersegmenter deler den korresponderende start- eller
slutknude er der intet problem, eftersom denne knude forbliver i vejnetværket.

For at illustrere dette benyttes et simpelt eksempel vejnetværkG = ( V; E), som kan ses på
Figur 5.4.

Figur 5.4: Et grundlæggende eksempel på et vejnetværk.

Dette vejnetværk består af �re knuder V = f A; B; C; D g, med tre segmenter imellem dem
a = AB , b = BC og c = CD hvor E = f a; b; cg. Ydermere er der en mængde af supersegmenter
SS = f d; eg, hvor d = ab og e = bc.

Figur 5.5 viser den samme graf, men efter Algoritme 10 er benyttet. Det er tydeligt at grafen
er blevet disjunkt, eftersom B og C ikke længere er forbundet med et segment.

Figur 5.5: Et eksempel på problemet ved destruktivt overlap i Figur 5.4.

Det antages her at supersegment transformationen kun kan skabe destruktivt overlap på ét
segment af gangen, grundet måden hvorpå supersegmenter er fundet.

Dette er fordi mængderne af knuder i de forskellige supersegmentmængder er disjunkte. For
at et destruktivt overlap på mere end et segment kan opstå, bliver supersegmenterne nødt til at
dele mere end én intern knude, hvilket kun kan ske for komplekse kryds. For komplekse kryds
er dette dog heller ikke et problem, eftersom at dele endesegmenterne, men ikke endeknuderne,
medfører at supersegmenterne er nødt at at komme fra forskellige klynger. Eftersom der ikke er
overlap mellem knuderne i de forskellige klynger, kan der derfor heller ikke være mere end ét
segments overlap mellem supersegmenterne i disse klynger.

Først og fremmest er det nødvendigt at formalisere hvordan dette destruktive overlap kan
�ndes i et vejnetværk. Dette sker i Algoritme 11.
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Algoritme 11 Algoritmen til at �nde destruktivt overlap. Der er �re forskellige måder to su-
persegmenter kan dele endesegmenter:

1. De deler deres startsegment.

2. Det enes startsegment er det andets slutsegment.

3. Spejlingen af 2.

4. De deler deres slutsegment.

Hvilke knuder, som sammenlignes afhænger af hvilket et af disse tilfælde, der opstår. Hvis der
er to supersegmenter der deler segmentets, og et af de �re tilfælde opstår mellem disse to
supersegmenter returneres sandt. Hvis ikke, returneres falskt.
Input: Et vejsegment s 2 E, en mængde af supersegmenterSS.
Output: Sandt hvis der er destruktivt overlap mellem supersegmenter på vejsegmentets.

1: function DOverlap (s, SS)
2: for all ss1; ss2 2 SS � SS do
3: switch s
4: case s = ss1:først and s = ss2:først and ss1:sp 6= ss2:sp do . Tilfælde 1
5: return >
6: case s = ss1:sidst and s = ss2:først and ss1:ep 6= ss2:sp do . Tilfælde 2
7: return >
8: case s = ss1:først and s = ss2:sidst and ss1:sp 6= ss2:ep do . Tilfælde 3
9: return >

10: case s = ss1:sidst and s = ss2:sidst and ss1:ep 6= ss2:ep do . Tilfælde 4
11: return >
12: end switch
13: end for
14: return ?
15: end function

Tilbage til eksemplet i Figur 5.4. Det er tydeligt at der er et destruktivt overlap på segment
b i dette eksempel, eftersomb = d:sidst, b = e:først og d:ep 6= e:sp, hvilket falder under tilfælde
2 i Algoritme 11.

Nu når destruktivt overlap kan identi�ceres, skal det håndteres. Dette kan gøres ved at dele det
pågældende segment i to dele, og associere en halvdel med hvert supersegment. Denne metode
kan introducere nye problemer når energidata, som er matchet på det originale vejnet, skal
oversættes til de nye delsegmenter. Den optimale metode til at genmappe energidata ville være at
gentage hele map-matching processen, som beskrevet i Krogh et al. [14] med det transformerede
vejnetværk, men grundet tidsbegrænsninger har vi ikke gjort dette. I stedet har vi lavet en
antagelse om, at energiforbruget er jævnt fordelt over segmenterne, selvom dette kan introducere
en hvis unøjagtighed i dataen.

Algoritme 12 de�nerer hvordan vejnetværket og supersegmenterne transformeres når vejseg-
menterne splittes. Split funktionen splitter et segment på midten, og returnerer de to korre-
sponderende delsegmenter.
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Algoritme 12 Algoritme til at transformere et vejnetværk for at undgå overlap. Algoritmen
løber igennem alle vejsegmenter. Hvis der er destruktivt overlap, splittes segmentet i to, ellers
bibeholdes segmentet. Algoritmen i sig selv er ikke besværlig, men der er to ting der er vigtige
at notere:

1. Eftersom der kan opstå overlap mere end en gang per supersegment, er det nødvendigt at
bibeholde alle de originale supersegmenter, og modi�cere mængden, i stedet for at tilføje
dem til en ny mængde.

2. Selve transformationen af supersegmenterne er ikke triviel, og beskrives i Algoritme 13.

Input: Et vejnetværk G = ( V; E), mængden af supersegmenterSS på G.
Output: Et transformeret vejnetværk G0 = ( V 0; E 0), en mængde af transformerede superseg-

menter SS0.
1: function TransformerOverlap (G, SS)
2: E 0  fg
3: V 0  fg
4: SS0  SS . Note 1
5: for all s 2 E do
6: if DOverlap (s, SS) then . Find destruktivt overlap
7: S0  Split (s)
8: for all s0 2 S0 do . Inkludér nye segmenter
9: E 0  E 0 [ f (s0:sp; s0:ep)g

10: V 0  V 0 [ f s0:sp; s0:epg
11: end for
12: for all ss 2 f ss 2 SS0 j s 2 ssg do . Opdater supersegmenter
13: SS0  (SS0n f ssg) [ f OpdaterSS (ss; s; S0)g . Note 2
14: end for
15: else . Tilføj uændrede segmenter
16: E 0  E 0 [ f (s:sp; s:ep)g
17: V 0  V 0 [ f s:sp; s:epg
18: end if
19: end for
20: G0 = ( V 0; E 0)
21: return G0; SS0

22: end function

På Figur 5.6 kan resultatet af Algoritme 12 anvendt på vores eksempel vejnetværk ses. Seg-
ment b, hvor Algoritme 11 identi�cerede et overlap, er blevet delt i to delsegmenterb1 og b2, og
en ny knude s er blevet indsat i midten.
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Figur 5.6: Et eksempel på hvordan destruktivt overlap kan håndteres i Figur 5.4.

Dette viser dog ikke transformationen af supersegmenter, der sker på Linjer 12 til 14 i Algo-
ritme 12. Denne transformation involverer at vælge det korrekte delsegment fra det segment, som
blev splittet, og bruge det i supersegmentet i stedet. Denne algoritme kan ses i Algoritme 13.

Algoritme 13 Algoritme til at transformere et supersegment med hensyn til et splittet super-
segment. Der er to tilfælde at tage hensyn til i denne algoritme:

1. Hvis det pågældende segment er det første segment i supersegmentet.

2. Hvis det pågældende segment er det sidste segment i supersegmentet.

Hvis segmentet ikke falder i nogle af disse tilfælde, modi�ceres supersegmentet ikke. Det korrekte
delsegment grænserikke op til supersegmentets startknude, hvis tilfælde 1, eller slutknude, hvis
tilfælde 2.
Input: Et supersegmentss, et segments 2 ss og splittet S0 = Split (s).
Output: Et transformeret supersegmentss0.

1: function OpdaterSS (ss; s; S0)
2: ss0  ss
3: if s = ss:først then . Tilfælde 1
4: ss0:først  s0 2 S0 if ss:sp 62 fs0:sp; s0:epg
5: else if s = ss:sidst then . Tilfælde 2
6: ss0:sidst  s0 2 S0 if ss:ep 62 fs0:sp; s0:epg
7: end if
8: return ss0

9: end function

Når Algoritme 13 bliver anvendt på eksempel supersegmenterne fra Figur 5.6, som en del af
Algoritme 12, bliver begge supersegmenter modi�ceret. Segmentetb bliver erstattet med hen-
holdsvis b1 for supersegmentd og b2 for supersegmente.

Resultatet af Algoritme 12 er et nyt vejnetværk, hvor destruktivt overlap ikke �nder sted og
en mængde af supersegmenter, der passer til dette vejnetværk. Det nye vejnetværk og tilhørende
supersegmenter kan nu bruges som input til Algoritme 10, der erstatter segmenter med de kor-
responderende supersegmenter i det givne vejnetværk. Algoritmer 12 til 10 omfatter den fulde
transformation, der sker på vejnetværket med hensyn til supersegmenter, og samles i Algorit-
me 14.
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Algoritme 14 Hovedalgoritmen til at transformere vejnetværket med hensyn til supersegmenter,
med destruktivt overlap taget højde for.
Input: Et vejnetværk G = ( E; V ) og en mængde af supersegmenterSS.
Output: Et transformeret vejnetværk G00.

1: function TransformerVejnetDOverlap (G, SS)
2: G0; SS0  TransformerOverlap (G; SS)
3: G00 TransformerVejnet (G0; SS0)
4: return G00

5: end function

Når hele denne algoritme er benyttet på eksempel vejnetværket fra Figur 5.4, kommer det
resulterende vejnetværk til at væreG00= ( V 00= f A; E; D g; E 00= f d; eg hvor d = AE og e = ED .
Transformationen fra outputtet af Algoritme 12 med Algoritme 10 kan ses på Figur 5.7.

Figur 5.7: Et eksempel på den transformerede version af Figur 5.4.

5.5 Turdata

Baseret på det transformerde vejnetværk og de korresponderende supersegmenter, kan den til-
gængelige turdata opdateres.
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Algoritme 15 Algoritmen, som transformerer alle tursegmenter så de svarer til det transforme-
rede vejnet.
SplitTurSegment (t; E split ) er en funktion som splitter et givet tursegment t i to på midten,
baseret på et segment, der blev splittet afSplit .
Input: Mængden af tursegmenterT, det transformerede vejnetværkG00= ( V 00;E 00)
Output: Den transformerede mængde tursegmenterT0.

1: function TransformerTursegmenter (T; G00)
2: T0  fg
3: for all t 2 T do
4: Esplit  f e j s 2 E 00^ t:s = s:oprindeligg
5: if jEsplit j = 2 then
6: T0  T0 [ SplitTurSegment (t; E split )
7: else
8: T0  T0 [ f tg
9: end if

10: end for
11: return T0

12: end function

På Linje 4 i Algoritme 15 vælges segmenter fra det transformerede vejnet, der svarer til de
segmenter i det originale vejnet, som tursegmenterne blev kørt på. Hvis der eksisterer to sådanne
segmenter betyder det at segmentet er blevet splittet, og tursegmentet bliver derfor ligeledes
splittet.

De opdaterede tursegmenterne kan nu bruges til at danne de tilsvarende tur-supersegmenter.
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Algoritme 16 Algoritmen som fremstiller alle tur supersegmenter, baseret på mængden af
transformerede tursegmenter og supersegmenterne som svarer til det transformerede vejnet.

ˆ SSSammenligning (ss; t1; t2) er en funktion der returnerer sandt, hvis supersegmentetss
er blevet kørt mellem to tursegmenter t1 og t2 på samme tur. Uformelt set, returnerer den
sandt hvis supersegment er blevet kørt som en del af en tur.

ˆ FremstilTurSupersegment (t1; t2) er en funktion som fremstiller et tur-supersegment,
ved at vælge sekvensen af tursegmentert1; � � � ; t2, fra en tur.

En PostgreSQL implementation af SSSammenligning og FremstilTurSupersegment kan
ses i Appendiks B.2.
Input: Mængden af transformerede tursegmenterT0, Mængden af transformerede supersegmen-

ter SS0

Output: Mængden af tur supersegmenterTSS

1: function FremstilTursupersegmenter (T0; SS0)
2: TSS  fg
3: for all ss 2 SS0 do
4: for all t1; t2 2 T0 � T0 do
5: if t1:s = ss:først and t2:s = ss:sidst and t1:tur = t2:tur then
6: if SSSammenligning (ss; t1; t2) then
7: TSS  TSS [ FremstilTurSupersegment (t1; t2)
8: end if
9: end if

10: end for
11: end for
12: return TSS

13: end function

Algoritme 16 viser fremstillingen af tur supersegmenterne, som kommer til at blive brugt til
træningen af modellen. Algoritmen er ligetil, men beregningstung.

For hvert supersegment søges tursegmenterne igennem for at �nde alle de ture som er blevet
kørt på supersegmentet. Et supersegment kan være blevet kørt �ere gange på en tur. Hver gang
et sådant tilfælde bliver fundet, bliver et nyt tur supersegment fremstillet ud fra det data der er
blevet opsamlet på de speci�kke segmenter der udgør supersegmentet på turen.

Algoritme 16 markerer afslutningen af vores transformation. Igennem dette afsnit har vi
beskrevet adskillige algoritmer, men vi har endnu ikke talt om deres tidskompleksitet noget sted.
Dette er fordi tidskompleksitet generelt ikke er vigtigt for os, da alle algoritmer beskriver o�ine
engangsoperationer. Når det er sagt, er det vigtigt for os at optimere hvor vi kan, da vi arbejder
med store mængder af data. Dette sker generelt ved at indeksere de attributer vi kombinerer
tabeller på, �ltrere tabeller før kombinering og i visse tilfælde lave midlertidige resultattabeller,
som kan indekseres før disse benyttes i en større forespørgsel. Tag for eksempel en af vores større
komputationer i Algoritme 16.

De nyligt beregnede tursupersegmenter, sammen med de tursegmenter, der ikke blev modi�-
ceret, omfatter det data, der bruges til at træne maskinklæringsmodellen i Kapitel 7. Tabel 5.2
viser hvordan mængden af data ændrer sig under transformationen.
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Før transformation Efter transformation

Antal vejsegmenter 749.371 2.440.319
Antal vejknuder 647.406 722.213
Antal tursegmenter 14.473.006 12.956.954
Gennemsnits tursegmenter per tur 52 47

Tabel 5.2: Sammenligning af data dimensioner før og efter Algoritmer 14 og 16.

Det kan ses at antallet af vejsegmenter stiger markant, der kommer mere end 3 gange så mange
segmenter i det transformerede vejnet. Dette er fordi at for hvert kryds i vejnettet, komplekst
eller ej, bliver hvert mulig måde at traversere krydset lavet til et supersegment. For et simpelt
kryds med �re tilstødende segmenter bliver der lavet 12 supersegmenter. For kryds med �ere
tilstødende segmenter bliver antallet endnu højere. Der sker en mindre forøgning i antallet af
knuder, kun omkring 80:000 �ere. Intuitivt, givet Algoritme 10, ville antallet af knuder bliver
mindre, eftersom knuderne i midten af et supersegment bliver fjernet. I modsætning til intuitionen
tilføjer Algoritme 12 dog �ere knuder end der bliver fjernet af Algoritme 10, da der sker et
destruktivt overlap på 455:863 ud af de 647:406 segmenter i vejnettet. Antallet af tursegmenter
falder med omkring 1:500:000. Dette er ikke uforventet, selvom antallet af vejsegmenter stiger
meget, eftersom hver tur stadig kun traverserer ét af supersegmenterne i et kryds. Ligeledes med
at antallet af tursegmenter falder, så falder de gennemsnitlige antal tursegmenter per tur også.
Det er dog også interessant at se hvor forekomster af de forskellige typer af supersegmenter, der
er i det transformerede vejnet. Dette kan ses i Tabel 5.3.

Kategori Antal tursegmenter Antal vejsegmenter

Hastighedsændring 42.056 10.186
Segment 346.885 14.836
Kompleks Kryds 708.106 79.479
Simpelt Kryds 11.859.907 2.335.818
Alle 12.956.954 2.440.319

Tabel 5.3: Data efter endt transformation

Det kan ses at langt størstedelen af vejnettet er bygget op af simple kryds, hvilket også
forklarer hvorfor der opstår så meget destruktivt overlap.

5.6 Opsummering

De transformationer, som er blevet beskrevet i dette kapitel, modi�cerer vejnetværket og turda-
taen, og derved også den bagved-liggende database repræsentation. Den nye struktur, som set
på Figur 5.8 er ikke meget forskellig fra den originale, beskrevet i Afsnit 5.1.
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Figur 5.8: Den endelige databasestruktur efter transformering

Tid , dato og vejr dimensionerne er uændrede. Det samme medtur_data tabellen. De to æn-
dringer sker i segmenterdimensionen ogtursegment_data fact tabellen. Segmenterdimensionen
er opdateret, så den indeholder det transformerede vejnet,G00, som blev udregnet i Algoritme 14,
med de forskellige egenskaber, der blev udregnet i Afsnit 5.3. Dette resulterer i en ny dimension
ny_segmenter, med en lidt anderledes struktur end den originalesegmenter dimension. Start-
knude, slutknude, længdeog segmentgeokolonnerne er stadig til stede, men værdierne re�ekterer
det transformerede vejnet.Type kolonnen indkoder hvilken type supersegment, der blev til dette
segment under transformationen. Denne kolonne kan være enten Kompleks, Simpel, Hastigheds-
ændring eller Segment, hvor de tre første betyder at det er et supersegment, mens den sidste
betyder at segmentet ikke blev ændret under transformationen.Start- og slutkategori kolonner-
ne indkoder vejkategoriern af det første og sidste segment i et supersegment respektivt. Hvis
segmentet ikke blev ændret under transformationen, er de det samme.Stigning kolonnen angi-
ver stigning af vejsegmentet i procent. Udregningen af denne egenskab beskrives i Afsnit 5.3.3.
Svingretning kolonnen angiver hvilken retning supersegmentet drejer, og beskrives i Afsnit 5.3.1.
Hastighedsændringkolonnen indkoder hvor meget hastigheden ændrer sig i gennemsnit på super-
segmenter med forskelligestart- ogslutkategorier. Hvordan dette udregnes forklares i Afsnit 5.3.4.
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Lyssignal kolonnen indkoder hvorvidt der er lyssignalering tilstede i et supersegment. Hvordan
disse lyssignaler er fundet, og matchet til vejnettet forklares i Afsnit 5.3.2. Den sidste kolonne,
Oprindelig, er en reference tilbage til den originalesegmenter tabel, så det er tydeligt hvilke
segmenter der bliver til hvilke supersegmenter.

Strukturen af ny_tursegment_data er næsten identisk til den originaletursegment_data, dog
med enorigin kolonne til at referere tilbage til originalen. Ændringerne der er sket i denne tabel,
kan ikke ses strukturelt, men dataen i tabellen er ændret til at afspejle den nyeny_segmenter
dimension, med de transformationer, der beskrives i Afsnit 5.5.
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Kapitel 6

Model

I dette kapitel redegøre vi for teorien bag vores model, samt arkitekturen og parametrene for
denne model. Den generelle arkitektur af vores model er baseret på Bundgaard et al. [4], med to
store forskelle:

ˆ Hastighedsestimatoren er ikke inkluderet, eftersom det ikke er muligt at genudregne hastig-
heden på de nye segmenter fra GPS-punkterne, uden at udføre kort-matching algoritmen[14]
igen.

ˆ Embeddings er ikke inkluderet, eftersom vores model forsøger at repræsentere kontekst med
supersegmenter.

For at forstå hvordan et DNN virker, er det nødvendigt at gennemgå teorien der ligger til
grund for denne type model.

6.1 Dybe neurale netværk teori

Bemærk, indholdet i dette afsnit, der forklarer hvordan et DNN virker, er oversat næsten direkte
fra afsnit 5.3 i Bundgaard et al. [4], med få tilføjelser.

Et dybt neuralt netværk (DNN) er en variation af et kunstigt neuralt netværk (ANN), hvor
der er mere end et lag mellem input og outputlagene. Dette er for at øge mængden af funktioner,
som et DNN kan modellere.

Egenskabs-vektorerx 2 RN og de korresponderende energiforbrugy 2 R kan ses som en
funktion f : RN ! R fra input til output, således at f (x) = y. Formålet med et DNN er, at lære
en funktion f̂ , som estimererf så godt som muligt, altså f̂ (x) � f (x).

En neuron er den grundlæggende byggeklods i et DNN, og repræsenterer en enkelt udregning.
Hver neuron er associeret med en vektor af vægtew, med en vægt for hver neuron i laget før. Ud-
regningen som neuronen udfører er ækvivalent med at tage prik-produktet mellemw og outputtet
af alle neuroner fra det tidligere lagx. Denne udregning passeres gennem en aktiveringsfunktion
� , for at tilføje non-linearitet til udregningen. Et eksempel på en aktiveringsfunktion er Recti�ed
Linear Unit (ReLU) funktionen, Ligning (6.1).

ReLU(x) = max(0 ; x) (6.1)

Den endelige udregning, som bliver udført per neuron er:

� (x) = �
�
w > x

�
: (6.2)
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Som nævnt er disse neuroner opdelt i lag, hvor alle neuroner i hvert lag får deres inputx fra
outputtet af det tidligere lag, som illustreret i Figur 6.1.

Figur 6.1: Et eksempel på et DNN.[4]

Figur 6.1 viser et DNN med inputlaget in , to skjulte lag h1 og h2 og outputlaget out. Ef-
tersom neuronerne er grupperet i lag, kan beregningerne der udføres, ligeledes grupperes i lag.
Beregningen af outputtet x i for lag nummer i i et neuralt netværk kan ses i Ligning (6.3).

x i = �
�
W >

i x i � 1 + b i
�

; (6.3)

hvor W i 2 RM � N er en matrix af vægtene for alleN neuroner i lag nummer i . Her er M = jx i j
antallet af neuroner i det tidligere lag, og x i � 1 2 RM outputtet af lag i � 1. b i 2 RN er en vektor
af biases for hver neuron i laget. Formålet med dette bias er at forskyde funktionen væk fra nul,
eftersom ikke alle funktioner krydser nul.

Der er to lag, der ikke følger denne opskrift: Input laget, in i eksemplet, og outputlaget, out
i eksemplet. Input laget får sit output direkte fra inputvektoren x, og det kan derfor siges at
outputtet for inputlaget x0 = x. Output laget fungerer næsten identisk, bortset fra at det be-
nytter identitetsfunktionen i (x) = x som aktivering, hvilket betyder at outputtet fra outputlaget
xn +1 = W >

n +1 xn + bn +1 .
Det er tydeligt, at outputtet for hvert lag afhænger af det forgående lag, eftersom x i � 1

inkluderes i formlen for x i . På grund af dette udregnes værdien for outputtet ved at udregne
værdierne for det tidligste lag, og føre disse værdier frem igennem de efterfølgende lag. Denne
proces kaldes Feed-Forward.

For at �nde denne funktion f̂ , som skal tilnærme sigf , skal modellen trænes på en mængde
af samples,X og en korreleret mængde af sande værdierY for disse samples. Det er normalt at
dele disse mængder op i tre undermængder: En testmængdeX test , en træningsmængdeX træn ,
og en valideringsmængdeX val , med de korreleredeYtest , Ytræn og Yval . Dette split gøres for at
kunne evaluere, hvorvidt netværket konvergerer på noget, der minder omf , eller over�tter til de
speci�kke træningsobservationer fraX . Ved eksperimentering, kan modellen trænes påX træn og
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valideres påX val , mens en endelige færdig model kan trænes påX træn [ X val og valideres påX test .
De speci�kke størrelser af de forskellige delmængder afhænger af mængden og kompleksiteten af
det tilgængelige data.

Selve træning sker gennem en proces kaldetGradient Descent med Backpropagation algorit-
men. Gradient Descent er en metode til at bestemme hvilken retning vægtene i netværket skal
justeres, således at den estimerede værdîf (x) bliver tættere på f (x). Backpropagation er den
algoritme, som anvender gradient descent i et DNN.

Idéen med backpropagation er, at udregnef̂ (x) for netværket, og så propagere gradient
descent bagud igennem lagene i netværket. Algoritmen kan kort beskrives som:

1. Udregn f̂ (x).

2. Juster vægtene i detn´ te skjulte lag baseret på forskellen mellemf̂ (x) og f (x).

3. Juster vægtene i detn � 1'te skjulte lag baseret på det n'te skjulte lag.

4. ...

5. Juster vægtene i det første skjulte lag baseret på det andet skjulte lag.

Denne proces gentages for alle par af træningssamplesx 2 X og f (x) 2 Y . Med store data-
mængder tager dette ofte lang tid, og derfor justeres vægtene ofte kun en gang for enbatch
af træningssamples, hvor størrelsen af hver batch kan justeres. Hvor meget hver vægt justeres
afhænger af læringssatsen, som er en parameter, der angiver med hvor meget hver vægt skal
justeres hver iteration af backpropagation.

Hvordan forskellen mellemf (x) og f̂ (x) udregnes er vigtigt for hvordan modellen konvergerer
på et resultat. Den funktion, der udregner denne forskel kaldes enloss funktion, og der �ndes
mange mulige loss funktioner, som hver har fordele og ulemper. Den simpleste loss funktion er
Mean Absolute Error (MAE), Ligning (6.4), som udregner hvor langt væk f̂ (x) er fra f (x) i
gennemsnit.

MAE =
1

jX j

X

x 2 X

�
�
� f (x) � f̂ (x)

�
�
� (6.4)

Denne loss funktion de�nerer hvordan gradient descent skal justere vægtene, og målet er altid
at minimerer loss funktionen. For MAE betyder dette at minimere den gennesnitlige fejl.

Ofte er det ikke tilstrækkeligt kun at træne på datamængden én gang, da netværket ikke altid
konvergerer på dette tidspunkt. På grund af dette gentages træningsprocessen ofte �ere gange,
hvor hver gennemgang af heleX kaldes enepoke. Hvor mange epoker der skal trænes afhænger af
hvor stor, og hvor kompleks, datamængden er. Det er vigtigt at træne i det rigtige antal epoker,
eftersom at træne for længe kan føre til over�tting, hvor dataen passer for godt til de samples
af f (x), der blev trænet på, på bekostning af samples der ikke er iX . Det er dette problem
datasplittet afhjælper.

6.2 Vores model

Vores model er, som nævnt, et DNN, baseret på Bundgaard et al. [4]. Der er begrænsninger på
hvilken type data, som et DNN kan fortolke. Tabel 6.1 viser de forskellige egenskaber, som er
tilgængelige for modellen og hvilken datatype de har.
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Egenskab Datatype

Startkategori Vejkategori
Slutkategori Vejkategori
Hastighedsændring (km

t ) double
Type Supersegmenttype
Længde (m) double
Stigning (%) double
Lyssignal boolean
Svingretning Svingretning
Temperatur ( � C) double
Kvarter fra midnat integer
Ugedag Ugedag
Måned Måned

Energiforbrug (Wh) double

Tabel 6.1: Mulige egenskaber i modellen. Den nederste egenskab er target-egenskaben.

Start- og slutkategoriegenskaberne er vejkategorierne for henholdsvis det første og sidste seg-
ment i et supersegment. supersegmenttypen fortæller hvilken af de forskellige supersegmenttyper,
analyseret i Kapitel 4, datapunktet er kørt på. Hvis segmentet ikke blev ændret af Algoritme 14,
markeres det somSegment. Svingretning er hvilken retning et supersegment drejer, udregnet i
Afsnit 5.3.1. For datapunkter med typen Segmenter værdien altid ligeud.

Det er seks af egenskaberne; hastighedsændring, længde, stigning, lyssignal, temperatur og
kvarter fra midnat, der kan fortolkes direkte, da de kan konverteres til numeriske værdier. Resten
er kategoriske egenskaber. Eftersom egenskaber er kategoriske, er der ikke en direkte numeriske
repræsentation af dem. Et DNN kan ikke håndtere diskrete værdier, og derfor er det nødvendigt
at transformere dem først, gennem en proces kaldet one-hot kodning. One-hot kodningen tager
hver af de kategoriske egenskaber og transformerer dem til en k-dimensionel vektor, hvor k er
antallet af mulige værdier, som den kategoriske egenskab kan have. I denne vektor er der et 1-tal
på den plads, der repræsenterer egenskabens værdi, og 0 alle andre steder.

Et eksempel på dette vises herunder, med en svingretning, hvor værdien erHøjre:

Svingretning
Højre �!

Ligeud Højre Venstre U-sving
0 1 0 0

Ud over dette bliver der også udført en z-standardisering af dataene, hvor hver værdi fortæller
hvor mange gange standardafvigelsen væk fra middelværdien en egenskab er. Dette bliver gjort
for, så en egenskab med større værdier ikke dominerer de andre egenskaber i netværket. Dette
forbedrer ofte også præcisionen af netværket, eftersom de �este aktiveringsfunktioner er bedre til
at håndtere værdier centreret omkring 0. Den standardiserede værdiz, for en værdi x, udregnes
efter formlen:

z =
x � u

s
;

hvor u og s er middelværdien og standardafvigelsen for den egenskab, somx hører til. Værdierne
u og s bliver udregnet ud fra træningsdataene, og benyttes også for valideringsdataene, for at
sørge for at alt data er standardiseret identisk.

Resultatet af disse transformationer på datamængdenX er en mængdeX 0 af 70-dimensionelle
vektorer med standardiserede numeriske værdier, som benyttes som input til vores DNN.
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Selve DNN'et har som udgangspunkt samme kon�guration som modellen fra Bundgaard et al.
[4]. Der er70 inputneuroner, en for hver af dimensionsvektorerne iX 0, og 1 outputneuron, til ener-
giforbruget. Ligesom Bundgaard et al. [4] benyttes ReLU aktiveringsfunktionen, Ligning (6.1),
og Adamax algoritmen [12].
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Kapitel 7

Eksperimenter og Diskussion

I Kapitel 4 har vi gennem en dataanalyse, hvori sekventielle segmenter blev kombineret til su-
persegmenter baseret på vejkontekst, fundet frem til �re supersegmentegenskaber, som beskriver
karakteristika ud over hvad kan beskrives på segmentniveau. Ydermere har vi udregnet enStig-
ning egenskab, baseret på arbejdet af Bundgaard et al. [5]. Disse egenskaber blev igennem en
datatransformation inkluderet i vejnettet som supersegmenter.

Formålet med dette kapitel er at evaluere hvordan disse egenskaber påvirker estimeringen
i en maskinlæringsmodel. Denne evaluering kan fortælle om egenskaberne fra dataanalysen, og
transformationen af vejnettet som resultat af dette, kan oversættes til en målbar forbedring i en
maskinlæringsmodel.

Denne evaluering sker først igennem en egenskab gittersøgning, hvori supersegmentegenska-
bernes e�ekt i modellen kortlægges, og denne e�ekt sammenlignes med resultaterne af Kapitel 4,
som gjorde at den speci�kke egenskab blev udvalgt oprindeligt. Formålet er at afdække om der
rent faktisk er en sammenhæng imellem hvad dataanalysen viser for en egenskab og egenskabens
relevans i en maskinlæringsmodel

Efter egenskaberne er blevet evalueret bliver modellen evalueret i sin helhed, med alle egenska-
ber, på de forskellige typer af supersegmenter fundet igennem dataanalysen. Formålet med dette
er, at undersøge hvilken e�ekt transformationen af vejnettet og inkluderingen af supersegmente-
genskaber har for estimeringspræcision af maskinlæringsmodellen i nærheden af de vejelementer,
som vi har bygget vores supersegmenter op omkring. Herefter bliver vores model sammenlignet
med andre modeller inden for det samme domæne, for at �nde ud af hvorvidt resultaterne er
sammenlignelige.

Til sidst vises estimeringer for ruten introduceret i Kapitel 1, for at vise e�ekten af modellen
på en kendt rute håndgribeligt.

Først og fremmest er det nødvendigt at præsenterer de metrikker, som vi bruger til at sam-
menligne modellerne. Ydermere beskrives trænings, validerings og testsplittet, som bruges både
til træning og evaluering af vores model og modellerne fra Bundgaard et al. [4].

I løbet af dette kapitel bruger vi tre metrikker til at evaluere og sammenligne modeller. I de
følgende ligninger, for et input x 2 X , er f (x) det aktuelle energiforbrug, f̂ (x) det estimerede
energiforbrug ogL(x) er længden i meter af vejsegmentet som repræsenteres afx.

ˆ Mean Absolute Error (MAE), beskrevet i Kapitel 6, Ligning (6.4).

ˆ Mean Absolute Meter Error (MAME), Ligning (7.1), er en domænespeci�k, modi�ceret
version af MAE, som tager hensyn til at segmenter ikke er lige lange. Den benyttes til at
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sammenligne supersegmentmodellen model, som benytter det transformerede vejnetværk,
med Bundgaard et al. [4]'s model, som benytter det original vejnetværk. Intuitivt fortæller
MAME hvor meget ved siden af modellen estimerer per meter i gennemsnit. Hvis en models
MAME er 0;01 Wh

m , for eksempel, vil estimeringer på en10 kilometers rute af denne model
i gennemsnit estimere100 Wh forkert.

MAME =
1

jX j

X

x 2 X

�
�
�
�
�
f (x) � f̂ (x)

L (x)

�
�
�
�
�
; (7.1)

hvor L (x) er længden af det segment, som det tursegment, der korresponderer tilx , er kørt
på.

ˆ Mean Absolute Error over gennemsnitsenergiforbrug (MAE/<E>), Ligning (7.2), er en
metrik fra De Cauwer et al. [6], som kan benyttes til at sammenligne modeller med forskel-
ligt datagrundlag for energiforbrug. Den fortæller hvor meget modellen estimerer forkert i
forhold til det gennemsnitlige energiforbrug.

< E > =

P
x 2 X jf (x)j

jX j

MAE
< E >

=
1

jX j

P
x 2 X

�
�
� f (x) � f̂ (x)

�
�
�

< E >

(7.2)

Vi har splittet vores datamængde efter 70=30 tommel�ngerreglen, med 70 % træningsdata og
30 % testdata. Træningsdataet er yderligere splittet efter samme tommel�ngerregel i træning-
og valideringsdata. Splittet mellem træning og validering blev lavet som et tilfældigt split, men
splittet med test var ikke helt tilfældigt. Eftersom et af vores mål er at vurdere hvorvidt vores
model kan estimere på områder uden observationer, er en hel region af Danmark inkluderet i
testmængden. Alle ture der er kørt i Nordjylland, postnumre 9000og op, er lagt i testmængden,
samt omkring 70:000 andre tilfældigt udvalgte ture. Antallet af tilfældigt udvalgte ture er valgt,
så størrelsen af testmængden er tættest på30 %af den fulde datamængde. Målet med at udvælge
en hel region på denne måde, er at vi kan garantere at for alle vejsegmenter i regionen, er der
ikke blevet trænet på et tursegment, der traverserer det vejsegment.

Datamængde Antal

Træning 6.336.611
Validering 2.688.086

Test 3.770.776
Totalt 12.795.473

Tabel 7.1: Antallet af datapunkter i de forskellige datamængder

Bemærk at det totale antal af træningspunkter er 161:481 mindre end det totale mængde
tursegmenter i dataen. Af disse er137:626på grund af manglende energiforbrug, eftersom der ikke
er GPS punkter associeret med det tursegment. De resterende23:855 manglende tursegmenter
kan vi ikke redegøre for.

Det er igennem en parametertuningsproces blevet fastslået hvilke parametre, der giver den bedste
model. Træningstiden, størrelsen af netværket, hvilken loss funktion der skal benyttes, samt hvilke

68



features der skal inkluderes, er blevet undersøgt. Det blev igennem denne proces fundet at den
bedste kon�guration er:

Parameter Værdi

Antal skjulte lag 6
Antal neuroner per lag 1000

Loss MAE
Aktivering ReLu

Optimiserings algoritme Adamax
Træningstid 25 epoker
Egenskaber Alle

Tabel 7.2: Den bedste kon�guration af modellen.

De speci�kke tal og resultater af disse tests kan ses i Appendiks C. Egenskab evalueringen
er dokumenteret i Afsnit 7.1. Metrikkerne for den bedste model, herefter kaldetsupersegment
modellen, er vist i Tabeller 7.3 og 7.4. Modellens præstation sammenlignet med andre modeller
kan ses i Afsnit 7.3.

Model MAE MAE tur

Supersegment model 9,877 155,780

Tabel 7.3: Trænings-metrikker for supersegmentmodellen.

Model MAE MAE tur

Supersegment model 10,288 157,784

Tabel 7.4: Test-metrikker for supersegmentmodellen.

Det kan ses på Tabeller 7.3 og 7.4, at modellen klarer sig en smule dårligere på test data,
end på træningsdata. Der er dog ikke en stor forskel mellem de to på tur niveau, forskellen
svarer til en ekstra 2;004

1162 = 0 ;17 % fejlestimering i gennemsnit. Eftersom vi beholdte en hel
region i Nordjylland i testdataen, for at garantere at der ikke blev trænet på nogle af disse
strækninger, kan det ses at vores data transformation fra Kapitel 5 bibeholder nok information
til at generalisere til områder uden observationer.

7.1 Egenskab Evaluering

I Kapitel 4 fandt vi frem til en række egenskaber baseret på supersegmenter, som kunne være
relevante i en maskinlæringsmodel. Dette gjorde vi ved at se på energiforskellen mellem at køre
en række segmenterne i sekvens og i isolation. I dette afsnit evalueres det hvorvidt denne metode
rent faktisk fandt relevante egenskaber i en maskinlæringsmodel. Denne evaluering bruges sam-
tidig til at �nde den bedste kon�guration af egenskaber til supersegmentmodellen.
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Vi bruger MAE per tur til at evaluere e�ektiviteten af de speci�kke egenskaber, da det er esti-
mering på turniveau vi i sidste ende er interesserede i. For at sætte MAE per tur i kontekst,
så er gennemsnitsenergiforbruget per tur for vores data1:162Wh. En MAE per tur på 157;784
betyder da en fejlestimering inden for denne metrik på157;784=1:162 = 13;5 %. De egenskaber
der undersøges er:

ˆ Hastighedsændring

ˆ Stigning

ˆ Svingretning

ˆ Lyssignal

ˆ Type

I denne kontekst er Hastighedsændring en gruppering af tre egenskaber i maskinlæringsmodel-
len: Startkategori, Slutkategori og Hastighedsændring. Stigning er ikke en del af de supersegment
speci�kke egenskaber fundet igennem Kapitel 4, men det er den eneste egenskab, som vi har
tilføjet ud over disse, så e�ekten af denne i modellen bliver også undersøgt.

Denne undersøgelse består af at træne modellen med hver mulig kon�guration af disse fem
egenskaber, fra ingen til stede til alle til stede, og se hvilken e�ekt egenskaberne har. Kon�gura-
tionen af modellen, der blev anvendt til denne evaluering, er beskrevet i Tabel 7.2, med følgende
ændringer: Antal skjulte lag er 2 og antal neuroner er500. Denne nedskalering er på grund af
tidsbegrænsninger. e�ektiviteten af den nedskalerede model er næsten lige så præcis som den
optimale model, så denne nødvendige begrænsning invaliderer ikke resultaterne.

Et udsnit af resultaterne af undersøgelsen kan ses i Tabeller 7.5 og 7.6. Dette udsnit indeholder
de to bedste kon�gurationer, samt den værste kon�guration til sammenligning. De komplette
resultater for alle kon�gurationer kan �ndes i Appendiks C.

Model MAE (Wh) MAE tur (Wh)

Uden lyssignal 10,637 167,649
Alle egenskaber 10,638 163,689
Ingen egenskaber 11,881 176,840

Tabel 7.5: Trænings-metrikker for egenskabs gittersøgningen. Komplette resultater �ndes i Ta-
bel 4.

Model MAE (Wh) MAE tur (Wh)

Uden lyssignal 10,682 169,616
Alle egenskaber 10,686 165,922
Ingen egenskaber 11,887 178,317

Tabel 7.6: Validerings-metrikker for egenskabs gittersøgningen. Komplette resultater �ndes i
Tabel 5.

Tabeller 7.5 og 7.6 viser at det generelt er at foretrække, at have alle fem egenskaber, mens
at fjerne lyssignal kun giver bedre MAE på segmentniveau. Da vi er interesserede i at minimere
MAE per tur, bruges alle egenskaber fremover i supersegmentmodellen.
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Næste del af undersøgelsen sammenligner den gennemsnitlige MAE for kon�gurationerne med
og uden de respektive egenskaber. Dette er med henblik på at afdække hvor stor e�ekt det har,
at inkludere/ekskludere de forskellige egenskaber i maskinlæringsmodellen, og hermed diskutere,
hvorvidt egenskaberne der blev valgt i Kapitel 4, er relevante. Resultatet af denne undersøgelse
vises i Tabel 7.7.

Egenskab Med Uden Forskel Procent

Stigning 10,875 11,720 0,845 7,210 %
Hastighedsændring 11,141 11,453 0,312 2,724 %
Svingretning 11,275 11,319 0,044 0,389 %
Type 11,279 11,316 0,037 0,327 %
Lyssignal 11,297 11,297 0,000 0,000 %

Tabel 7.7: Sammenligning af gennemsnits MAE for supersegmentmodellen med og uden forskel-
lige egenskaber.

Som det kan ses på Tabel 7.7, harStigning den største ind�ydelse på estimeringspræcission.
Dette er ikke uventet, da stigning intuitivt er en god egenskab, fordi det nødvendigvis kræver
mere energi at køre op ad bakke end ned.

For de supersegmentspeci�kke egenskaber, erHastighedsændringden mest ind�ydelsesrige
egenskab, med en stigning i estimeringspræcission på2;724 %. Da Kapitel 4 viser at hastigheds-
ændring burde være den mest signi�kante supersegmentegenskab, har dataanalysen for denne
egenskab vist sig at være en god indikator for relevans i en maskinlæringsmodel.

E�ekten for den næstbedste supersegmentspeci�kke egenskab,Svingretning, er mindre tydelig,
med en stigning i estimeringspræcission på0;389 %. Denne stigning er lavere end forventet, da
Svingretning i dataanalysen i det generelle tilfælde, som kan ses i Figur 4.2, viste sig at have
en signi�kant forskel imellem sving og ligeud traverseringer af supersegmenter.Svingretning er
en relevant egenskab i en maskinlæringsmodel, da den øger MAE, men har ikke den styrke som
dataanalysen indikerer, hvis man sammenligner med e�ekten afHastighedsændring.

E�ekten for Type er marginalt lavere end Svingretning, med en stigning i MAE på 0;327 %.
Type egenskaben blev primært valgt i dataanalysen på bagrund af komplekse kryds' forskel med
andre kryds, se Figur 4.4, og fordi energisignaturen forSvingretning Ligeud i komplekse kryds
afviger signi�kant fra de andre i Figur 4.6. Ligesom Svingretning, er det en relevant egenskab i
en maskinlæringsmodel, men ikke så ind�ydelsesrig som det indikeres i Kapitel 4.

Lyssignal egenskaben viser sig ikke at have nogen e�ekt på MAE i en maskinlæringsmodel.
Den er stadig medtaget i den bedste model fordi den repræsenterer en stigning ved MAE per tur.
Lyssignal er medtaget fordi dataanalysen viser, atLyssignal resulterer i en afvigelse i venstresving
i komplekse kryds. Den lille e�ekt af denne egenskab kan være fordi den ses som mere signi�kant
sammen med andre egenskaber, såsomSvingretning og Type.
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Egenskab Analyse sammenligning Analyseresultat MAE forskel Forhold

Hastighedsændring � � (Fhhu ; Fhl ) 69;96 % 0,312 0;312
69;96 = 0 ;0044

Svingretning � � (Fgl ; Fgh ) 36;39 % 0,044 0;044
36;39 = 0 ;0012

Type � � (Fk ; Fkk ) 32;02 % 0,037 0;037
32;02 = 0 ;0011

Lyssignal � � (Fkkvml ; Fkkvul ). 41;04 % 0,000 0
41;04 = 0 :0000

Tabel 7.8: Sammenligning af forholdene mellem fordelingerne for egenskaberne i Kapitel 4, og de
korresponderende maskinlæringsresultater.

Tabel 7.8 viser forholdet mellem analyseresultaterne, som egenskaber er valgt baseret på, og
den MAE stigning i de korresponderende maskinlærings tests. Det kan observeres at der ikke er
et klart lineært forhold mellem resultaterne i dataanalysen og MAE stigning, men tendensen er,
at en tydeligere forskel i analysen leder til en højere MAE værdi, medlyssignal som undtagelse.
Det kan derfor konkluderes at metoden fra Kapitel 4 kan bruges som en indikator for hvorvidt
en egenskab kan være relevant.

7.2 Supersegmenttype evaluering

I dette projekt søgte vi at beskrive vejkontekst som ikke kan beskrives på segmentniveau, ved at
kombinere segmenter i supersegmenter omkring udvalgte vejelementer, som i denne rapport er
betegnet supersegmenttyper. For at kunne træne en maskinlæringsmodel med supersegmenter
blev disse inkluderet i vejnettet igennem en ekstensiv datatransformation.

I dette afsnit evaluerers hvilken ind�ydelse transformationen af vejnettet i Kapitel 5 har haft
på energiestimering. Dette er interessant at evaluere, fordi det fortæller os hvor inkluderingen
af supersegmenter har haft den største e�ekt på estimeringspræcisionen af maskinlæringsmodel-
len. Igennem evaluering sammenlignes resultater fra supersegmentmodellen med resultater fra
Bundgaard et al. [4]'s model uden fartpro�l og embeddings, men med det nye højdekort og ener-
giforbrug udregnet af Bundgaard et al. [5]. Denne model kaldes hereftersegmentmodellen. Dette
er en relevant sammenligning fordi segmentmodellen i denne tilstand strukturelt er identisk til
supersegmentmodellen, bare med nogle andre input egenskaber. Det vil sige, at segmentmodellen
er præcis den model som er beskrevet i Kapitel 6, uden de �re egenskaber,Hastighedsændring,
Lyssignal, Svingretning og Type, som karakteriserer supersegmenter. Igennem denne sammenlig-
ning afdækkes derfor den faktiske forbedring som introduktionen af supersegmenter har givet.

7.2.1 Oversigt

Først præsenteres en oversigt over absolut estimeringsfejl per meter gennemsnittet (MAME) for
de to modeller, grupperet ved supersegmenttype. MAME, beskrevet i Ligning (7.1), bruges som
metrik, fordi det tillader os at sammenligne energiforbrug uafhængigt af længden af segmenter.
Dette er nødvendigt, da supersegmentmodellen estimerer på det transformerede vejnetværk, som
generelt indeholder længere vejsegmenter end det originale vejnetværk, som segmentmodellen
estimerer på. Resultaterne for denne undersøgelse vises i Tabel 7.9 og Figur 7.1.
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Hastighedsændring Komplekse Simple Segment

Segment model 0,112 0,134 0,112 0,103
Supersegment model 0,057 0,068 0,075 0,092

� -0,056 -0,066 -0,037 -0,011

Tabel 7.9: MAME for forskellige typer af supersegmenter.

Figur 7.1: MAME sammenligning mellem supersegment og segmentmodellen omkring vejelemen-
ter

Det mest interessante resultat som Tabel 7.9 og Figur 7.1 viser, er at supersegmentmodellen
slår segmentmodellen på alle punkter. Afsnit 7.1 viser at supersegmentegenskaberne er relevante
og giver en forbedring i MAME. Denne forbedring er imidlertid ikke tilstrækkelig til at forkla-
re hvor meget bedre supersegmentmodellen klarer sig i forhold til segmentmodellen. Eftersom
supersegmentegenskaberne og datatransformationen er de eneste ting der er tilføjet i forhold til
segmentmodellen, kan vi konkludere at datatransformationen i sig selv har en signi�kant ind�y-
delse på præstationen af modellen.

Dette er et interessant resultat, da det antyder at der er nogle karakteristika ved det transfor-
merede vejnet, som forbedrer energiestimering på dette vejnet, selv uden de eksplicitte egenska-
ber. En af disse karakteristika kan være at der er færre korte segmenter blandt supersegmenterne
i det transformerede vejnetværk i modsætning til det originale vejnetværk (0,13 % mod 2,79 %
af segmenter under 10 meter). En anden karakteristika kan være at der er �ere segmenter i det
nye vejnetværk. Uden en dybere undersøgelse, er det ikke muligt at afdække hvilke karakteristika
af det transformerede vejnetværk der forbedrer estimeringspræcision.

Efter denne observation er gjort, er resultaterne for grupperingerne ikke forbavsende, ud over
størrelsesordenen af forskellene. Hastighedsændring og Komplekse kryds i supersegmentmodellen
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næsten halverer fejlen i forhold til segmentmodellen. Hastighedsændring er vores bedste egenskab
evalueret i Afsnit 7.1 og har en stor e�ekt på afvigelsen i Figur 4.14, så det er ikke forbavsende
at den præsterer godt her. Segmentmodellen har ingen måde at repræsentere hastighedsændrin-
ger imellem segmenter på, så den er forståeligt dårligere i disse områder. Komplekse kryds i
supersegmentmodellen kombinerer mange af de små segmenter, som segmentmodellen kan have
problemer med at estimere på, og er muligvis bedre til at estimere i komplekse kryds på grund
af dette. Simple kryds viser også en stor forbedring, hvilket kan være på grund af at superseg-
menterne er bedre til at beskrive sving og hastighedsændringer i disse kryds end segmenterne i
det originale vejnet. Den mindste forbedring sker ved Segment typen, hvilket er forventet, da der
ikke er tilføjet ny information ved disse segmenter.

7.2.2 Fejlfordeling

I dette afsnit undersøges fordelingerne af estimeringsfejlen per meter, MAME. Formålet med
dette er at �nde ud af i hvilken grad der bliver over- og underestimeret ved de forskellige super-
segmenttyper, og hvordan dette adskiller sig fra segmentmodellen.

(a) Simple (b) Komplekse

(c) Hastighedsændring (d) Segment

Figur 7.2: Sammenligning i fejl per meter ved forskellige værdier af Type.

Figur 7.2 viser de kumulerede sansynlighedsfordelinger af estimeringsfejl per meter, gruppe-
ret efter supersegmenttype. For simple kryds, komplekse kryds og hastighedsændring er der en
tydelig forskel mellem fordelingen for segmentmodellen og for supersegmentmodellen. Generelt
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er fordelingen for supersegmentmodellen stejlere for disse tre typer, hvilket afspejler forbedrin-
gen, der kan ses i Tabel 7.9. For Segment typen, er selve formen af fordelingen næsten identisk,
men supersegmentmodellen er forskudt mod nul. Dette betyder at spredningen af estimater for
segment- og supersegmentmodellen ligner hinanden, men supersegmentmodellen er tættere på at
være centreret omkring nul.

For at sætte disse fordelinger i kontekst, ligger middelværdien for supersegmentmodellen på
omkring � 0;0058 Wh

m . På en 100 kilometers tur ville dette i gennemsnit svare til en underestime-
ring på omkring 580 Wh. Gennemsnitsenergiforbruget i det transformerede vejnet0;12653 Wh

m ,
hvilket svarer et forbrug på omkring 12:653 Wh på vores 100 kilometers gennemsnitstur. Det-
te betyder at med en gennemsnitlige afvigelse vil denne tur derfor blive underestimeret med�

580
12:653

�
� 100 = 4;58 %.

For energiforbrugsestimering er underestimering mere problematisk en overestimering, efter-
som det er bedre at bliver efterladt med mere batteri end forventet, frem får at køre tør. Det er
muligt at at prøve at justere for dette, ved at tilføje en værdi til estimaterne.

7.3 Turniveau Sammenligning

I dette afsnit sammenlignes præstationen af supersegmentmodellen med andre relevante modeller.
Denne sammenligning udføres ikke fordi vi er interesserede i at være bedre end andre modeller,
men for at observere og diskutere på hvordan transformationen af vejnettet har forandret præ-
stationen for supersegmentmodellen, i forhold til andre modeller.

Disse modeller inkluderer Bundgaard et al. [4] og De Cauwer et al. [6], samt en baseline model,
vist i Ligning (7.3), også udarbejdet af Bundgaard et al. [4], som estimerer energiforbruget baseret
på det gennemsnitlige energiforbrug for tursegmenter med samme vejkategori.

Baseline(s) =

0

@ 1
jTs:kategori j

X

t 2 Ts: kategori

f (t)
L (t)

1

A � s:længde; (7.3)

hvor Ts:kategori er mængden af alle de tursegmentert, som er kørt på et segment med vejkategorien
s:kategori og L(t) er længden af det segment.

Som sammenligningsmetrikker bruges MAE, Ligning (6.4), MAME, Ligning (7.1) og MA-
E/<E>, Ligning (7.2). MAE ikke er sammenlignelig mellem modeller som ikke bruger samme
datamængde, men vises som reference, da det er den loss funktion modellerne er trænet med.
MAE/<E> bruges, eftersom det kan fortolkes som hvor mange procent der gættes ved siden af
i gennemsnit. MAME kan ikke bruges til at sammenligne De Cauwer et al. [6]'s modeller, da de
ikke har udregnet denne metrik, men den kan bruges til at sammenligne supersegmentmodellen
med modellerne af Bundgaard et al. [4], da gennemsnitsenergiforbruget er beregnet ens for disse.

Tabeller 7.10 og 7.11 viser metrikkerne for de forskellige modeller, der sammenlignes med, på
henholdsvis segment- og turniveau. Segment model refererer til Bundgaard et al. [4]'s modeller,
med og uden embeddings og hastighed. Tabel 7.10 viser modelsammenligninger på segmentni-
veau.
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Model MAE (Wh) MAME ( Wh
m ) <E> (Wh) MAE/<E>

Supersegment model 10,288 0,075 23,61 0,44
Segment model 12,861 0,115 23,15 0,56
Segment model /w embeddings og hastighed 10,073 0,102 23,15 0,43
Baseline 14,885 0,129 23,15 0,65
De Cauwer et al. [6], dataset 1 51,600 - 159,00 0,32
De Cauwer et al. [6], dataset 2 19,000 - 33,60 0,57

Tabel 7.10: Sammenligning af metrikker for forskellige modeller på segmentniveau.

Det kan ses i Tabel 7.10, at supersegmentmodellen inden for MAE/<E> opnår sammen-
lignelige resultater til De Cauwer et al. [6] og segmentmodellen med embeddings og hastighed,
og er signi�kant bedre end segmentmodellen uden disse. Det er interresant at MAME for su-
persegmentmodellen er bedre end de andre modeller, relativt til de andre metrikker. Hvorfor
dette er tilfældet i en sådan størrelsesorden vides ikke. Tabel 7.11 viser modelsammenligninger
på segmentniveau.

Model MAE (Wh) MAME ( Wh
m ) <E> (Wh) MAE/<E>

Supersegment model 157,784 0,025 1.162 0,14
Segment model 174,361 0,027 1.162 0,15
Segment model /w embeddings og hastighed 149,415 0,027 1.162 0,13
Baseline 286,517 0,053 1.162 0,25
De Cauwer et al. [6], dataset 1 335,000 - 2.400 0,14
De Cauwer et al. [6], dataset 2 91,700 - 780 0,12

Tabel 7.11: Sammenligning af metrikker for forskellige modeller på turniveau.

På turniveau er MAE/<E> sammenligneligt mellem Bundgaard et al. [4] og vores superseg-
mentmodel, eftersom transformationerne i Kapitel 5 ikke modi�cerer dataen på turnivau. Det
kan ses at på turniveau er supersegmentmodellen lidt værre, men stadig sammenlignelig med
segmentmodellen med embeddings og hastighed og De Cauwer et al. [6]'s modeller. Den er stadig
signi�kant bedre end baseline og segmentmodellen uden embeddings og hastighed. På turniveau
er MAME for supersegmentmodellen og Bundgaard et al. [4] modellerne tættere på hinanden
end på segmentniveau. Det tyder på at transformationen af vejnettet og inkluderingen af su-
persegmentegenskaber har haft den e�ekt, at supersegmentmodellen er betydeligt bedre til at
estimere per meter på enkelte segmenter, men at dette ikke har en lige så stor in�ydelse på
turniveau. Dette kan være fordi under- og overestimeringer opvejer hinanden i en vis grad på
denne granularitet.

7.3.1 Eksemplarisk Tur

I Kapitel 1 blev en rute, vist i Figur 1.1, undersøgt for indledende at afdække om der �ndes
steder i vejnettet, hvor der er en forskel mellem det aktuelle gennemsnitlige energiforbrug og det
forventede gennemsnitlige energiforbrug baseret på segmentets kategori og længde, hvilket ville
antyde at der er skjulte vejelementer som påvirker energiforbruget.

Det blev fundet at dette er tilfældet, så igennem dette projekt er det blevet søgt at transfor-
mere vejnettet til en tilstand hvor disse skjulte elementer er kendte for en maskinlæringsmodel.
For at evaluere om vores indsats er ledt til en håndgribelig forbedring på en tur omkring de veje-
lementer som vi har inkluderet kontekst for, har vi estimeret energiforbruget for den indledende
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