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Summary

The object of this master thesis is to use various shrinkage methods to predict macroeconomic
variables, in this case the unemployment rate. We use a dataset of 122 variables. To improve
the prediction accuracy we would like to identify a smaller subset of these variables, which
have the greatest impact on the unemployment rate, and also shrinks the coefficients of the
variables. The report is divided into two parts. At first we present the necessary theory and
then we include an empirical part, in which we apply the theory.

In the theoretical part we first describe the classical factor model. The factor model limits
the number of model parameters by collecting information about variance in the explanatory
variables in some few underlying factors.

Then we present the lasso estimator, which is an extension of classic linear regression, in
which an `1-constraint is imposed on the parameter estimates. This constraint shrinks the
coefficients, and will set some of them to zero. As such the lasso estimator performs variable
selection in linear regression. This results in a convex optimization problem, which can be
solved efficiently for large problems.

To solve the lasso problem we consider an algorithm called coordinate descent. It is
especially attractive for problems such as lasso in which a closed solution does not exists,
but a coordinatewise does. The coordinate descent algorithm chooses a single coordinate
to update and then performs a univariate minimization over this coordinate holding the
remaining coordinates fixed, and cycle through the coordinates in some fixed order. We
also consider the least angle regression (LARS), which delivers the entire solution path as a
function of a regularization parameter. This solution path is continuous and piecewise linear.
A modification can be applied to the LARS algorithm, such that it can be used to solve the
lasso problem.

Furthermore we will consider some generalizations of the lasso estimator, which all
inherit the two essential features of the standard lasso, which are the shrinkage and selection
of variables, or groups of variables. A breakdown of the lasso estimator is that it tends to
select only one variabel, if there is a group of variables in which the pairwise correlations are
very high. The elastic net makes a compromise between the ridge regression and the lasso
penalty, and handles highly correlated variables better than lasso. Another generalization
of the lasso is group lasso, which is preferred if the variables have a natural group structure.
At last we consider the adaptive lasso as a means for fitting models sparser than lasso. The
adaptive lasso satisfy the so-called oracle properties under some general conditions, which is
very desirable.

We also describe some theory for the inference of the lasso. For the LARS algorithm with
lasso modification we consider the covariance test. The covariance test assigns p-values to
the predictors as they are successively entered by the lasso. It turns out that the selection
event of LARS and lasso can be characterized as a polyhedral. The polyhedral lemma presents
an alternative representation of the polyhedral, which is used to make inference for the
selected predictors.
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KAPITEL 0. SUMMARY

In the empirical part the presented models are used to predict the unemployment rate
one-step-ahead. The dataset that we will consider is gathered from the Federal Reserve Bank
of St. Louis and is publicly available. It consists of 122 monthly macroeconomic variables
and covers the period from January 1, 1959 to November 1, 2017, corresponding to 707
observations.

The autoregressive model is included as a tool to determine the number of lagged values
for the unemployment rate to be included in the model matrix. As a benchmark model we
will consider the factor model.

The optimal model for the lasso problem and its generalizations is found by a 10-fold
crossvalidation and BIC. The presented models will be evaluated out-of-sample by the mean
absolutte error and the mean squared error. From the Diebold Mariano test we find that
the lasso based models are significantly better that the benchmark model. At last the model
confidence set (MCS) procedure is considered, which identifies a set of models that are
significantly better that the other models. Both the 80% and 90% MCS includes all the lasso
based models.
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Forord

Specialet er udarbejdet i foråret 2018 af gruppe 5.219 på fjerde semester af kandidatuddan-
nelsen i Matematik-Økonomi på Aalborg Universitet.

Specialet er skrevet i LATEXog data er hentet fra fred.stlouisfed.org, mens beregninger
er udført i R med følgende pakker:

• ggplot21 , til plots

• glmnet2 , løser lasso, ridge regression, elastisk net og adaptive lasso med coordinate
descent

• gglasso3 , løser group lasso med block coordinate descent

• lars4 , anvender LARS og løser lasso med LARS algoritmen

• covTest5 , til kovarians testen

• selectiveInference6 , til inferens af lasso og LARS

• forecast7 , til Diebold-Mariano testen

• MCS8 , udfører MCS proceduren

Sidst i projektet findes et appendiks, hvilket indeholder ekstra definitioner og sætninger, som
er relevante for rapporten, men ikke ligger i vores fokus, datasættet som vi betragter samt
figurer, tabeller og de vigtigste R koder, som bruges til at finde resultaterne.

Afslutningsvis vil vi rette en stor tak til vores vejleder Esben Høg for god vejledning
igennem projektperioden.
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1

Indledning

At kunne forudsige udviklingen af en makroøkonomisk variabel er interessant af flere årsager.
Aktører på de finansielle markeder handler på baggrund af forventninger til fremtidige
aktiekurser, renter og valutakurser. Erhvervsfolk fastlægger produktion og investeringer på
baggrund af den forventede udvikling i efterspørgsel. Politiker tager beslutninger om politiske
indgreb på baggrund af kort- og langsigtede prognoser for økonomien.

En central makroøkonomisk variabel er arbejdsløshedsraten. Arbejdsløshedsraten beteg-
ner den procentvise ledighed af arbejdsstyrken. Arbejdsstyrken omfatter andelen af befolk-
ningen, hvis arbejdskraft er til rådighed og som enten er i beskæftigelse eller ledige.

Givet et datasæt med et stort antal makroøkonomiske variable, ønsker vi at prædiktere
arbejdsløshedsraten. Mindste kvadraters metode kan anvendes hertil, men i dette tilfælde,
hvor vi betragter et relativt stort antal variable, kan prædiktionen forbedres. OLS estimatoren
har ofte lav bias, men høj varians. Vi kan forbedre bias-variance tradeoff ved at mindske
regressionskoefficienterne og endda sætte nogle lig 0. Dette vil introducere noget bias, men
reducere variansen, og dermed forbedre prædiktionen.

Vi betragter lasso estimatoren [Tibshirani, 1996], som er en udvidelse af OLS estimatoren,
hvor der blot tilføjes en `1-betingelse. Denne betingelse vil mindske regressionskoefficien-
terne og endda sætte nogle lig 0. Hermed udfører lasso estimatoren variabeludvælgelse i
lineær regression. Men lasso estimatoren har nogle ulemper og derfor introduceres nogle
generaliseringer af lasso, hvorunder vi kan nævne elastisk net [Zou & Hastie, 2005], group
lasso [Yuan & Lin, 2006] og adaptive lasso [Zou, 2006].

For at bestemme om de udvalgte variable er de mest relevante, er vi interesseret i nogle
statistiske tests, som kan anvendes til at teste om regressionskoefficienterne er signifikante.
I normal lineær regression kan vi nemt udregne p-værdier og konstruere konfidensinter-
valler for regressionskoefficienterne. Dette besværliggøres for lasso da variabeludvægelsen
afhænger af data.

Specialet er organiseret som følgende: I kapitel 2 præsenteres den klassiske faktor model,
som betragtes som benchmark model i den empiriske del. I kapitel 3 og 5 beskrives lasso
estimatoren og dens generaliseringer. Dette teori er udviklet på tværsnitsdata, men vi vil
anvende det på tidsrækkedata. Kapitel 4 beskriver optimeringsalgoritmerne coordinate
descent og LARS, som kan løse lasso problemet og dens generaliseringer. I kapitel 6 vil vi
kort introducere noget asymptotisk teori for lasso estimatoren, med henblik på at bevise
at adaptive lasso opfylder orakelegenskaberne. Herefter præsenteres teorien for statistisk
inferens af lasso estimatoren i kapitel 7. Kapitel 8 introducerer nogle metoder, som anvendes
til at vælge den optimale model i den empiriske del. Første kapitel i den empiriske del, som
svarer til kapitel 9, præsenterer datasættet. I kapitel 10 udvælges benchmark modellen, mens
kapitel 11 og 12 betragter modellerne i in-sample og out-of-sample.
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2

Faktor modellen

I dette kapitel gives en kort introduktion af faktor modellen, da den betrages som benchmark
model. Kapitlet er hovedsagligt baseret på [Stock & Watson, 2002] og kapitel 9 i [Johnson &
Wichern, 2002].

Det essentielle formål med faktor analyse er at beskrive kovariansen mellem et stort antal
variable ud fra få underliggende faktorer. Faktor modellen er motiveret af følgende argument:
antag variablerne kan opdeles i grupper ud fra deres korrelation, således at variable i en
gruppe har høj parvis korrelation, mens variablerne har relativ lav korrelation med variabler i
andre grupper. Da vil hver gruppe af variable repræsentere én underliggende faktor. Nedenfor
introduceres den generelle definition af faktor modellen.

DEFINITION 2.1: FAKTOR MODEL

Lad Xt være en stokastisk p ×1 vektor af observerede forklarende variable til tid t med
middelværdi 0 og kovariansmatrix ΣXX. Faktor modellen er givet ved

Xt =ΛFt +et , (2.1)

hvor Ft er en stokastisk r ×1 vektor af uobserverede faktorer,Λ er en p × r matrix med
faktor loadings og et er en p ×1 vektor af fejlled. Det antages, at

cov
[
et ,Ft

]= 0,

E
[
Ft

]= 0, cov
[
Ft

]= Ir ,

E
[
et

]= 0, cov
[
et

]=Ψ= diag
(
ψ11, . . . ,ψpp

)
.

Lad x j t , e j t og F j t være j ’te element af henholdsvis Xt , et og Ft og lad λ j være j ’te række af
Λ, hvor λ j l betegner l ’te element afλ j , da kan (2.1) opskrives elementvis

x j t =λ j Ft +e j t =λ j l F j t +e j t , j = 1, . . . , p, og l = 1, . . . ,r.

Lad X og e være T ×p matricer med t ’te række henholdsvis XT
t og eT

t og lad F være en T × r
matrix med t ’te række FT

t , da kan vi skrive (2.1) på matrix-vektor form

X = FΛT +e.

5



KAPITEL 2. FAKTOR MODELLEN

For at finde kovariansmatricen af Xt betragtes

Xt XT
t = (

ΛFt +et
)(
ΛFt +et

)T

=ΛFt
(
ΛFt

)T +et
(
ΛFt

)T +ΛFt eT
t +et eT

t ,

og vi finder, at

ΣXX = E
[

Xt XT
t

]
=ΛE

[
Ft FT

t

]
ΛT +E

[
et FT

t

]
ΛT +ΛE

[
Ft eT

t

]
+E

[
et eT

t

]
=ΛΛT +Ψ.

Prædiktionsligningen h-steps ahead for responsvariablen yt er givet ved

yt+h =βT
F Ft +βT

ωωt +εt+h , (2.2)

hvor βF og βω er henholdsvis r ×1 og m ×1 vektorer med regressionskoefficienter,ωt er en
m ×1 vektor af observeret lags af yt og εt+h betegner prædiktionsfejlen. Lad yt ,Xt ,ωt være
givet for t = 1, . . . ,T , da vil vi prædiktere yT+h .

2.1 Estimation af faktorer

Maksimum likelihood estimation kan anvendes til at estimere faktorerne, men i dette tilfælde
hvor vi betragter et relativt stort antal variable, skal mange parametre estimeres, hvilket er
beregningsmæssigt tungt. Istedet anvendes principal component estimation. Proceduren
transformerer et antal korrelerede variable til et mindre antal ukorrelerede variable, som
kaldes principale komponenter. Denne transformation defineres, således at første kompo-
nent har den størst mulige varians, og hver af de efterfølgende komponent har størst mulige
varians under betingelse af at de foregående komponenter er ortogonale.

Lad os betragte minimeringsproblemet

arg min
F,Λ

{
V

(
F,Λ

)}
, hvor V

(
F,Λ

)= (
pT

)−1
p∑

j=1

T∑
t=1

(
x j t −λ j Ft

)2
. (2.3)

Objektfunktionen omskrives på matrix-vektor form

V
(
F,Λ

)= (
pT

)−1 tr

[(
X−FΛT

)T (
X−FΛT

)]
,

hvor tr(·) betegner trace operatoren. For at løse optimeringsproblemet (2.3) differentieres
objektfunktionen mht F, dette udtryk sættes lig 0 og vi isolerer for F, hvoraf vi får, at

∂

∂F

((
X−FΛT

)T (
X−FΛT

))
=−2XΛ+2FΛTΛ =⇒ F̂ = XΛ

(
ΛTΛ

)−1
.

Lad p−1ΛTΛ= Ir , da har vi, at F̂ = p−1XΛ. Hvis F̂ indsættes i (2.3) får vi, at

arg min
Λ

{
tr

[(
X−p−1XΛΛT

)T (
X−p−1XΛΛT

)]}

arg min
Λ

{
tr

[
XT X−p−1ΛΛT XT X−p−1XT XΛΛT +p−2ΛΛT XT XΛΛT

]}
,

MAOK10 5.219 6



KAPITEL 2. FAKTOR MODELLEN

hvor p−2ΛΛT XT XΛΛT = p−1XT XΛΛT og vi får da

arg min
Λ

{
tr

[
XT X−p−1ΛΛT XT X

]}
som er ækvivalent med

arg max
Λ

{
tr

[
ΛT XT XΛ

]}
.

Løsningen til dette problem findes ved at sætte Λ̂ = p
n ·νr , hvor νr er egenvektorerne

svarende til de r største egenværdier af XT X. Herefter vi kan udregne F̂ = p−1XΛ̂, som altså
kræver egenvektorerne af XT X.

2.1.1 Entydighed af estimatorer

I dette underafsnit introduceres nogle antagelser, som sikrer, at estimatorerne er entydige.
Uden yderligere antagelser er faktorer og faktor loadings ikke entydige, som vi først vil vise.

Lad R være en r × r ortonormal matrix, således at RRT = RT R = Ir , da kan (2.1) skrives
som

Xt =ΛRRT Ft +et =Λ∗F∗
t +et ,

hvor Λ∗ =ΛR og F∗
t = RT Ft . Da E

[
F∗

t

] = RT E
[
Ft

] = 0 og cov
[
F∗

t

] = RT cov
[
Ft

]
R = RT R = Ir

kan loadings Λ ikke adskilles fra loadings Λ∗ ud fra Xt . Faktorerne Ft og F∗
t har samme

statistiske egenskaber, og genererer begge kovariansmatricen ΣXX, som er givet ved

ΣXX =ΛRRTΛT +Ψ=Λ∗Λ∗T +Ψ.

Derfor kan faktor loadingsΛ kun bestemmes op til en ortonormal matrix R, dvs en rotation.
Nedenfor introduceres nogle modelantagelser til (2.1), som er nødvendige for at identificere
entydige faktorer.

ANTAGELSE 2.1: FAKTORER OG FAKTOR LOADINGS

a) limp→∞ p−1ΛTΛ= Ir .

b) E
[

Ft FT
t

]
= ΣFF, hvor ΣFF er en diagonalmatrix med indgange σi i > σ j j > 0 for

i < j .

c)
∣∣∣λ j l

∣∣∣≤ M <∞ for j = 1, . . . , p og l = 1, . . . ,r , hvor M er en konstant.

d) T −1 ∑T
t=1 Ft FT

t
p→ΣFF.

Hvis antagelse 2.1.a) er opfyldt, da vil limp→∞ p−1Λ∗T
Λ∗ = Ir og dermed at limp→∞ p−1RTΛTΛR =

RT R = Ir , som restringerer R til at være en ortonormal matrix. Af antagelse 2.1.b) er kovari-
ansmatricen af Xt givet ved

ΣXX =ΛΣFFΛ
T +Ψ

=Λ∗ΣFFΛ
∗T +Ψ

=ΛRΣFFRTΛT +Ψ,
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hvilket betyder, at ΣFF = RΣFFRT og dermed restringerer antagelse 2.1.b) yderligere R til at
være en diagonal matrix med diagonal elementerne ±1. Dette identificerer faktorerne op til
en fortegnsfejl. Lad os betragte

(
pT

)−1 ∑T
t=1ΛFt FT

t Λ
T , som vi tager middelværdien af og lader

T →∞, da får vi af antagelse 2.1.d), at limT→∞ p−1Λ

(
T −1 ∑T

t=1E
[

Ft FT
t

])
ΛT = p−1ΛΣFFΛ

T .

Spektral dekomposition sætningen giver så, at diagonal elementerne i ΣFF er egenværdierne
for p−1ΛΣFFΛ

T og søjlerne iΛ er de tilsvarende egenvektorer.
I den klassiske faktor model i definition 2.1 antages fejlleddene at være uafhængige og

identisk fordelte, men for makroøkonomiske tidsrækker er dette urealistisk, da tidsrækkerne
er autokorreleret og nogle forklarende variable kan være krydskorreleret. Derfor introducerer
vi følgende mildere antagelser for fejlleddene.

ANTAGELSE 2.2: MOMENTER AF FEJLENE et

Lad e j t betegne j ’te element af et , da antages, at

a) limp→∞ supt
∑∞

u=−∞

∣∣∣∣E[
p−1eT

t et+u

]∣∣∣∣<∞.

b) limp→∞ supt p−1 ∑p
j=1

∣∣∣∣E[
e j t ei t

]∣∣∣∣<∞.

c) limp→∞ supt ,s p−1 ∑p
j=1

∑p
i=1

∣∣∣∣cov
(
e j se j t ,ei sei t

)∣∣∣∣<∞.

Antagelse 2.2.a) tillader autokorrelation for fejlene. Antagelse 2.1.b) tillader fejlene at være
svagt korreleret på tværs af tidsrækkerne. Vi antager ikke normalitet, men antagelse 2.1.c)
begrænser størrelsen af fjerde momenter.

For prædiktionsligningen (2.2) betragter vi følgende antagelser.

ANTAGELSE 2.3: PRÆDIKTIONSLIGNING

Lad zt =
(
FT

t ω
T
t

)T
og β=

(
βT

F β
T
ω

)T
være (r +m)×1 vektorer, da gælder følgende

a) E
[

zt zT
t

]
=Σzz =

(
ΣFF ΣFω

ΣωF Σωω

)
er en positiv definit matrix.

b) T −1 ∑T
t=1 zt zT

t
p→Σzz.

c) T −1 ∑T
t=1 ztεt+h

p→ 0.

d) T −1 ∑T
t=1 ε

2
t+h

p→σ2.

e)
∣∣β∣∣<∞.

Antagelse 2.3.a)-2.3.c) medfører, at regressionen af yt+h på zT
t giver konsistente OLS esti-

matorer. De yderligere antagelser er nødvendige for at sikre konsistente OLS estimatorer

af regressionen af yt+h på ẑT
t =

(
F̂T

t ω
T
t

)
, hvor Ft altså ikke er observeret, der er givet ved
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β̂=
(∑T−h

t=1 ẑt ẑT
t

)−1 (∑T−h
t=1 ẑt yt+h

)
.

2.1.2 Konsistens af estimatorer

I dette underafsnit introduceres nogle sætninger, som sikrer, at estimatorerne i faktor model-
len er konsistente. Vi inkluderer kun de centrale sætninger hertil, og referer derfor til andre
beviser i beviserne til disse sætninger.

Sætning 2.1 giver, at estimatorerne er punktvis konsistente og har en begrænset MSE,
som konvergerer i sandsynlighed mod 0. Af antagelse 2.1 kan vi blot estimere faktorerne op
til en fortegnsfejl, derfor introduceres en variabel S j , som korrigerer for dette.

SÆTNING 2.1

Lad S j betegne en variabel med værdi ±1, lad p,T →∞ og antag at antagelse 2.1 og 2.2 er
opfyldt. Antag yderligere at k faktorer estimeres og r er det sande antal faktorer. Da kan S j

vælges således, at følgende gælder:

a) T −1 ∑T
t=1

(
S j F̂ j t −F j t

)2 p→ 0, for j = 1, . . . ,r .

b) S j F̂ j t
p→ F j t , for j = 1, . . . ,r .

c) T −1 ∑T
t=1 F̂ 2

j t

p→ 0, for j = r +1, . . . ,k.

Bevis. Beviset undlades, men vi refererer til (R14), (R15) og (R19) s. 1176 i [Stock & Watson,
2002].

Hernæst introduceres et lemma, som anvendes i beviset for sætning 2.2.

LEMMA 2.1

Lad qt betegne en følge af stokastiske variable, hvor T −1 ∑T
t=1 q2

t
p→σ2

q og T −1 ∑T
t=1 Ft qt

p→
ΣFq . Da gælder, at T −1 ∑T

t=1 SF̂t qt
p→ΣFq , hvor S = diag

(
S1, . . . ,Sr

)
.

Bevis. Beviset undlades, men vi refererer til (R16) s. 1176 i [Stock & Watson, 2002].

Næste sætning viser, at prædiktionen, som konstrueres ud fra de estimerede faktorer og
estimerede parametre, er asymptotisk efficient. Yderligere vises, at estimatorerne for regres-
sionskoefficienterne er konsistente.

Resultatet antager, at prædiktionsligningen (2.2) er estimeret med det sande antal faktorer
givet, dvs k = r . Dette er tab af generalitet, da flere metoder konsistent estimerer antallet af
faktorer.
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SÆTNING 2.2

Lad antagelse 2.3 og betingelserne i sætning 2.1 være opfyldt. Lad β̂=
(
β̂T

F β̂
T
ω

)T
betegne

OLS estimaterne af β =
(
βT

F β
T
ω

)T
fra regressionen af yt+h på ẑT

t for t = 1, . . . ,T −h. Da

gælder følgende

a)
(
β̂T

F F̂T + β̂T
ωωT

)
−

(
βT

F FT +βT
ωωT

) p→ 0.

b) β̂ω−βω p→ 0 og S j defineret i sætning 2.1 kan vælges, således at S j β̂ j F −β j F
p→ 0 for

j = 1, . . . ,r .

Bevis. Først bevises b). Vi har, at

(
Sβ̂F

β̂ω

)
=

T −1
T∑

t=1

(
F̂T

t S
ωT

t

)(
F̂T

t S ωT
t

)−1 T −1
T∑

t=1

(
F̂T

t S
ωT

t

)(
βT

F Ft +βT
ωωt +εt+h

)

=
(

T −1 ∑T
t=1 F̂t F̂T

t T −1S
∑T

t=1 F̂tω
T
t

T −1 ∑T
t=1ωt F̂T

t S T −1 ∑T
t=1ωtω

T
t

)−1


T −1 ∑T

t=1 SF̂t

(
βT

F Ft +βT
ωωt

)
T −1 ∑T

t=1ωt

(
βT

F Ft +βT
ωωt

)
+

(
T −1S

∑T
t=1 F̂tεt+h

T −1 ∑T
t=1ωtεt+h

)
=

(
T −1 ∑T

t=1 F̂t F̂T
t T −1S

∑T
t=1 F̂tω

T
t

T −1 ∑T
t=1ωt F̂T

t S T −1 ∑T
t=1ωtω

T
t

)−1

(
T −1 ∑T

t=1 SF̂t FT
t T −1S

∑T
t=1 F̂tω

T
t

T −1 ∑T
t=1ωt FT

t T −1 ∑T
t=1ωtω

T
t

)(
βF

βω

)
+

(
T −1S

∑T
t=1 F̂tεt+h

T −1 ∑T
t=1ωtεt+h ,

) ,

som omskrives til(
Sβ̂F

β̂ω

)
−

(
βF

βω

)
=

(
T −1 ∑T

t=1 F̂t F̂T
t T −1S

∑T
t=1 F̂tω

T
t

T −1 ∑T
t=1ωt F̂T

t S T −1 ∑T
t=1ωtω

T
t

)−1 (
T −1S

∑T
t=1 F̂tεt+h

T −1 ∑T
t=1ωtεt+h

)
p→

(
ΣFF ΣFω

ΣωF Σωω

)−1 (
0
0

)
= 0,

hvor T −1 ∑T
t=1ωtω

T
t

p→Σωω samt T −1 ∑T
t=1ωtεt+h

p→ 0 følger direkte af henholdsvis antagel-
se 2.3.b) og 2.3.c). Af lemma 2.1 har vi, at:

T −1 ∑T
t=1 F̂t F̂T

t →ΣFF for qt = S j F̂ j t , da T −1 ∑T
t=1 F̂ 2

j t

p→σ j j , som følger af (R13) s. 1175-1176 i

[Stock & Watson, 2002], og da T −1 ∑T
t=1 SF̂t Ft

p→ΣFF, som også følger af samme lemma for

qt = F j t for j = 1, . . . ,r , da antagelse 2.1.d) opfylder T −1 ∑T
t=1 Ft FT

t
p→ΣFF.

Lemma 2.1 giver også, at T −1S
∑T

t=1 F̂tω
T
t

p→ΣFω for qt = w j t , hvor antagelse 2.3.b) giver at

T −1 ∑T
t=1 zt zT

t
p→Σzz.

Igen af lemma 2.1 har vi, at T −1S
∑T

t=1 F̂tεt+h
p→ 0 for qt = εt+h , hvor antagelse 2.3.c) og 2.3.d)

giver at T −1 ∑T
t=1 ztε

2
t+h

p→ 0 og T −1 ∑T
t=1 ε

2
t+h

p→σ2.
Af antagelse 2.3.a) er Σzz invertibel og resultatet følger af Slutskys sætning A.1.
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Herefter bevises a), hvor vi skal vise, at β̂T ẑT −βT zT
p→ 0. Lad R =

(
S 0
0 Inω

)
, hvor nω

betegner antallet af elementer iωt , da fås

β̂T ẑT −βT zT =
(
Rβ̂

)T
RẑT −βT zT

=
(
Rβ̂−β

)T
zT +

(
Rβ̂

)T (
RẑT −zT

)
p→ 0.

Af antagelse 2.3.a) har vi, at E
[

zT zT
T

]
= Σzz, dvs zT er Op (1) og sætning 2.2.b) giver at(

Rβ̂−β
)T p→ 0, dermed forsvinder første led i sandsynlighed af slutskys sætning A.1. Til-

svarende da β er endelig af antagelse 2.3.e) og
(
RẑT −zT

) p→ 0 af (R15) s. 1176 i [Stock &
Watson, 2002], forsvinder også andet led i sandsynlighed af slutskys sætning A.1.
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3

Lasso i lineære modeller

I dette kapitel introduceres lasso estimatoren for lineær regression. Kapitlet er skrevet ud fra
kapitel 2 i [Hastie et al., 2015].

Lad yi betegne responsvariablen og lad xi være en p × 1 vektor af prædiktorer, hvor j ’te
element betegnes xi j , da findes den velkendte estimator for mindste kvadraters metode
(OLS) ved at minimere summen af kvadrerede residualer (SSR)

β̂OLS = arg min
β0,β∈Rp


n∑

i=1

yi −β0 −
p∑

j=1
xi jβ j

2
 . (3.1)

Ofte standardiseres prædiktorerne, således at de er centreret
(

1
n

∑n
i=1 xi j = 0

)
og har varians

lig 1
(

1
n

∑n
i=1 x2

i j = 1
)
. Hvis ikke prædiktorerne standardiseres, da vil estimaterne afhænge af

enhederne, som prædiktorerne er målt i. For fuldstændighed centreres responsvariablen

også
(

1
n

∑n
i=1 yi = 0

)
. Hermed kan vi se bort fra skæringen β0 i det givne optimeringsproblem.

Givet en optimal løsning β̂ på det centreret data, kan vi finde løsningen for det ikke-centreret
data: der gælder, at β̂ er den samme og β̂0 = ȳ −∑p

j=1 x̄ j β̂ j , hvor ȳ og x̄ j for j = 1, . . . , p er
gennemsnittene for det ikke-centreret data. Derfor ser vi bort fra skæringen i resten af dette
kapitel samt kapitel 5, hvor generaliseringer af lasso estimatoren introduceres.

Lad y være en n ×1 vektor med responsvariable og lad X være en n ×p matrix med i ’te
række xi , da kan (3.1) omskrives til matrix-vektor form

β̂OLS = arg min
β∈Rp

{
‖y−Xβ‖2

2

}
,

hvor ‖ ·‖2 betegner den Euklidiske norm. Som bekendt er løsningen hertil givet ved

β̂OLS = (XT X)−1XT y.

OLS estimatoren er unbiased, men har ofte høj varians. Prædiktionen af responsvariablen
kan ofte forbedres, hvis koefficienterne mindskes eller sættes lig 0. Dette vil give estimatoren
lidt bias, men reducere variansen, hvilket forbedrer bias-variance tradeoff og dermed også
prædiktionen. En anden årsag til, at vi leder efter alternativer til OLS er, at vi ønsker at udvælge
en delmængde af de forklarende variable, som har størst betydning for responsvariablen, dvs
forbedre fortolkningen.

Hvis p > n, da kan X ikke have fuld rang. Det betyder, at XT X er singulær, og der findes
derfor ikke en entydig estimator for OLS.
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Nedenfor introduceres lasso estimatoren, som kombinerer objektfunktionen i (3.1) med
en `1-norm betingelse eller øvre grænse for summen af de absolutte værdier af koefficienter-
ne. Denne betingelse mindsker koefficienterne og sætter endda nogle lig 0. Dermed udfører
metoden variabeludvælgelse i lineær regression. Det resulterende optimeringsproblem er
konveks og kan løses effektivt, som beskrives nærmere i kapitel 4.

3.1 Lasso estimatoren

The Least Absolute Shrinkage Selection Operator, som forkortes lasso, blev introduceret i
[Tibshirani, 1996].

DEFINITION 3.1: LASSO

Lasso finder løsningen til optimeringsproblemet

β̂lasso = arg min
β∈Rp


n∑

i=1

yi −
p∑

j=1
xi jβ j

2
 , u.h.t. at

p∑
j=1

|β j | ≤ t . (3.2)

Betingelsen
∑p

j=1 |β j | ≤ t kan skrives mere kompakt som en `1-norm betingelse ‖β‖1 ≤
t . Værdien af t begrænser summen af de absolutte værdier af parameter estimaterne og
kontrollerer kompleksiteten af modellen. En lav værdi af t vil begrænse antallet af parametre,
hvilket fører til en sparse model, som tilpasser data mindre præcis, mens en høj værdi af t
betyder flere parametre og tillader dermed, at modellen tilpasser data mere præcis.

Lasso problemet kan omskrives til et Lagrange problem

β̂lasso = arg min
β∈Rp

{
‖y−Xβ‖2

2 +λ‖β‖1

}
, (3.3)

hvor λ ≥ 0 er en såkaldt strafparameter. Der er en en-til-en korrespondance mellem det
betingede problem (3.2) og Lagrange problemet (3.3). For hver værdi af t hvor ‖β‖1 ≤ t er
opfyldt, da findes en tilhørende værdi af λ som giver den samme løsning for (3.3). Omvendt
gælder der, at løsningen β̂λ til (3.3) løser grænseproblemet med t = ‖β̂λ‖1. Værdien af λ kan
specificeres ved en ekstern procedure kaldet krydsvalidering og BIC, som vil blive diskuteret i
kapitel 8.

I andre beskrivelser af lasso estimatoren kan en faktor indsættes foran summeringen i
(3.2) eller den euklidiske norm i (3.3) givet ved 1

2n eller 1
2 . Dette gør ingen forskel i (3.2) og

svarer blot til en simpel reparametrisering af λ i (3.3).
Ridge regression estimatoren findes ud fra

β̂ridge = arg min
β∈Rp


n∑

i=1

yi −
p∑

j=1
xi jβ j

2
 , u.h.t. at

p∑
j=1

β2
j ≤ t , (3.4)

hvor betingelsen
∑p

j=1β
2
j ≤ t kan skrives mere kompakt som en `2-norm betingelse ‖β‖2

2 ≤ t .
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Ridge regression problemet kan også omskrives til et Lagrange problem

β̂ridge = arg min
β∈Rp

{
‖y−Xβ‖2

2 +λ‖β‖2
2

}
,

hvor λ≥ 0.

DEFINITION 3.2: RIDGE REGRESSION

Estimatoren for ridge regression er givet ved

β̂ridge =
(
XT X+λIp

)−1
XT y. (3.5)

Estimatoren findes ved at differentiere
(
y−Xβ

)T (
y−Xβ

)+λβTβ mht β, sætte dette lig 0
og isolere for β. Ridge regression tilføjer altså en positiv konstant λ på diagonalen af XT X,
hvilket medfører, at XT X+λIp er invertibel, selvom X ikke har fuld rang. Dermed er en entydig
løsning altid garanteret.

EKSEMPEL 3.1: DIABETES DATA

Lad os betragte data givet i tabel 3.1 fra [Efron et al., 2004]. Datasættet består af målin-
ger på 442 diabetes patienter, hvor responsvariablen er et kvantitativ mål af sygdom
progressionen et år efter sygdommen er konstateret og følgende 10 prædiktorer:

• age: alder

• sex: køn

• bmi: body-mass index

• map: gennemsnitlig blodtryk

• Målinger af blodet: tc, ldl, hdl, tch, ltg og tglu
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age sex bmi map tc ldl hdl tch ltg glu prog
Patient x1 x2 x3 x4 x5 x6 x7 x8 x9 x10 y

1 59 1 32.1 101 157 93.2 38 4 2.11 87 151
2 48 0 21.6 87 183 103.2 70 3 1.69 69 75
3 72 1 30.5 93 156 93.6 41 4 2.03 85 141
4 24 0 25.3 84 198 131.4 40 5 2.12 89 206
5 50 0 23.0 101 192 125.4 52 4 1.86 80 135
6 23 0 22.6 89 139 64.8 61 2 1.82 68 97
...

...
...

...
...

...
...

...
...

...
...

...
441 36 0 30.0 95.0 201 125.2 42 4.79 2.23 85 220
442 36 0 19.6 71.0 250 133.2 97 3.00 2.00 92 57

Tabel 3.1: 442 diabetes patienter måles på 10 variable, hvor responsvariablen måler
sygdom progressionen et år efter sygdommen er konstateret.

Datasættet, som vi betegner diabetes data, er inkluderet for at underbygge teorien og vi
vil løbende i rapporten referere til det.

Diabetes data: På figur 3.1 illustreres koefficientstierne for henholdsvis lasso og ridge regres-
sion for diabetes data. Heraf ses at lasso udfører variabeludvælgelse og mindsker koefficien-
terne, mens ridge regression blot mindsker koefficienterne. Koefficientstierne udregnes med
coordinate descent, som vil vi beskrive i afsnit 4.2.

J
Betingelsesområderne for lasso og ridge regression for p = 2 illustreres på figur 3.2.

β̂OLS

β2

β1

β̂OLS

β2

β1

Figur 3.2: Estimations illustration for lasso (venstre) og ridge regression (højre). De blå arealer
er betingelsesområderne |β1|+ |β2| ≤ t og β2

1 +β2
2 ≤ t 2, mens de røde ellipser er konturkurver

for SSR. Konturkurverne har centrum i OLS estimatoren, β̂OLS.

For p = 2 er betingelsesområdet for lasso givet ved |β1| + |β2| ≤ t , mens det for ridge
regression er givet ved β2

1 +β2
2 ≤ t 2. Ellipserne omkring β̂OLS er konturkurverne for SSR,

dvs. SSR er konstant i en given ellipse. Værdien af SSR stiger, som ellipsen udvides fra β̂OLS.
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Figur 3.1: Koefficientstierne for lasso og ridge regression som funktion af log
(
λ
)

for diabetes
data.

Løsningen for lasso og ridge regression er givet ved det første punkt, hvor konturkurverne
rammer betingelsesområderne. Lasso har et regulært betingelsesområde, hvilket betyder, at
hvis løsningen forekommer i et hjørne, da vil en af parametrene β j være lig 0. Omvendt har
ridge regression et cirkulært betingelsesområde, og derfor vil skæringen med konturkurverne
generelt ikke være direkte på en akse. Hvis t er tilstrækkelig stor, da vil betingelsesområderne
indeholde β̂OLS og derfor vil ridge regression og lasso estimatorerne være lig OLS estimatoren.
På figur 3.2 har vi blot betragtet det simple tilfælde hvor p = 2. Når p > 2 da vil betingel-
sesområdet for lasso være et polyeder med mange hjørner og flader, som betyder, at flere
estimerede parametre kan være lig 0.

3.1.1 Udregning af lasso

Strafleddet for lasso problemet er ikke differentiabel, og derfor findes der ikke en explicit
løsning til optimeringsproblemet. Men da lasso problemet er konveks, kan vi finde en nu-
merisk løsning blandt andet ud fra en simpel procedure kaldet coordinate descent, som vi vil
beskrive nærmere i kapitel 4.

Nedenfor vil vi argumentere for at lasso problemet er konveks. Lad objektfunktionen
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af lagrange problemet for lasso (3.3) være opskrevet som f
(
β

)= g
(
β

)+h
(
β

)
, hvor g

(
β

)=
‖y−Xβ‖2

2 og h
(
β

)=λ‖β‖1. For g
(
β

)
er Hessematricen givet ved

∂2g(β)
∂βTβ

= 2XT X. For enhver

vektor ` ∈Rp gælder, at `T XT X`> 0, dermed XT X er positiv semidefinit, hvilket medfører, at
g

(
β

)
er konveks. For h

(
β

)
betragtes β, β′ og ethvert α ∈ (

0,1
)
, hvor der gælder, at

h
(
αβ+ (1−α)β′)=λ‖αβ+ (1−α)β′‖1

≤λ‖αβ‖1 +λ‖ (1−α)β′‖1

=λα‖β‖1 +λ (1−α)‖β′‖1

=αh
(
β

)+ (1−α)h
(
β′) ,

hvilket medfører, at h
(
β

)
er konveks af definition A.2. Dette medfører konveksiteten af f

(
β

)
,

da summen af to konvekse funktioner er konveks.

En prædiktor: soft thresholding

For en enkelt prædiktor zi er lasso problemet givet ved

arg min
β

{
n∑

i=1

(
yi − ziβ

)2 +λ|β|
}

.

Som bekendt er standard proceduren at finde den første ordens afledede mht β, sætte denne
lig 0 og isolere for β. Men |β| er ikke differentialbel i β= 0. Vi fortsætter ved at opskrive

∂

∂β

(
n∑

i=1

(
yi − ziβ

)2 +λ|β|
)
=−2

n∑
i=1

(
yi − ziβ

)
zi +


−λ β< 0

[−λ,λ] β= 0

λ β> 0

=−2
〈

z,y
〉+2nβ+


−λ β< 0

[−λ,λ] β= 0

λ β> 0

,

da
∑n

i=1 z2
i = n. Dette sættes lig 0 og vi isolerer β, hvoraf vi finder, at

β̂=


1
n

〈
z,y

〉+ λ
2n , 1

n

〈
z,y

〉<− λ
2n

0 1
n

∣∣∣〈z,y
〉∣∣∣≤ λ

2n
1
n

〈
z,y

〉− λ
2n , 1

n

〈
z,y

〉> λ
2n

. (3.6)

Definer soft-threshold operatoren

Sλ (x) = sign(x)
(|x|−λ)

+ ,

som trækker argumentet x mod 0 med λ, og sætter den lig med 0 hvis |x| ≤ λ. Figur 3.3
illustrerer operatoren. Da kan vi omskrive (3.6) til

β̂= S λ
2n

(
1

n

〈
z,y

〉)
.
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λ

Sλ (x)

x

Figur 3.3: Soft thresholding funktionen Sλ (x) = sign (x)
(|x|−λ)

+.

Flere prædiktorer: cyclic coordinate descent

Med intuitionen fra det univariate tilfælde, kan vi løse lasso problemet (3.3) med flere præ-
diktorer. Vi gennemløber prædiktorerne, hvor koefficient β j opdateres i det j ’te trin ved

at minimere objektfunktionen i dette koordinat, mens de øvrige koefficienter
{
β̂k ,k 6= j

}
fastholdes i deres nuværende værdier.

Opskriv objektfunktionen i (3.3) som

n∑
i=1

yi −
∑
k 6= j

xi kβk −xi jβ j

2

+λ
p∑

j=1
|β j |.

Definer den partielle residual r ( j )
i = yi −∑

k 6= j xi k β̂k , som trækker fittet fra responsvariablen
med undtagelse af j ’te prædiktor. Den j ’te koefficient opdateret ved

β̂ j = S λ
2n

(
1

n

〈
x j ,r( j )

〉)
. (3.7)

Den beskrevne algoritme svarer til metoden cyclical coordinate descent. Fra opdateringen
(3.7) ser vi, at algoritmen foretager en univariat regression af den partielle residual på hver
prædiktor, og gennemløber prædiktorerne indtil konvergens.

Coordinate descent er særlig hurtig til at løse lasso problemet, da en iterativ søgning
langs hver koordinat ikke er nødvendig, idet vi betragter (3.7). Derudover udnytter coordinate
descent, at lasso giver sparse løsninger. For tilstrækkelige høje værdier af λ er de fleste
koefficienter lig 0.

Homotopy metoder er en alternativ teknisk til at løse lasso problemet. Disse producerer
sekventielt hele stien af løsninger ved at starte med nul. Stien er stykvis lineær. Algoritmen
kaldet least angle regression (LARS) er en homotopy metode, som effektivt konstruerer den
stykvise lineære sti. En mere teoretisk gennemgang af coordinate descent og LARS algoritmen
er givet i kapitel 4.
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3.2 Frihedsgrader

Antag vi har p prædiktorer, og fitter en lineær regressionsmodel ud fra k af disse prædiktorer,
hvor k < p. Hvis disse k prædiktorer vælges uafhængigt af responsvariablen, da kan man sige,
at fitting proceduren anvender k frihedsgrader. Dette svarer løst sagt til, at teststørrelsen, for
at teste nulhypotesen om at alle k koefficienter er 0, har en χ2 fordeling med k frihedsgrader.

Men hvis valget af de k prædiktorer afhænger af responsvariablen, da forventes det,
at fitting proceduren anvender mere end k frihedsgrader. Sådan en fitting procedure kal-
des adaptiv, og tydeligvis er lasso et eksempel herpå. Men for lasso gælder, at antallet af
frihedsgrader er lig antallet af ikke-nul koefficienter, som vi nu vil beskrive.

Lad os først definere hvad vi mener med frihedsgrader for en adaptiv fitted model. Antag

yi = f
(
xi

)+εi , i = 1, . . . ,n,

hvor f er ukendt og εi ∼ iid
(
0,σ2

)
. Givet en model fitting metode δ, lad ŷ = δ(

y
)
, da defineres

frihedsgraderne for δ

df
(
ŷ
)

:= 1

σ2

n∑
i=1

Cov
(
ŷi , yi

)
. (3.8)

Antallet af frihedsgrader svarer derfor til, hvor stor indflydelse hver responsvariabel har på
sin prædiktion. Desto bedre modellen tilpasser data, desto større antal frihedsgrader. Det
kan vises, at for lasso med en fast strafparameter λ er antallet af ikke-nul koefficienter kλ
et unbiased estimat af antallet af frihedsgrader [Zou et al., 2007]. Lasso udvælger ikke blot
prædiktorer, som bekendt øger antallet af frihedsgrader, men mindsker også koefficienterne
mod 0, hvilket netop er tilstrækkelig til at bringe antallet af frihedsgrader ned til k.

I afsnit 7.1 beskrives kovarians testen, som er et naturligt analog til frihedsgrader, der
tester om prædiktorerne udvalgt af lasso er signifikante.

3.3 Entydighed af lasso estimatoren

Løsningen til lasso problemet er entydig, hvis søjlerne i X er i general position (se definition
A.3) jævnfør [Tibshirani, 2013]. Dette gælder også, når p ≥ n, selvom antallet af ikke-nul
koefficienter højst er n. Hvis X ikke har fuld rang, da er de fittede værdier entydige, mens
parameter estimaterne ikke er. Dette ikke-fuld rang tilfælde kan ske, når p ≤ n grundet
kollinaritet, og er altid tilfældet når p > n.

De numeriske algoritmer, der løser lasso problemet, vil typisk give gyldige løsninger i
det ikke-entydige tilfælde. Men løsningerne kan afhænge af algoritmen, f.eks. har valget af
begyndelsesværdier indflydelse på den endelige løsning for coordinate descent.
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3.4 Nonnegative garrote

Nonnegative garrote, introduceret i [Breiman, 1995], er en to-trins procedure, som er tæt
relateret til lasso. 1

DEFINITION 3.3: NONNEGATIVE GARROTE

Givet et initialt estimat af regressionskoefficienterne β̃ ∈Rp , kan vi løse optimeringspro-
blemet

ĉ = arg min
c∈Rp


n∑

i=1

yi −
p∑

j=1
c j xi j β̃ j

2
 , u.h.t. at c ≥ 0 og ‖c‖1 ≤ t . (3.9)

Estimatoren for nonnegative garrote er da givet ved β̂NG
j = ĉ j · β̃ j , for j = 1, . . . , p.

Der er et ækvivalent Lagrange problem for denne procedure med straf λ‖c‖1 for λ≥ 0 plus de
ikke-negative betingelser. I den originale artikel [Breiman, 1995], vælges β̃ til at være β̂OLS.

Antag X er ortogonal, og t er valgt, således at betingelsen ‖c‖1 = t er opfyldt, da er

ĉ j =
1− λ

2β̃2
j


+

, j = 1, . . . , p,

hvor λ er valgt, således at ‖ĉ‖1 = t . Hvis koefficienten β̃ j er høj, da vil faktoren ĉ j være tæt
på 1 og omvendt hvis β̃ j er lav, da vil ĉ j blive trukket mod 0. På figur 3.4 ses, at nonnegative
garrote straffer lave værdier af β hårdere end lasso, og omvendt for høje værdier.

β̂

β

lasso
nonnegative garrote

Figur 3.4: Straffen af lasso og nonnegative garrote for en variabel.

Nonnegative garrote er et specialtilfælde af adaptive lasso med en ekstra betingelse, som
vi vil diskutere nærmere i afsnit 6.3.

1[Breiman, 1995] var inspirationen til [Tibshirani, 1996]
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4

Optimeringsmetoder

I dette kapitel præsenteres først nogle optimeringsbetingelser, og derefter optimeringsalgorit-
merne coordinate descent og Least Angle Regression (LARS), som kan løse lasso problemet.
Kapitel er baseret på kapitel 5 i [Hastie et al., 2015], [Simon et al., 2011] og [Efron et al., 2004].

4.1 Konvekse optimeringsbetingelser

Betragt optimeringsproblemet

arg min
β∈Rp

f
(
β

)
, underlagt at β ∈ C, (4.1)

hvor f :Rp →R er en konveks funktion og C er en konveks mængde (se definition A.1 og A.2).
Hvis f er differentiabel, da skal første ordens betingelsen

∇ f
(
β∗)T (

β−β∗)≥ 0, (4.2)

være opfyldt, for at en vektor β∗ ∈ C er et globalt optimum for alle β ∈ C. Hvis C = Rp , da
er optimeringsproblemet (4.1) ikke begrænset, og første ordens betingelsen reduceres til
∇ f

(
β∗)= 0. Ofte kan betingelsesmængden C beskrives ved nogle konvekse betingelsesfunk-

tioner, således at optimeringsproblemet (4.1) kan omskrives til

arg min
β∈Rp

f
(
β

)
, underlagt at g j

(
β

)≤ 0 for j = 1, . . . ,m, (4.3)

hvor g j for j = 1, . . . ,m er konvekse funktioner, som betegner betingelserne, der skal væ-
re opfyldt. Lad f ∗ betegne den optimale værdi af optimeringsproblemet (4.3). Lagrange
funktionen L :Rp ×Rm+ →R for problem (4.3) er defineret ved

L
(
β,λ

)= f
(
β

)+ m∑
j=1

λ j g j
(
β

)
,

hvor vægtene λ ≥ 0 kaldes Lagrange multiplikatorer. Hvis betingelsen g j
(
β

) ≤ 0 ikke er
opfyldt, da vil multiplikatorenλ j pålægge en straf. Fra dualitetsbegrebet i teorien for Lagrange
funktioner og -multiplikatorer, ved vi, at der eksisterer en optimal vektor λ∗ ≥ 0 af Lagrange
multiplikatorer, således at f ∗ = arg minβ∈Rp L

(
β∗;λ∗)

. Derfor må ethvert optimum β∗ af
(4.3), også være et nulgradient punkt af Lagrange funktionen, og dermed opfylde ligningen

0 =∇βL
(
β∗;λ∗)=∇ f

(
β∗)+ m∑

j=1
λ∗

j ∇g j
(
β∗)

. (4.4)
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Hvis der blot er en enkelt betingelsesfunktion g , da reduceres denne betingelse til ∇ f
(
β∗)=

−λ∗∇g
(
β∗)

.
Karush-Kuhn-Tucker (KKT) betingelserne relaterer den optimale Lagrange multiplikator

vektorλ∗ ≥ 0 til den optimale vektor β∗ ∈Rp :

• g j
(
β∗)≤ 0 for alle j = 1, . . . ,m

• λ∗
j g j

(
β

)= 0 for alle j = 1, . . . ,m

•
(
β∗,λ∗)

opfylder betingelse (4.4)

Disse KKT betingelser er nødvendige og tilstrækkelige for at β∗ er et globalt optimum, når
optimeringsproblemet opfylder en regularitetsbetingelse kaldet strong duality.

4.1.1 Subgradienter

Som nævnt i underafsnittet 3.1.1 er `1-normen g
(
β

)=∑p
j=1 |β j | konveks, men ikke differen-

tialbel i ethvert punkt, hvor mindst et koordinat β j = 0. For sådan et problem er første ordens
betingelsen (4.2) og Lagrange betingelsen (4.4) ikke gældende, da de betragter gradienter af
f og g . Men der findes en naturlig generalisering af begrebet gradient for ikke-differentiable,
konvekse funktioner.

For differentiable, konvekse funktioner giver tangentapproksimationen af første orden
en nedre grænse. Givet en konveks funktion f : Rp →R, siges z ∈Rp at være en subgradient
af f i β hvis

f
(
β′)≥ f

(
β

)+zT (
β′−β)

,

for alle β′ ∈Rp . Mængden af alle subgradienter af f i β kaldes subdifferentialet og betegnes
∂ f

(
β

)
. Når f er differentialbel i β, da reduceres subdifferentialet til én vektor, givet ved

∂ f
(
β

)= {
∇ f

(
β

)}
. I punkter hvor f ikke er differentialbel, da er subdifferentialet en konveks

mængde bestående af alle mulige subgradienter.
Figur 4.1 viser en funktion f :R→R og nogle eksempler på subgradienter i punkterne β1

og β2. I punktet β1 er funktionen differentiabel, og derfor har vi blot en subgradient, givet
ved f ′ (β1

)
. I punktet β2 er funktionen ikke differentiabel, og derfor har vi flere subgradienter,

som hver specificerer et tangentplan, som giver en nedre grænse på f .

f
(
β
)

β1 β2

f
(
β1

)+ za
(
β−β1

)
f
(
β2

)+ zb
(
β−β2

)f
(
β2

)+ zc
(
β−β2

)

Figur 4.1: En konveks funktion f : R→R med nogle eksempler på subgradienter i β1 og β2.
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Antag mindst en af funktionerne
{

f , g j

}
er konvekse, men ikke differentiable, da giver

Lagrange betingelsen (4.4) ikke mening, men under milde betingelser for funktionerne, da
kan KKT betingelserne modificeres til følgende

0 ∈ ∂ f
(
β∗)+ m∑

j=1
λ∗

j ∂g j
(
β∗)

, (4.5)

hvor gradienterne i KKT betingelsen (4.4) erstattes med subdifferentialerne. Da subdifferenti-
alet er en mængde, betyder (4.5), at alle nul vektorer tilhører summen af subdifferentialerne.

4.2 Coordinate descent

Coordinate descent er en iterativ algoritme, som opdaterer fra βt til βt+1 ved at vælge én
koordinat som opdateres, og da udføres en univariat minimering over denne koordinat. Hvis
koordinat k er valgt i iteration t , da er opdateringen givet ved

βt+1
k = argmin

βk

f
(
βt

1,βt
2, . . . ,βt

k−1,βk ,βt
k+1, . . . ,βt

p

)
, (4.6)

hvor βt+1
j =βt

j for j 6= k. Typisk gennemløbes koordinaterne i en forudbestemt rækkefølge.
Dette kan generaliseres til block coordinate descent, som anvendes for group lasso, hvor
prædiktorerne er opdelt i ikke-overlappende blocks, og da udføres en minimering over en
enkelt block for hvert koordinat.

For at algoritmen konvergerer til det globale minimum af en konveks funktion, skal
funktionen være kontinuert differentiabel og strengt konveks i hver koordinat. Men som
nævnt er strafleddet for lasso ikke differentiabel.

For mange optimeringsproblemer kan objektfunktionen dekomponeres

f (β1, . . . ,βp ) = g (β1, . . . ,βp )+
p∑

j=1
h j

(
β j

)
, (4.7)

hvor g : Rp → R er differentiabel og konveks og h j : R→ R er konveks, men ikke nødven-
digvis differentiabel. Bemærk at lasso problemet (3.3) kan dekomponeres som (4.7) med

g
(
β

) = ‖y−Xβ‖2
2 og h j

(
β j

)
= λ|β j |. [Tseng, 1988] viste, at for enhver konveks funktion f

som kan opdeles som (4.7), vil coordinate descent algoritmen (4.6) konvergere til det globale
minimum. Nøgleegenskaben bag dette resultat er, at den ikke-differentiable komponent

h
(
β
)=∑p

j=1 h j

(
β j

)
, kan opsplittes som summen af funktioner af hver individuel parameter.

Resultatet betyder, at coordinate descent kan bruges til at løse lasso og dens generaliserin-
ger, som beskrives senere i specialet. Hvis den ikke-differentiable komponent h ikke kan
opsplittes, da kan det ikke garanteres at coordinate descent konvergerer.
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ALGORITME 4.1: COORDINATE DESCENT FOR LASSO PROBLEMET

1. Standardisér prædiktorerne x1, . . . ,xp og centrér responsvariablen. Definer en
følge af værdier λ0 >λ1 > . . . >λL , hvor λ0 vælges, således at β̂lasso

(
λ0

)= 0.

2. For hvert λ ∈ {
λ0, . . . ,λL

}
, gentages følgende trin for j = 1, . . . , p indtil konvergens:

• Opskriv lasso problemet (3.3)

n∑
i=1

yi −
∑
k 6= j

xi k β̂
lasso
k −xi jβ j

2

+λ
p∑

j=1
|β j |,

hvor β̂lasso
k

(
λ
)

er det nuværende estimat for βk for et given λ, hvor k 6= j .

• Udregn de partielle residualer: r ( j )
i = yi −∑

k 6= j xi k β̂
lasso
k

(
λ
)

for alle i

• Udregn koefficienten af en simpel lineær regression af den partielle residual

på j ’te prædiktor: β̃ j = 1
n

∑n
i=1 r ( j )

i xi j

• Opdater det nuværende estimat β̂lasso
j ud fra soft-thresholding operatoren

β̂lasso
j

(
λ
)= S λ

2n

(
β̃ j

)
. (4.8)

Løsningerne udregnes for en aftagende følge af værdier
{
λ`

}L
`=0, hvor λ0 vælges således at

β̂
(
λ0

)= 0. Algoritmen udnytter warm start, hvilket betyder, at β̂
(
λ`

)
anvendes som begyn-

delsesværdi for løsningen β̂
(
λ`+1

)
, dette fører til en mere stabil algoritme. Når β̂ = 0, har

vi, at β̂ j vil forblive nul hvis 1
n

∣∣∣∣〈x j ,y
〉∣∣∣∣< λ

2n . Derfor er λ0 = 2max j

∣∣∣∣〈x j ,y
〉∣∣∣∣. Strategien er at

vælge en minimum værdi λL = ελ0 og konstruere en følge af K værdier af λ, som aftager fra
λ0 til λL på logskalaen. Typiske værdier er ε= 0.001 og K = 100.

Den beskrevne coordinate descent algoritme er implementeret i R-pakken glmnet. Koef-
ficientstierne i figur 3.1 er fundet ud fra denne algoritme.

4.3 LARS

Først vil vi beskrive least angle regression (LARS) algoritmen, hvorefter vi vil introducere en
simpel modifikation, som fører til lasso estimater.

I grove træk fungerer algoritmen som følgende. Først sættes alle koefficienter lig nul, og
vi finder prædiktoren, som er mest korreleret med responsvariablen y, denne prædiktor
betegnes x j1 . Der udføres så en simpel lineær regression af y på x j1 , hvoraf vi finder en
residualvektor. Vi tager det størst mulige step i retningen af denne prædiktor indtil en anden
prædiktor, som betegnes x j2 , har samme korrelation med den nuværende residualvektor.
Istedet for at fortsætte langs retningen af x j1 fortsætter LARS i en retning, som er ensvinklet
mellem de to prædiktorer, indtil en tredje variabel bliver den mest korreleret variabel. LARS
algoritmen fortsætter da ensvinklet imellem x j1 , x j2 og x j3 , indtil en fjerde variabel medtages,
osv. LARS algoritmen finder estimaterne µ̂ = Xβ̂ ved at tilføje én prædiktor til modellen i
hvert trin, således at præcis k koefficienter er forskellige fra nul efter k trin.
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Figur 4.2 illustrerer algoritmen, hvor p = 2 og X = (
x1 x2

)
. Lad c

(
µ̂

)
betegne de nuværende

korrelationer

ĉ = c
(
µ̂

)= XT (
y− µ̂)

, (4.9)

således at ĉ j er proportional med korrelationen mellem prædiktor x j og den nuværende
residualvektor. For p = 2 afhænger de nuværende korrelationer kun af projektionen ȳ2 af y på
det lineære underrum L (X) udspændt af x1 og x2

c
(
µ̂

)= XT (
ȳ2 − µ̂

)
.

Algoritmen starter i µ̂0 = 0. På figur 4.2 ses, at vinklen mellem ȳ2 − µ̂0 og x1 er mindre
end vinklen mellem ȳ2 − µ̂0 og x2 og dermed fås c1

(
µ̂0

) > c2
(
µ̂0

)
. Derfor tilføjer LARS µ̂0 i

retningen af x1, og vi får

µ̂1 = µ̂0 + γ̂1x1,

hvor stepstørrelsen γ̂1 vælges, således at korrelationen mellem ȳ2 − µ̂1 og x1 er lig korrela-
tionen mellem ȳ2 − µ̂1 og x2. Dermed halverer ȳ2 − µ̂1 vinklen mellem x1 og x2, således at
c1

(
µ̂1

)= c2
(
µ̂1

)
.

µ̂1 x1µ̂1µ̂0

x2x2

ȳ2

u2

ȳ1

Figur 4.2: LARS algoritmen for p = 2. ȳ2 er projektionen af y på det lineære underrumL
(
x1,x2

)
.

Algoritmen starter i µ̂0 = 0, hvor residualvektoren ȳ2 − µ̂0 har en større korrelation med x1 end
x2. Næste LARS estimat er µ̂1 = µ̂0 + γ̂1x1, hvor γ̂1 vælges, således at ȳ2 − µ̂1 halverer vinklen
mellem x1 og x2. Næste LARS estimat er µ̂2 = µ̂1 + γ̂2u2, hvor u2 er en enhedsvektor, som ligger
langs denne halveringslinje. Der gælder, at µ̂2 = ȳ2 for p = 2, dette er ikke tilfældet for p > 2,
som det ses på figur 4.3.

Lad u2 være enhedsvektoren, som ligger langs denne halveringslinje. Det næste LARS
estimat er dermed

µ̂2 = µ̂1 + γ̂2u2,

hvor γ̂2 er valgt, således at µ̂2 = ȳ2 i dette tilfælde hvor p = 2. For p > 2, da vil stepstørrelsen
γ̂2 være mindre, hvilket fører til en anden ændring af retningen, som illustreres på figur 4.3.
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µ̂0 x1

x2x3

ȳ1

µ̂1u1

ȳ2

µ̂2

u2

ȳ3

Figur 4.3: I hvert trin nærmer LARS estimatet µ̂k sig det tilhørende OLS estimat ȳk , men vil
aldrig nå det.

Efterfølgende LARS trin tages langs ensvinklede vektorer, som generaliserer vektoren u2

i figur 4.2. Vi antager, at prædiktorerne x1, . . . ,xp er lineært uafhængige. Lad A være er en
delmængde af indekser

{
1, . . . , p

}
, og definer matricen

XA =
(
. . . s j x j . . .

)
j∈A , (4.10)

hvor s j =±1 og XA er en matrix, som består af søjlerne i X, der er inkluderet i A gange med
s j . Lad

NA = XT
AXA og AA =

(
1T
AN−1

A 1A
)−1/2

, (4.11)

hvor 1A er en vektor af 1-taller med en længde lig antallet af elementer i A. Da defineres en
såkaldt ensvinklet vektor

uA = XAωA, hvor ωA = AAN−1
A 1A, (4.12)

som er en enhedsvektor, der gør vinkler mellem søjlerne i XA lige store, dvs

XT
AuA = AA1A og ‖uA‖2

2 = 1. (4.13)

Antag µ̂A er det nuværende LARS estimat. Lad ĉ = XT
(
y− µ̂A

)
være en vektor af nuværende

korrelationer (4.9). Den aktive mængde A er en mængde af indekser, som svarer til prædikto-
rerne med de største absolutte korrelationer

Ĉ = max
j

{∣∣∣ĉ j

∣∣∣} og A=
{

j :
∣∣∣ĉ j

∣∣∣= Ĉ
}

. (4.14)

Lad

s j = sign
(
ĉ j

)
, j ∈A. (4.15)

Herefter kan vi give en fyldestgørende beskrivelse af LARS algoritmen.
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ALGORITME 4.2: LARS ALGORITMEN

1. Standardisér prædiktorerne og centrér responsvariablen. Start med µ̂0 = 0, ĉ =
XT y, og A=;.

2. Find prædiktoren x j med den største værdi af
∣∣∣ĉ j

∣∣∣ og definer den aktive mængde

A= {
j
}
.

3. Gentag følgende indtil alle prædiktorer er indeholdt i den aktive mængde:

• Udregn ĉ, Ĉ , XA, AA og uA som i (4.10)-4.14 samt

a = XT uA.

• Opdatér µ̂A til

µ̂A+ = µ̂A+ γ̂uA, (4.16)

hvor

γ̂= min
j∈Ac

{
Ĉ − ĉ j

AA−a j
,

Ĉ + ĉ j

AA+a j

}
+

, (4.17)

og hvor min
{·, ·}+ indikerer, at minimum kun tages over de positive kompo-

nenter indenfor valget af j i (4.17).

• Sæt A=A∪
{

ĵ
}

, hvor ĵ er minimeringsindekset i (4.17).

For LARS algoritmen kræves blot p trin for at finde den fulde løsning. De beregningsmæs-
sige omkostninger for LARS algoritmen er af samme orden som løsningen af OLS med p
prædiktorer.

4.3.1 Lasso modifikation

I dette afsnit beskrives en simpel modifikation af LARS algoritmen, således at den giver lasso
estimater. Lad β̂lasso være løsningen til lasso problemet (3.3) med µ̂lasso = Xβ̂lasso. Da kan
det vises, at fortegnet af enhver ikke-nul koefficient β̂ j og fortegnet s j af den nuværende
korrelation ĉ j = xT

j

(
y− µ̂)

må stemme overens

sign
(
β̂ j

)
= sign

(
ĉ j

)
= s j , j ∈A. (4.18)

Denne restriktion er ikke inkluderet i LARS algoritmen, men kan nemt modificeres hertil: Når
en ikke-nul koefficient ændrer fortegn eller bliver lig nul, da fjernes variablen fra den aktive
mængde og vi beregner igen den nuværende ensvinklede retning (4.16).

For at tage denne modifikation i betragtning, defineres en p ×1 vektor

d̂ =
s jωA j

, hvis j ∈A,

0, ellers,

29 MAOK10 5.219



KAPITEL 4. OPTIMERINGSMETODER

hvor ωA j
betegner elementet af vektoren ωA, som svarer til indeks j . For j ∈A opdateres

β̂ j
(
γ
)= β̂prev

j +γd̂ j ,

hvor β̂prev
j er lasso estimaterne fra det tidligere trin. Lad

γ j =− β̂ j

d̂ j
, og γ̃= min

γ j>0

{
γ j

}
.

Hvis γ̃ < γ̂, stoppes det igangværende LARS trin i γ = γ̃ og fjern j̃ fra udregningen af den
næste ensvinklede retning. Dvs

µ̂A+ = µ̂A+ γ̃uA og A+ =A−
{

j̃
}

,

istedet for (4.16).
En mere detaljeret gennemgang af LARS algoritmen med lasso modifikationen kan findes

i [Efron et al., 2004]. Da variable kan fjernes og tilføjes til den aktive mængde, er antallet af
trin i LARS algoritmen med lasso modifikationen større end p.

Diabetes data: Figur 4.4 illustrerer koefficientstierne for LARS algoritmen uden og med
lasso modifikationen, som funktion af fraktionen af `1-normen for diabetes data.
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LARS med lasso modifikation

Figur 4.4: Koefficientstierne for LARS algoritmen uden og med lasso modifikationen som
funktion af fraktionen af `1-normen for diabetes data.

Hvis |β|
max|β| = 0, da er ingen variable tilføjet til den aktive mængde og hvis |β|

max|β| = 1 er

alle variable inkluderet. Af figuren kan vi aflæse rækkefølgen, hvori variablerne medtages
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i modellen. For LARS algoritmen uden lasso modifikationen udføres 10 trin, mens LARS
algoritmen med lasso modifikationen udfører 12 trin. De 2 ekstra trin som LARS algoritmen
med lasso modifikationen udfører, kommer af, at variablen hdl fjernes og tilføjes igen i
henholdsvis trin 11 og 12. Heraf ses det også, at stien er kontinuert og stykvis lineær. Den
aktive mængde og fortegnene af de aktive variable er konstant mellem trinene. J
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5

Generaliseringer af lasso estimatoren

I dette kapitel beskrives nogle generaliseringer af standard lasso herunder elastisk net, group
lasso og adaptive lasso. Disse procedurer har alle de to essentielle egenskaber af standard lasso,
som er at mindske koefficienterne og udvælge variable eller grupper af variable.

Selvom lasso har vist succes i mange tilfælde, har den også nogle begrænsninger:

(1) Hvis p > n, da udvælger lasso højst n variable, som følge af at lasso er et konveks
optimeringsproblem. Derudover er lasso ikke veldefineret medmindre ‖β‖1 ≤ t .

(2) Hvis der eksisterer en gruppe af variable, som har høj parvis korrelation, da har lasso
en tendens til blot at udvælge én variabel fra denne gruppe og denne variabel udvælges
tilfældigt [Zou & Hastie, 2005].

(3) Hvis n > p og variablerne er højt korreleret, da er det empirisk bevist, at lasso prædik-
terer dårligere end ridge regression [Tibshirani, 1996].

Målet er at finde en metode, som overkommer ovenstående begrænsninger.

5.1 Elastisk net

I dette afsnit introduceres en metode kaldet elastisk net, som kombinerer ridge regression og
lasso. Metoden blev først præsenteret i [Zou & Hastie, 2005].

DEFINITION 5.1: NAIV ELASTISK NET

Naiv elastiske net løser følgende optimeringsproblem

β̂naivEN = arg min
β∈Rp

{
‖y−Xβ‖2

2 +λ2‖β‖2
2 +λ1‖β‖1

}
, (5.1)

for λ1,λ2 ≥ 0.

Lad α= λ1
λ1+2λ2

, da er (5.1) ækvivalent med optimeringsproblemet

β̂naivEN = arg min
β∈Rp

{
‖y−Xβ‖2

2

}
, u.h.t. at

1

2
(1−α)‖β‖2

2 +α‖β‖1 ≤ t ,
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som kan omskrives til et Lagrange problem

β̂naivEN = arg min
β∈Rp

{
‖y−Xβ‖2

2 +λ
[

1

2
(1−α)‖β‖2

2 +α‖β‖1

]}
. (5.2)

Hvis α = 0, da reduceres det til den kvadrerede `2-norm svarende til strafleddet for ridge
regression, og hvis α = 1 reduceres strafleddet til `1-normen svarende til strafleddet for
lasso. Optimeringsproblemet (5.2) er streng konveks for α ∈ [0,1), hvilket betyder, at der altid
eksisterer en entydig løsning. For α= 1 er problemet konveks, men ikke streng konveks. Figur
5.1 illustrerer betingelsesområderne for ridge regression, lasso og elastisk net.

β2

β1

ridge regression
lasso
elastisk net med α= 0.5

Figur 5.1: Betingelsesområderne for ridge regression, lasso og elastisk net med α = 0.5 i to
dimensioner.

Nedenstående lemma viser, at optimeringsproblemet for naiv elastisk net kan transfor-
meres til et ækvivalent lasso problem på augmented data.

LEMMA 5.1

Givet data
(
y,X

)
og parametrene

(
λ1,λ2

)
, defineres et augmented datasæt

X∗ = (
1+λ2

)−1/2

(
X√
λ2Ip

)
, y∗ =

(
y
0

)
,

hvor X∗ er en
(
n +p

)×p matrix og y∗ er en n+p vektor. Ladγ= λ1p
1+λ2

ogβ∗ =
√

1+λ2β
naivEN,

da kan (5.1) omskrives til

β̂∗ = arg min
β∗∈Rp

{
‖y∗−X∗β∗‖2

2 +γ‖β∗‖1

}
, (5.3)

hvor

β̂naivEN = 1√
1+λ2

β̂∗.
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Bevis. Vi har, at

β̂naivEN = 1√
1+λ2

β̂∗,

hvor β̂∗ er givet i (5.3), således får vi, at

β̂naivEN = arg min
β∈Rp


∥∥∥∥∥∥
(

y
0

)
− (

1+λ2
)−1/2

(
X√
λ2Ip

)√
1+λ2β

∥∥∥∥∥∥
2

2

+ λ1√
1+λ2

∥∥∥√
1+λ2β

∥∥∥
1


= arg min

β∈Rp


∥∥∥∥∥∥
(

y
0

)
−

(
X√
λ2Ip

)
β

∥∥∥∥∥∥
2

2

+λ1
∥∥β∥∥

1


= arg min

β∈Rp


∥∥∥∥∥∥
(

y−Xβ
−

√
λ2β

)∥∥∥∥∥∥
2

2

+λ1
∥∥β∥∥

1


= arg min

β∈Rp

{
‖y−Xβ‖2

2 +λ2‖β‖2
2 +λ1‖β‖1

}
.

Naiv elastisk net kan i princippet vælge alle p prædiktorer i alle tilfælde, da X∗ har rang p.
Dermed er naiv elastisk net ikke begrænset til blot at vælge n prædiktorer, hvis p > n, som er
tilfældet for lasso som beskrevet i punkt (1). Lemma 5.1 viser også, at naiv elastisk net udfører
variabeludvælgelse svarende til lasso.

LEMMA 5.2

Hvis X er ortogonal, da gælder, at

β̂
ridge
j =

β̂OLS
j

1+λ2
, (5.4)

β̂lasso
j = sign

(
β̂OLS

j

)(∣∣∣β̂OLS
j

∣∣∣− λ1

2

)
+
= S λ1

2

(
β̂OLS

j

)
, (5.5)

β̂naivEN
j = sign

(
β̂OLS

j

) (∣∣∣β̂OLS
j

∣∣∣− λ1
2

)
+

1+λ2
=

S λ1
2

(
β̂OLS

j

)
1+λ2

. (5.6)

Bevis. Estimatoren for ridge regression i det ortogonale tilfælde (5.4) følger direkte ud fra
ridge regression estimatoren (3.5), da XT X = Ip og β̂OLS = XT y. For at bevise lasso estimatoren
i det ortogonale tilfælde (5.5), omskrives lasso problemet (3.3) til følgende

β̂lasso = arg min
β∈Rp

{(
y−Xβ

)T (
y−Xβ

)+λ1‖β‖1

}
= arg min

β∈Rp

{
yT y−2βT XT y+βT XT Xβ+λ1‖β‖1

}
= arg min

β∈Rp

{
−2βT β̂OLS +βTβ+λ1‖β‖1

}
.
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Lad os blot betragte j ’te indeks af lasso estimatoren

β̂lasso
j = arg min

β j

{
−2β j β̂

OLS
j +β2

j +λ1|β j |
}

.

Vi differentierer

∂

∂β j

(
−2β j β̂

OLS
j +β2

j +λ1|β j |
)
=−2β̂OLS +2β j +


−λ1 β j < 0

[−λ1,λ1] β j = 0

λ1 β j > 0

,

som sættes lig 0 og isolerer for β j

β̂lasso
j = β̂OLS

j − 1

2


−λ1 β j < 0

[−λ1,λ1] β j = 0

λ1 β j > 0

=


β̂OLS

j + λ1
2 β̂OLS

j <−λ1
2

0 |β̂OLS
j | ≤ λ1

2

β̂OLS
j − λ1

2 β̂OLS
j > λ1

2

.

Hvoraf vi får, at β̂lasso
j = S λ1

2

(
β̂OLS

j

)
, som fuldfører beviset. Estimatoren for naiv elastisk net i

det ortogonale tilfælde (5.6) følger af (5.4) og (5.5), da denne er en kombination heraf.

Figur 5.2 illustrerer en sammenligning af straffen for ridge regression, lasso og naiv elastisk
net, når X er ortogonal. Heraf ses det også, at naiv elastisk net er en to-trins procedure. Først
mindskes koefficienterne ud fra ridge regression, hvorefter lasso udfører variabeludvælgelse.

β̂

β

ridge regression
lasso
elastisk net med α= 0.5

Figur 5.2: Straffen for ridge regression, lasso og naiv elastisk net hvis X er ortogonal for para-
metrene λ1 = 2 og λ2 = 1.

Hvis vi har en gruppe af højt korrelerede variable, da vil lasso blot udvælge én variabel
og denne udvælges tilfældigt, som nævnt i punkt (2). Men naiv elastisk net udvælger alle
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variable i denne gruppe, som vi nu vil vise. En regressionsmetode udviser denne evne, hvis
regressionskoeffcienterne er approksimativt ens for en gruppe af højt korrelerede variable.

LEMMA 5.3

Lad os betragte

β̂= arg min
β∈Rp

‖y−Xβ‖2
2 +λJ

(
β

)
, (5.7)

hvor J (·) er positiv for β 6= 0. Antag xi = x j , for i , j = 1, . . . , p.

a) Hvis J (·) er streng konveks, da er β̂i = β̂ j , for alle λ≥ 0.

b) Hvis J
(
β

)= ‖β‖1, da er β̂i β̂ j ≥ 0 og β̂∗ er optimum af (5.7), hvor

β̂∗
k =


β̂k k 6= i og k 6= j ,(
β̂i + β̂ j

)
s k = i ,(

β̂i + β̂ j

)
(1− s) k = j ,

for ethvert s ∈ [
0,1

]
.

Bevis. Dette bevis undlades, men vi referer til s. 318 i [Zou & Hastie, 2005].

Hvis vi har identiske prædiktorer, da giver lemma 5.3, at streng konveksitet sikrer, at alle
variable i en gruppe vælges. Elastisk net med λ2 > 0 er streng konveks, og har dermed denne
egenskab som ønsket.

SÆTNING 5.1

Givet data
(
y,X

)
og parametrene

(
λ1,λ2

)
, hvor responsvariablen er centreret og prædik-

torerne er standardiseret. Lad β̂naivEN
(
λ1,λ2

)
være estimatet for naiv elastisk net. Antag

β̂naivEN
i

(
λ1,λ2

)
β̂naivEN

j

(
λ1,λ2

)> 0. Definer

Dλ1,λ2

(
i , j

)= 1

‖y‖1

∣∣∣β̂naivEN
i

(
λ1,λ2

)− β̂naivEN
j

(
λ1,λ2

)∣∣∣ ,

da er

Dλ1,λ2

(
i , j

)≤ 1

λ2

√
2
(
1−ρ)

, (5.8)

hvor ρ = xT
i x j er den empiriske korrelation.

Bevis. Hvis β̂naivEN
i

(
λ1,λ2

)
β̂naivEN

j

(
λ1,λ2

)> 0, da er både β̂naivEN
i

(
λ1,λ2

)
og β̂naivEN

j

(
λ1,λ2

)
ikke-nul og der må gælde, at sign

{
β̂naivEN

i

(
λ1,λ2

)}= sign
{
β̂naivEN

j

(
λ1,λ2

)}
. Lad L

(
λ1,λ2,β

)=
‖y − Xβ‖2

2 +λ2‖β‖2
2 +λ1‖β‖1, således at argminβ∈Rp

{
L

(
λ1,λ2,β

)}
svarer til (5.1). Da må
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β̂naivEN
(
λ1,λ2

)
opfylde, at

∂L
(
λ1,λ2,β

)
∂βk

∣∣∣
β=β̂naivEN(λ1,λ2)

= 0, hvis β̂naivEN
k

(
λ1,λ2

) 6= 0.

Derfor har vi, at

−2xT
i

(
y−Xβ̂naivEN (

λ1,λ2
))+2λ2β̂

naivEN
i

(
λ1,λ2

)+λ1sign
{
β̂naivEN

i

(
λ1,λ2

)}= 0, (5.9)

−2xT
j

(
y−Xβ̂naivEN (

λ1,λ2
))+2λ2β̂

naivEN
j

(
λ1,λ2

)+λ1sign
{
β̂naivEN

j

(
λ1,λ2

)}= 0. (5.10)

Vi subtraherer (5.10) fra (5.9) og finder, at(
xT

j −xT
i

)(
y−Xβ̂naivEN (

λ1,λ2
))+λ2

(
β̂naivEN

i

(
λ1,λ2

)− β̂naivEN
j

(
λ1,λ2

))= 0,

som er ækvivalent med

β̂naivEN
i

(
λ1,λ2

)− β̂naivEN
j

(
λ1,λ2

)= 1

λ2

(
xT

i −xT
j

)
r̂
(
λ1,λ2

)
, (5.11)

hvor r̂
(
λ1,λ2

)= y−Xβ̂naivEN
(
λ1,λ2

)
er en vektor af residualer. Da X er standardiseret, har vi,

at ‖xi −x j‖2
2 = 2

(
1−ρ)

, hvor ρ = xT
i x j . Af (5.1) må vi have, at

L
(
λ1,λ2, β̂naivEN (

λ1,λ2
))≤ L

(
λ1,λ2,β= 0

)
,

dvs ∥∥∥r̂
(
λ1,λ2

)∥∥∥2

2
+λ2

∥∥∥β̂naivEN (
λ1,λ2

)∥∥∥2

2
+λ1

∥∥∥β̂naivEN (
λ1,λ2

)∥∥∥
1
≤ ∥∥y

∥∥2
2 .

Dermed er ‖r̂
(
λ1,λ2

)‖2 ≤ ‖y‖2 og (5.11) medfører, at

Dλ1,λ2

(
i , j

)= 1

‖y‖1

∣∣∣∣ 1

λ2

(
xT

i −xT
j

)
r̂
(
λ1,λ2

)∣∣∣∣
≤ 1

λ2

∥∥∥∥(
xT

i −xT
j

)∥∥∥∥
2

= 1

λ2

√
2
(
1−ρ)

.

Mængden Dλ1,λ2

(
i , j

)
betegner differensen mellem koefficientstierne af prædiktor i og j .

Hvis xi og x j er højt korrelerede, dvs ρ ≈ 1, giver sætning 5.1, at differensen mellem koeffici-
entstierne af prædiktor i og j er næsten 0. Den øvre grænse i (5.8) giver et kvantitativ mål for
denne grupperings egenskab, som naiv elastisk net har.

Empiriske resultater har vist, at naiv elastisk net ikke præsterer tilfredsstillende, med-
mindre den er tæt på enten ridge regression eller lasso. Derfor kaldes den naiv. Som nævnt
tidligere bestemmes en metodes prædiktionsevne gennem bias-variance tradeoff. Naiv ela-
stisk net er somsagt en to-trins procedure. For ethvert fast λ2, mindskes koefficienterne først
ud fra ridge regression, hvorefter lasso udfører variabeludvælgelse. Derfor introduceres en
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såkaldt “dobbelt straf”. Dette reducerer ikke variansen meget og giver unødvendig ekstra bias
i forhold til ridge regression eller lasso. Derfor introduceres blot elastisk net, som korrigerer
for denne dobbelt straf.

I lemma 5.1 fandt vi, at naiv elastisk net løser følgende

β̂∗ = arg min
β∗∈Rp

{
‖y∗−X∗β∗‖2

2 +
λ1√

1+λ2

‖β∗‖1

}
. (5.12)

Estimaterne for elastisk net (korrigeret) er defineret ved

β̂EN =
√

1+λ2β̂
∗.

Da β̂naivEN = 1p
1+λ2

β̂∗, har vi, at

β̂EN = (
1+λ2

)
β̂naivEN.

Dermed er elastisk net koefficienterne skaleret naiv elastisk net koefficienter. Denne transfor-
mation bevarer variabeludvælgelsen af naiv elastisk net og er den simpleste måde at annullere
den ekstra tilføjede straf. Derfor er egenskaberne for naiv elastisk net, som er beskrevet i dette
afsnit stadig gældende for elastisk net.

SÆTNING 5.2

Givet data
(
y,X

)
og parametrene

(
λ1,λ2

)
, da er estimaterne for elastisk net givet ved

β̂EN = arg min
β

βT

(
XT X+λ2Ip

1+λ2

)
β−2yT Xβ+λ1‖β‖1

 . (5.13)

Bevis. Vi har, at

β̂EN =
√

1+λ2β̂
∗,

hvor β̂∗ er givet i (5.12), således får vi, at

β̂EN = arg min
β


∥∥∥∥∥y∗−X∗ β√

1+λ2

∥∥∥∥∥
2

2

+ λ1√
1+λ2

∥∥∥∥∥ β√
1+λ2

∥∥∥∥∥
1


= arg min

β

y∗
T

y∗−2
y∗

T
X∗β√

1+λ2

+βT

X∗T
X∗

1+λ2

β+ λ1‖β‖1

1+λ2

 . (5.14)

Følgende identiteter

X∗T
X∗ = XT X+λ2Ip

1+λ2
, y∗

T
X∗ = yT X√

1+λ2

, y∗
T

y∗ = yT y,
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indsættes i (5.14), og vi får, at

β̂EN = arg min
β∈Rp

yT y−2
yT Xβ

1+λ2
+βT

XT X+λ2Ip(
1+λ2

)2

β+ λ1‖β‖1

1+λ2


= arg min

β∈Rp

 1

1+λ2

−2yT Xβ+βT

(
XT X+λ2Ip

1+λ2

)
β+λ1‖β‖1

+yT y


= arg min

β∈Rp

−2yT Xβ+βT

(
XT X+λ2Ip

1+λ2

)
β+λ1‖β‖1

 .

Estimatoren for lasso kan omskrives til

β̂lasso = arg min
β∈Rp

{
−2yT Xβ+βT

(
XT X

)
β+λ1‖β‖1

}
, (5.15)

derfor fortolker sætning 5.2 elastisk net som en stabil version af lasso. Lad Σ̂= XT X være den
empiriske korrelationsmatrix og

XT X+λ2Ip

1+λ2
= (1−γ)Σ̂+γIp ,

hvor γ= λ2
1+λ2

mindsker Σ̂mod identitetsmatricen. Ligning (5.13) og (5.15) viser, at skalere

elastisk net er ækvivalent med at erstatte Σ̂med identitetsmatricen i lasso.

5.1.1 Udregning af elastisk net

For coordinat descent algoritmen betragtes naiv elastisk net problemet på Lagrange form
(5.2), mens LARS algoritmen betragter optimeringsproblemet (5.1).

Coordinat descent

For standardiserede prædiktorer og en centeret responsvariabel er coordinate descent opda-
teringen for j ’te koefficient givet ved

β̂naivEN
j

(
λ
)= S αλ

2n

(
β̃ j

)
1+λ(1−α)

, (5.16)

hvor β̃ j = 1
n

∑n
i=1 r ( j )

i xi j og r ( j )
i = yi −∑

k 6= j xi k β̂
naivEN
k

(
λ
)

er de partielle residualer. Vi gen-
nemløber opdateringen (5.16) indtil konvergens.
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Diabetes data: På figur 5.3 illustreres koefficientstierne for lasso og elastisk net for α=
0.2 for diabetes data, hvor vi ser, at elastisk net udfører variabeludvælgelse og mindsker
koefficienterne mere jævnt end lasso.
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Figur 5.3: Koefficientstierne for lasso og elastisk net for α = 0.2 som funktion af log
(
λ
)

for
diabetes data.

J

LARS

Algoritmen LARS-EN kan anvendes til at løse elastisk net, som er baseret på LARS algoritmen.
Af lemma 5.1 ved vi, at for ethvert fast λ2 er elastisk net problemet ækvivalent med lasso
problemet på augmented data. Derfor kan LARS algoritmen anvendes direkte til at finde
løsningsstien for naiv elastisk net.
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5.2 Group lasso

[Yuan & Lin, 2006] introducerede en generalisering af standard lasso kaldet group lasso,
som tillader, at forudbestemte grupper af prædiktorer vælges eller fravælges, således at alle
prædiktorer i en specifik gruppe er enten inkluderet eller ikke inkluderet. Afsnittet er skrevet
ud fra kapitel 4 i [Hastie et al., 2015] samt [Yuan & Lin, 2006].

Betragt en lineær regressionsmodel med J grupper af prædiktorer, og lad z j og θ j være
p j ×1 vektorer som repræsenterer prædiktorerne i gruppe j for j = 1, . . . , J og deres koeffici-
enter. 1

DEFINITION 5.2: GROUP LASSO

Group lasso løser følgende optimeringsproblem

θ̂
group lasso
j = arg min

θ j∈Rp j

1

2

n∑
i=1

yi −
J∑

j=1
zT

i jθ j

2

+λ
J∑

j=1
‖θ j‖2

 . (5.17)

For optimeringsproblemet (5.17) gælder der, at

• Alle indgange i θ̂group lasso
j vil være lig nul eller ikke-nul afhængig af λ.

• Når p j = 1, da har vi, at ‖θ j‖2 = |θ j |, således at alle grupper består af én prædiktor,
dermed reduceres optimeringsproblemet (5.17) til standard lasso.

I (5.17) straffes alle grupper ligeligt, hvilket betyder, at større grupper vil have en tendens til
at blive valgt. [Yuan & Lin, 2006] anbefalede at vægte strafleddene for hver gruppe i forhold
til gruppens størrelse med en faktor

p
p j .

Der findes yderligere nogle udvidelse af group lasso kaldet sparse group lasso samt overlap
group lasso. Sparse group lasso udfører variabeludvælgelse indenfor de valgte grupper, mens
overlap group lasso tillader overlap mellem grupperne, dvs at prædiktorerne kan tilhører
mere end én gruppe. Vi vil dog kun fokuser på standard group lasso.

5.2.1 Udregning af group lasso

Block coordinate descent

Lad os omskrive optimeringsproblemet (5.17) på matrix-vektor form

θ̂group lasso = arg min
θ1,...,θJ

1

2
‖y−

J∑
j=1

Z jθ j‖2
2 +λ

J∑
j=1

‖θ j‖2

 , (5.18)

hvor y er en n ×1 vektor og Z j er en n ×p j matrix med j ’te søjle z j . For dette problem er nul
subgradient ligningerne givet ved

−ZT
j

(
y−

J∑
`=1

Z`θ̂
group lasso
`

)
+λŝ j = 0, j = 1, . . . , J ,

1For at undgå forvirring lader vi z j og θ j betegne variablerne i gruppe j og deres koefficienter, istedet for X j
og β j som vi anvender for skalarer
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hvor ŝ j er et element af subdifferentialet af normen ‖ ·‖2 evalueret i θ̂group lasso
j .

Når θ̂group lasso
j 6= 0, har vi, at ŝ j =

θ̂
group lasso
j

‖θ̂group lasso
j ‖2

, og når θ̂group lasso
j = 0, har vi, at ŝ j er enhver

vektor, hvor ‖ŝ j‖2 ≤ 1. Block coordinate descent kan anvendes til at løse disse nul subgra-

dient ligningerne, hvor vi løser for θ̂group lasso
j , mens alle block vektorer

{
θ̂

group lasso
k ,k 6= j

}
fastholdes. Da problemet er konveks, og strafleddet kan opdeles efter block, konvergerer
algoritmen til et globalt minimum [Tseng, 1993].

Lad
{
θ̂

group lasso
k ,k 6= j

}
være fastholdt, da kan vi skrive

−ZT
j

(
r j −Z j θ̂

group lasso
j

)
+λŝ j = 0,

hvor r j = y−∑
k 6= j Zk θ̂k er det j’te partielle residual. Fra betingelserne opfyldt af subgradienten

ŝ j , må vi have, at θ̂group lasso
j = 0 hvis ‖ZT

j r j‖2 ≤λ, og ellers er

θ̂
group lasso
j =

ZT
j Z j + λ

‖θ̂group lasso
j ‖2

Ip j


−1

ZT
j r j . (5.19)

Denne opdatering minder om løsningen af ridge regression (3.5), bortset fra at den underlig-

gende strafparameter afhænger af ‖θ̂group lasso
j ‖2. Ligning (5.19) har desværre ikke en lukket

løsning for θ̂group lasso
j , medmindre at Z j er ortonormal. I dette special tilfælde har vi, at

θ̂
group lasso
j =

1− λ

‖ZT
j r j‖2


+

ZT
j r j .

LARS

LARS algoritmen kan udvides til at løse group lasso problemet. Vi vil dog ikke gå mere i
dybden med dette, men blot referere til s. 53-55 i [Yuan & Lin, 2006], hvor en detaljeret
modificeret LARS algoritme er beskrevet.
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5.3 Adaptive lasso

Adaptive lasso blev introduceret i [Zou, 2006] og er endnu en udvidelse af standard lasso.
Ideen bag adaptive lasso er at tildele prædiktorernes koefficienter individuelle straffe, istedet
for at alle koefficienter straffes ligeligt, som er tilfældet for standard lasso. Den vægtede lasso
er givet ved

arg min
β∈Rp

‖y−Xβ‖2
2 +λ

p∑
j=1

w j |β j |
 ,

hvor w er en kendt p ×1 vektor og w j ≥ 0.
Adaptive lasso er blot en vægtet lasso, hvor vægtene w er bestemt, således at metoden

opfylder orakelegenskaberne, som vi vil bevise i afsnit 6.2.

DEFINITION 5.3: ADAPTIVE LASSO

Antag β̃ er rod-n konsistent til β∗ (se definition A.4). Vælg γ> 0 og definer ŵ = 1
|β̃|γ , da er

adaptive lasso estimaterne givet ved

β̂AL = arg min
β∈Rp

‖y−Xβ‖2
2 +λ

p∑
j=1

|β j |
|β̃ j |

γ
 . (5.20)

5.3.1 Udregning af adaptive lasso

Givet β̃ er optimeringsproblemet (5.20) konveks, og kan dermed løses med coordinate des-
cent og LARS algoritmen.

Coordinate descent

Opdateringerne for adaptive lasso i coordinate descent algoritmen er blot en simpel udvidelse
af opdateringerne for standard lasso i afsnit 3.1.1. For standardiserede prædiktorer og en
centeret responsvariabel er coordinate descent opdateringen for j ’te koefficient givet ved

β̂AL
j

(
λ
)= S ŵλ

2n

(
β̃ j

)
, (5.21)

hvor β̃ j = 1
n

∑n
i=1 r ( j )

i xi j og r ( j )
i = yi −∑

k 6= j xi k β̂
AL
k

(
λ
)

er de partielle residualer. Vi gennemlø-
ber opdateringen (5.21) indtil konvergens.
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Diabetes data: På figur 5.4 illustreres koefficientstierne for lasso og adaptive lasso med
OLS vægte og γ= 1 for diabetes data.
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Figur 5.4: Koefficientstierne for lasso og adaptive lasso med OLS vægte og γ= 1 som funktion
af log

(
λ
)

for diabetes data.

J

LARS

Adaptive lasso problemet kan løses med LARS algoritmen ud fra følgende simple trin

1. Definér x∗j =
x j

ŵ j
for j = 1, . . . , p

2. Løs lasso problemet for alle λn : β̂∗ = arg minβ∈Rp

∥∥∥y−∑p
j=1 x∗j β j

∥∥∥2 +λn
∑p

j=1 |β j |

3. Adaptive lasso estimatoren er da givet ved β̂AL
j = β̂∗

j

ŵ j
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6

Asymptotiske egenskaber

I dette kapitel vil vi betragte nogle asymptotiske egenskaber af lasso estimatoren og introducere
nogle såkaldte orakelegenskaber. Kapitlet er baseret på Zou [2006] og Knight & Fu [2000].

Lad A =
{

j :β∗
j 6= 0

}
betegne den aktive mængde, hvor β∗

j betegner koefficienten til x j i

den sande model og antag at
∣∣A∣∣= p0 < p, således at den sande model blot afhænger af en

delmængde af prædiktorerne. Nedenfor introduceres orakelegenskaberne.

DEFINITION 6.1: ORAKELEGENSKABER

• Variabeludvælgelsen er konsistent, dvs for

An =
{

j : β̂ j 6= 0
}

og A=
{

j :β∗
j 6= 0

}
,

gælder der, at limn→∞P
(
An =A

)= 1.

• Estimatoren er asymptotisk normalfordelt, dvs

p
n

(
β̂A−β∗

A

)
d→ N

(
0,Σ∗

I

)
,

hvor β∗
A =

{
β∗

j , j ∈A
}

og Σ∗
I er den sande kovariansmatrix.

En god procedure bør besidde disse orakelegenskaber, dog bør proceduren underlægges
nogle ekstra betingelser udover orakelegenskaberne for at være optimal. Derfor er det vigtigt
at understrege, at orakelegenskaber ikke alene resulterer i en optimal procedure.

Vi betragter en lineær regressionsmodel

yi = xiβ
∗+εi , i = 1, . . . ,n,

hvor εi ∼ iid
(
0,σ2

)
, og vi antager, at 1

n XT X → C, hvor

C =
[

C11 C12

C21 C22

]
,

er en positiv definit matrix, og C11 er en p0 ×p0 matrix.
Under denne antagelse er den asymptotiske fordeling af OLS estimatoren givet ved

p
n(β̂OLS −β∗)

d→ N
(
0,σ2C−1

)
.

Heraf ses det, at OLS estimatoren er rod-n-konsistent.
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6.1 Lasso

Lad os betragte lasso estimatoren

β̂lasso = arg min
β∈Rp

‖y−
p∑

j=1
x jβ j‖2

2 +λn

p∑
j=1

|β j |
 ,

hvor λn varierer med n. Lad Alasso
n =

{
j : β̂lasso

j 6= 0
}

betegne den aktive mængde for lasso
estimatoren.

LEMMA 6.1

Hvis λn
n →λ0 ≥ 0, da vil

β̂lasso p→ arg min
β∈Rp

(
u−β∗)T C

(
u−β∗)+λ0

p∑
j=1

|u j |
 .

Bevis. Beviset undlades, men der henvises til s. 1358 i [Knight & Fu, 2000].

Hvis λ0 = 0, da gælder ifølge lemma 6.1, at β̂lasso p→β∗, da strafleddet forsvinder og C er en
positiv definit matrix, og dermed er β̂lasso svagt konsistent.

Selvom λn = o (n) er tilstrækkeligt til konsistens, skal λn vokse langsommere for rod-n-

konsistens. Men hvisλn vokser for langsomt, da vil den asymptotiske fordeling af
p

n
(
β̂lasso −β∗

)
være den samme som den for

p
n

(
β̂OLS −β∗

)
. Sætning 6.1 indikerer, at λn =O

(p
n

)
kræves

for rod-n-konsistens af lasso estimatoren.

SÆTNING 6.1: ASYMPTOTISK FORDELING AF LASSO ESTIMATOREN

Hvis λnp
n
→λ0 ≥ 0, da er den asymptotiske fordeling af β̂lasso givet ved

p
n

(
β̂lasso −β∗

)
d→ arg min

β∈Rp

−2uT W+uT Cu+λ0

p∑
j=1

[
u j sign

(
β∗

j

)
1
(
β∗

j 6= 0
)
+|u j |1

(
β∗

j = 0
)] ,

hvor W ∼ N
(
0,σ2C

)
.

Bevis. Beviset undlades, men der henvises til s. 1359 i [Knight & Fu, 2000].

PROPOSITION 6.1

Hvis λnp
n
→λ0 ≥ 0, da er limsupnP

(
Alasso

n =A
)
≤ c < 1, hvor c er en positiv konstant, der

afhænger af den sande model.

Bevis. Beviset undlades, men vi refererer til s. 1425-1426 i [Zou, 2006].

MAOK10 5.219 48



KAPITEL 6. ASYMPTOTISKE EGENSKABER

Proposition 6.1 medfører, at når λn =O
(p

n
)
, da kan Alasso

n ikke være A med sandsynlighed
1. Zou [2006] beviste en nødvendig betingelse for at variabeludvælgelse for lasso estimatoren
er konsistent.

SÆTNING 6.2: NØDVENDIG BETINGELSE FOR AT VARIABELUDVÆLGELSE FOR LASSO ESTI-
MATOREN ER KONSISTENT

Antag at limn→∞P
(
Alasso

n =A
)
= 1, da eksisterer en fortegnsvektor s =

(
s1, . . . , sp0

)
, hvor

s j er lig 1 eller −1, således at ∣∣∣C21C−1
11 s

∣∣∣≤ 1. (6.1)

Bevis. Beviset undlades, men vi referer til s. 1426 i [Zou, 2006].

Hvis betingelse (6.1) ikke er opfyldt, da er lasso variabeludvælgelsen ikke konsistent.

Hvis X er ortogonal, da er den nødvendige betingelse (6.1) og dermed konsistent variabe-
ludvælgelse for lasso estimatoren garanteret. Hvis p = 2, er den nødvendige betingelse altid

opfyldt, da

∣∣∣∣C21C−1
11 sign

(
β∗
A

)∣∣∣∣ reduceres til |ρ|, som er korrelationen imellem prædiktorerne.

6.2 Adaptive lasso

I dette afsnit vil vi bevise, at adaptive lasso estimaterne opfylder orakelegenskaberne for et
passende valg af λn . Lad os betragte adaptive lasso estimatoren

β̂AL = arg min
β∈Rp

‖y−
p∑

j=1
x jβ j‖2

2 +λn

p∑
j=1

ŵ j |β j |
 ,

hvor ŵ j = 1
|β̃ j |γ for γ> 0 og λn varierer med n. Lad AAL

n =
{

j : β̂AL
j 6= 0

}
betegne den aktive

mængde for adaptive lasso estimatoren.

SÆTNING 6.3

Antag λnp
n
→ 0 og λnn

γ−1
2 →∞, da opfylder adaptive lasso estimaterne følgende:

• Konsistent variabeludvælgelsen: limn→∞P(AAL
n =A) = 1.

• Asymptotisk normalitet:
p

n
(
β̂AL
A −β∗

A

)
d→ N (0,σ2C−1

11 ).

Bevis. Først bevises asymptotisk normalitet. Lad β=β∗+ up
n

og

Ψn(u) =
∥∥∥∥∥∥y−

p∑
j=1

x j

(
β∗

j +
u jp

n

)∥∥∥∥∥∥
2

2

+λn

p∑
j=1

ŵ j

∣∣∣∣∣β∗
j +

u jp
n

∣∣∣∣∣ .
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Lad û(n) = arg minΨn(u), da er β̂AL = β∗ + û(n)p
n

eller û(n) = p
n

(
β̂AL −β∗

)
. Lad V (u)(n) =

Ψn(u)−Ψn(0), da gælder, at

V (u)(n) =
∥∥∥∥∥∥y−

p∑
j=1

x j

(
β∗

j +
u jp

n

)∥∥∥∥∥∥
2

2

+λn

p∑
j=1

ŵ j

∣∣∣∣∣β∗
j +

u jp
n

∣∣∣∣∣−
∥∥∥∥∥∥y−

p∑
j=1

x jβ
∗
j

∥∥∥∥∥∥
2

2

−λn

p∑
j=1

ŵ j

∣∣∣β∗
j

∣∣∣ .

Vi opdeler ovenstående ligning. Vi betragter først leddene hvor strafparametrene indgår

λn

p∑
j=1

ŵ j

∣∣∣∣∣β∗
j +

u jp
n

∣∣∣∣∣−λn

p∑
j=1

ŵ j

∣∣∣β∗
j

∣∣∣=λn

p∑
j=1

ŵ j

(∣∣∣∣∣β∗
j +

u jp
n

∣∣∣∣∣− ∣∣∣β∗
j

∣∣∣) .

Vi ser herefter på de to resterende led∥∥∥∥∥∥y−
p∑

j=1
x j

(
β∗

j +
u jp

n

)∥∥∥∥∥∥
2

2

−
∥∥∥∥∥∥y−

p∑
j=1

x jβ
∗
j

∥∥∥∥∥∥
2

2

,

som kan skrives på matrix-vektor form∥∥∥∥∥y−Xβ∗− Xup
n

∥∥∥∥∥
2

2

−∥∥y−Xβ∗∥∥2
2 =

∥∥∥∥∥ε− Xup
n

∥∥∥∥∥
2

2

−‖ε‖2
2

=
(
ε− Xup

n

)T (
ε− Xup

n

)
−εT ε

= uT (XT X)u

n
−2εT

(
Xup

n

)

= uT
(

1

n
XT X

)
u−2

εT Xp
n

u.

Vi får så, at

V (u)(n) = uT
(

1

n
XT X

)
u−2

εT Xp
n

u+λn

p∑
j=1

ŵ j

(∣∣∣∣∣β∗
j +

u jp
n

∣∣∣∣∣− ∣∣∣β∗
j

∣∣∣)

= uT
(

1

n
XT X

)
u−2

εT Xp
n

u+ λnp
n

p∑
j=1

ŵ j
p

n

(∣∣∣∣∣β∗
j +

u jp
n

∣∣∣∣∣− ∣∣∣β∗
j

∣∣∣) . (6.2)

For første led i (6.2) gælder der, at 1
n XT X → C og for andet led har vi, at ε

T Xp
n

d→ W ∼ N (0,σ2C ).

Lad os betragte sidste led i (6.2).

Hvis β∗
j 6= 0, da har vi, at ŵ j

p→|β∗
j |−γ. Yderligere har vi, at

lim
n→∞

∣∣∣∣β∗
j +

u jp
n

∣∣∣∣− ∣∣∣β∗
j

∣∣∣
u jp

n

= ∂

∂β∗
j

∣∣∣β∗
j

∣∣∣= sign
(
β∗

j

)
,
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hvoraf det følger, at limn→∞
p

n

(∣∣∣∣β∗
j +

u jp
n

∣∣∣∣− ∣∣∣β∗
j

∣∣∣)= u j sign
(
β∗

j

)
. Af Slutskys sætning A.1 har

vi, at

λnp
n

ŵ j
p

n

(∣∣∣∣∣β∗
j +

u jp
n

∣∣∣∣∣− ∣∣∣β∗
j

∣∣∣) p→ 0.

Hvis β∗
j = 0, da har vi

p
n

(∣∣∣∣β∗
j +

u jp
n

∣∣∣∣− ∣∣∣β∗
j

∣∣∣)= |u j |. Vægtene omskrives til

ŵ j =
 1

|β̂ j |

γ =
 p

np
n|β̂ j |

γ = nγ/2(p
n|β̂ j |

)γ ,

hvor γ> 0 og β̂ j er rod-n-konsistent. Heraf har vi, at λnp
n

ŵ j = λnp
n

nγ/2

|pnβ̂ j |γ =λnn
γ−1

2 1
|pnβ̂ j |γ , hvor

p
nβ̂ j =Op (1) og vi ved at λnn

γ−1
2 →∞, da har vi, at λnp

n
ŵ j |u j | →∞. Af Slutsky sætning ser

vi, at V (n)(u)
d→V (u) for alle u, hvor

V (u) =
uT

AC11uA−2uT
AWA hvis u j = 0, ∀ j ∉A,

∞ hvis ∃u j 6= 0, j ∉A.

Da funktionen V (n) er konveks, og
(
C−1

11 WA,0
)T

er et entydig minimum af V , følger det af

[Zou, 2006] at argminV (n) → argminV . Derfor får vi

û(n)
A

d→ C−1
11 WA og û(n)

AC

d→ 0. (6.3)

Vi observerer, at WA ∼ N (0,σ2C11), og da har vi bevist asymptotisk normalitet.

Herefter vil vi bevise, at variabeludvælgelsen er konsistent. For alle j ∈ A giver den

asymptotiske normalitet, at β̂AL
j

p→β∗
j , dvs P

(
j ∈AAL

n

)
→ 1. Derfor er det tilstrækkeligt at vise,

at for alle j ′ ∉A, da vil P
(

j ′ ∈AAL
n

)
→ 0.

Vi betragter j ′ ∈AAL
n , således at β̂AL

j ′ 6= 0. Af KKT betingelserne har vi, at

2xT
j ′

(
y−Xβ̂AL

)
=λn ŵ j ′

∣∣∣∣sign
(
β̂AL

j ′
)∣∣∣∣ ,

som er ækvivalent med

2
xT

j ′

(
y−Xβ̂AL

)
p

n
= λnp

n
ŵ j ′ .
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Vi fandt, at λnp
n

ŵ j ′
p→∞. Vi har da, at

2
xT

j ′

(
y−Xβ̂AL

)
p

n
= 2

xT
j ′

(
Xβ∗+ε−Xβ̂AL

)
p

n

= 2
xT

j ′X
(
β∗− β̂AL

)
p

n
+2

xT
j ′εp
n

= 2
xT

j ′X
p

n
(
β∗− β̂AL

)
n

+2
xT

j ′εp
n

.

Af (6.3) og Slutskys sætning A.1, ved vi at 2
xT

j ′X
p

n
(
β∗−β̂AL

)
n konvergerer i fordeling mod en

normalfordeling og 2
xT

j ′εp
n

d→ N
(
0,4‖x j ′‖2σ2

)
. Dermed har vi, at

P
(

j ′ ∈AAL
n

)
≤P

(
2xT

j ′
(
y−Xβ̂AL

)
=λn ŵ j ′

)
→ 0.

6.3 Nonnegative garrote

Nonnegative garrote, som blev præsenteret i afsnit 3.4, finder en mængde af ikke-negative
faktorer ud fra

ĉ = arg min
c∈Rp

‖y−
p∑

j=1
x j β̂

OLS
j c j‖2

2 +λn

p∑
j=1

c j

 , u.h.t. at c j ≥ 0 for alle j . (6.4)

Estimaterne for nonnegative garrote er da givet ved β̂NG
j = ĉ j β̂

OLS
j . Nonnegative garrote er

tæt relateret til et specialtilfælde af adaptive lasso. Antag γ = 1 og vælg ŵ = 1
|β̂OLS| , da løser

adaptive lasso følgende optimeringsproblem

β̂AL = arg min
β∈Rp

‖y−
p∑

j=1
x jβ j‖2

2 +λn

p∑
j=1

|β j |
|β̂OLS

j |

 (6.5)

Da ĉ j =
β̂NG

j

β̂OLS
j

, kan (6.4) omskrives til

β̂NG = arg min
β∈Rp

‖y−
p∑

j=1
x jβ j‖2

2 +λn

p∑
j=1

|β j |
|β̂OLS

j |

 , u.h.t. at β j β̂
OLS
j ≥ 0 for alle j .

Dermed kan nonnegative garrote betragtes som adaptive lasso, hvor γ= 1 og med en ekstra
fortegnsbetingelse.
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KOROLLAR 6.1

Hvis vi vælger λn , således at λnp
n
→ 0 og λn →∞, da er variabeludvælgelsen af nonnega-

tive garrote konsistent.

Bevis. Lad β̂AL være adaptive lasso estimatoren i (6.5). Fra sætning 6.3 ved vi, at β̂AL op-
fylder orakelegenskaberne, hvis λnp

n
→ 0 og λn →∞. For at vise at variabeludvælgelsen af

nonnegative garrote er konsistent, er det tilstrækkeligt at vise, at β̂AL opfylder fortegns-
betingelsen, β j β̂

OLS
j ≥ 0, med en sandsynlighed gående mod 1. Vælg et vilkårligt j . Hvis

j ∈ A, da β̂AL
j β̂OLS

j

p→
(
β∗

j

)2 > 0, dvs P
(
β̂AL

j β̂OLS
j ≥ 0

)
→ 1. Hvis j ∉ A, da P

(
β̂AL

j β̂OLS
j ≥ 0

)
≥

P
(
β̂AL

j = 0
)
→ 1. I begge tilfælde vil P

(
β̂AL

j β̂OLS
j ≥ 0

)
→ 1 for ethvert j = 1, . . . , p.
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7

Statistisk inferens

Da klassisk inferens ikke kan anvendes på adaptive procedurer, eftersom udvælgelsen af va-
riable afhænger af data, introducerer vi i dette kapitel teori for inferens af lasso. Kapitlet er
baseret på [Lockhart et al., 2014], [Tibshirani et al., 2016] samt kapitel 6 i [Hastie et al., 2015].

Foruden bootstrap vil vi i den empiriske del betragte kovarians testen samt TG testen. Kovari-
ans testen anvendes for LARS algoritmen med lasso modifikation, mens TG testen anvendes
for LARS algoritmen uden lasso modifikation og lasso modellen med en fast værdi af tuning
parameteren. Teorien for dette er udviklet i nyere tid og er stadig under udvikling. R-pakkerne
covTest og selectiveInference understøtter testene, som beskrives i dette kapitel.

7.1 Kovarians testen

I dette afsnit introduceres en test, der kan tildele p-værdier til prædiktorerne, som er udvalgt
af lasso. Testen er baseret på LARS algoritmen og blev introduceret i [Lockhart et al., 2014].

Betragt det velkendte lineære regressionssetup

y = Xβ+ε, ε∼ N
(
0,σ2In

)
, (7.1)

hvor y er en n×1 vektor med responsvariablen, X er en n×p matrix med prædiktorer og β er
en p ×1 vektor, som skal estimeres.

Vi antager, at søjlerne i X er i generel position, for at sikre at løsningsstien for LARS
algoritmen med lasso modifikationen er entydig (se definition A.3). Vi ønsker, at teste om
prædiktoren, som tilføjes til den aktive mængde i step k, er signifikant. Den aktive mængde
betegner somsagt prædiktorerne med ikke-nul koefficienter, og vi lader λk betegne k’te step i
løsningsstien. Lad Ak−1 betegne den aktive mængde i step k −1 inden prædiktoren tilføjes,
og lad β̃lasso

Ak−1

(
λk+1

)
være løsningen i λk+1 ved kun at anvende prædiktorerne i Ak−1. Denne

løsning er eksplicit givet ved

β̃lasso
Ak−1

(
λk+1

)= arg min
βAk−1

∈R|Ak−1 |

{∥∥∥y−XAk−1
βAk−1

∥∥∥2

2
+λk+1

∥∥∥βAk−1

∥∥∥
1

}
,

hvor XAk−1
er en matrix, der består af de søjler i X, som svarer til prædiktorerne i Ak−1. Lad

β̂lasso
(
λk+1

)
betegne løsningen i λk+1 ud fra prædiktorerne i Ak−1 ∪

{
j
}
. Da kan vi definere

teststørrelsen af kovarians testen

T cov
k = 1

σ2

(〈
y,Xβ̂lasso (

λk+1
)〉−

〈
y,XAk−1

β̃lasso
Ak−1

(
λk+1

)〉)
. (7.2)
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Intuitivt er teststørrelsen af kovarians testen i (7.2) en funktion af differensen mellem Xβ̂lasso

og XAk−1
β̃lasso
Ak−1

, dvs de fittede værdier givet ved at inkludere og undlade j ’te prædiktor i den
nuværende aktive mængde. Navnet af testen kommer af, at tælleren i (7.2) kan betragtes
som differensen mellem empiriske (ikke-centreret) kovarianser og et lille led. 1 Desto større
kovarians af y og Xβ̂lasso sammenlignet med XAk−1

β̃lasso
Ak−1

, desto vigtigere er j ’te prædiktor i

modellen Ak−1 ∪
{

j
}
.

Under nulhypotesen at lasso modellen med den aktive mængde Ak−1 indeholder alle
sande aktive variable, dvs H0 : Ak−1 ⊇ supp

(
β∗)

(se definition A.5), hvor β∗ er den sande
koefficientvektor, da har teststørrelsen i (7.2) en asymptotisk standard eksponentiel fordeling

T cov
k

d→ Exp(1) .

Vi henviser til s. 425-441 i [Lockhart et al., 2014], hvor resultatet bevises. Hvis σ2 er ukendt,
kan den estimeres under den fulde model σ̂2 = 1

n−p SSRp . Dette indsættes i (7.2), og ekspo-
nential testen bliver en eksakt F2,n−p test.

Diabetes data: For diabetes data ønsker vi at udregne p-værdien for prædiktoren hdl,
som tilføjes til den aktive mængde i fjerde step af LARS algoritmen (se figur 7.1). Da skal vi

udregne kovariansen i λ5, der er givet ved
〈

y,Xβ̂lasso
(
λ5

)〉
. Herefter fjernes prædiktoren hdl,

hvilket giver den aktive mængde A3, vi refitter i λ5 og udregner igen kovariansen i λ5, der er

givet ved
〈

y,XA3
β̃lasso
A3

(
λ5

)〉
. Teststørrelsen af kovarians testen er da givet ved

T cov
4 = 1

σ2

(〈
y,Xβ̂lasso (

λ5
)〉−

〈
y,XA3

β̃lasso
A3

(
λ5

)〉)
.
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Figur 7.1: Illustration af kovarians testen for prædiktoren hdl.

1Lad y = y − µ + µ med µ = Xβ∗, da kan tælleren af (7.2) omskrives T cov
k =

〈
y−µ,Xβ̂lasso (

λk+1
)〉 −〈

y−µ,XAk−1
β̃lasso
Ak−1

(
λk+1

)〉+
〈
µ,Xβ̂lasso (

λk+1
)−XAk−1

β̃lasso
Ak−1

(
λk+1

)〉
. De første to led er empiriske kovarian-

ser og det sidste led er typisk lille.
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Resultatet af kovarians testen anvendt på diabetes data er givet i tabel 7.1. Nulhypotesen
afvises for bmi, ltg, map og hdl, som tilføjes til den aktive mængde i step 1-4, hvilket betyder,
at disse prædiktorer er signifikante. For de resterende prædiktorer kan nulhypotesen ikke
afvises. J

Prædiktor Cov test p-værdi

bmi 9.0612 0.0000
ltg 50.9187 0.0000
map 5.5886 0.0040
hdl 5.9933 0.0027
sex 4.8039 0.0086
glu 0.1593 0.8528
tc 3.2848 0.0384
tch 0.6153 0.5409
ltg 0.1639 0.8489
age 0.0150 0.9851

Tabel 7.1: Kovarians testen for LARS algoritmen med lasso modifikation for diabetes data. Vi
har, at σ̂2 = 54.0975 og nulfordelingen F2,432.

Kovarians testen er det naturlige analog til resultaterne for frihedsgrader for lasso og
LARS. Som nævnt tidligere har lasso med k ikke-nul koefficienter k frihedsgrader, mens
LARS anvender en frihedsgrad for hvert step. Kovarians testen har middelværdi lig en, som
er antallet af frihedsgrader per trin. Hermed kan man sige at Exp(1) fordelingen svarer til χ2

1
fordelingen for adaptive procedurer.

7.2 Inferens baseret på polyeder lemmaet

Variabeludvælgelsen af LARS og lasso kan karakteriseres som et polyeder jævnfør [Tibshirani
et al., 2016], og derfor vil vi i dette afsnit betragte polyeder lemmaet, hvorudfra vi udfører
inferens. Lad os antage

y ∼ N
(
µ,Σ

)
,

hvorµ er en ukendt n×1 vektor ogΣ er en kendt n×n matrix. Dette generaliserer vores setup
i (7.1). Betragt et polyeder

P = {
y : Γy ≥ u

}
,

hvor Γ er en m ×n matrix, u er en m ×1 vektor og uligheden skal fortolkes elementvis.
Lad η være en n ×1 vektor, da er målet at lave inferens om ηTµ givet y ∈P . Vi betragter

nulhypotesen H0 :ηTµ= 0 givet y ∈P . For η=
(
X+
Ak

)T
ek , hvor XAk

er en matrix, der består af

de søjler i X, som svarer til prædiktorerne i Ak ,
(
X+
Ak

)
=

(
XT
Ak

XAk

)−1
XT
Ak

er den pseudoinverse

af XAk
og ek er k’te standard enhedsvektor, har vi, at

ηTµ= eT
k X+

Ak
µ= eT

k

(
XT
Ak

XAk

)−1
XT
Ak

XAk
β=βk , (7.3)
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og nulhypotesen svarer derfor til at teste om koefficienten af den sidst tilføjede variabel, i
regressionen af µ på XAk

, er lig 0.
Nedenfor gives en alternativ repræsentation af P .

LEMMA 7.1: POLYEDER LEMMA

For ethvert Σ og η hvor ηTΣη 6= 0, gælder der, at

Γy ≥ u ⇐⇒ V− (
y
)≤ηT y ≤V+ (

y
)

, V0 (
y
)≤ 0, (7.4)

hvor

V− (
y
)= max

j :ρ j>0

u j −
(
Γy

)
j +ρ jη

T y

ρ j
, (7.5)

V+ (
y
)= min

j :ρ j<0

u j −
(
Γy

)
j +ρ jη

T y

ρ j
, (7.6)

V0 (
y
)= max

j :ρ j=0
u j −

(
Γy

)
j , (7.7)

og ρ = ΓΣη

ηTΣη
. Yderligere er ηT y og

(
V− (

y
)

,V+ (
y
)

,V0
(
y
))

uafhængige.

Bevis. Omskriv uligheden Γy ≥ u

Γ

ΣηηT

ηTΣη
y+

(
In − Σηη

T

ηTΣη

)
y

≥ u.

Lad ρ = ΓΣη

ηTΣη
, da fås, at

ρηT y+Γy−ρηT y ≥ u

ρηT y ≥ u−Γy+ρηT y,

som kan udtrykkes som

ηT y ≥
u j −

(
Γy

)
j +ρ jη

T y

ρ j
, for ρ j > 0,

ηT y ≤
u j −

(
Γy

)
j +ρ jη

T y

ρ j
, for ρ j < 0,

0 ≥ u j −
(
Γy

)
j , for ρ j < 0,

eller

ηT y ≥V− (
y
)= max

j :ρ j>0

u j −
(
Γy

)
j +ρ jη

T y

ρ j
,

ηT y ≤V+ (
y
)= min

j :ρ j<0

u j −
(
Γy

)
j +ρ jη

T y

ρ j
,

0 ≥V0 (
y
)= max

j :ρ j=0
u j −

(
Γy

)
j .
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Uafhængigheden mellem
(
V− (

y
)

,V+ (
y
)

,V0
(
y
))

og ηT y, kommer af, at V−,V+ og V0 er

funktioner af y− ΣηηT y
ηTΣη

, som under antagelsen y ∼ N
(
µ,Σ

)
er uafhængig af ηT y.

Resultatet i (7.4) er deterministisk og gælder for alle y. Kun uafhængighedsresultatet afhæn-
ger af normaliteten af y. Se figur 7.2 for en geometrisk illustration af lemmaet. Intuitivt kan
resultatet forklares som følgende, hvor vi antager for nemheds skyld, at Σ = In . Først de-

komponeres y = Pηy+Pη⊥y, hvor Pηy = ηηT y
‖η‖2

2
er projektionen af y langs η og Pη⊥y = y−Pηy

er projektionen på det ortogonale komplement af η. Vi kan betragte y som en afvigelse fra
Pη⊥y af størrelsen ηT y langs linjen bestemt af η. Størrelserne V− og V+ bestemmer, hvor
langt vi kan afvige på hver side af Pη⊥y, inden y forlader polyederet, hvoraf vi får uligheden
V− ≤ ηT y ≤ V+. Nogle flader af polyederet kan være perfekt justeret med η, dvs deres nor-
malvektorer kan være ortogonale med η. Dette kan tjekkes ud fra V0 ved at y ligger på den
rigtige side af disse flader.

Pη⊥y

Pηy

η

ηT y

y

V− (
y
)

V+ (
y
)

{
Γy ≥ u

}
Figur 7.2: Illustration af polyeder lemmaet for p = 2. For simplicitet antages at Σ = In . Det
blå område er polyederet

{
y : Γy ≥ u

}
. Ved at dekomponere y til dens projektion på η og dens

projektion på det ortogonale komplement af η, ses at Γy ≥ u er opfyldt, hvis og kun hvis
ηT y ikke afviger for langt fra Pη⊥y, dvs den skal fastholdes imellem grænserne V− og V+.
Yderligere er grænserne V− og V+ kun funktioner af Pη⊥y, derfor er de uafhængige af ηT y
under normalitet.

Af lemma 7.1 kan fordelingen af enhver lineær funktion ηT y givet Γy ≥ u skrives som
følgende betinget fordeling

ηT y
∣∣V− (

y
)≤ηT y ≤V+ (

y
)

, V0 (
y
)≤ 0.

Da ηT y er normalfordelt, er ovenstående trunkeret normalfordelt.
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LEMMA 7.2

LadΦ (x) betegne fordelingsfunktionen af en standard normalfordeling, da er fordelings-
funktionen af en trunkeret normalfordelt stokastisk variabel med middelværdiµ og varians
σ2 indenfor intervallet

[
a,b

]
givet ved

F [a,b]
µ,σ2 (x) =

Φ
(

x−µ
σ

)
−Φ

(
a−µ
σ

)
Φ

(
b−µ
σ

)
−Φ

(
a−µ
σ

) .

Hvis ηTΣη 6= 0, da er F [V−,V+]
ηTµ,ηTΣη

(
ηT y

)
givet Γy ≥ u en standard uniform fordeling, dvs

P

(
F [V−,V+]
ηTµ,ηTΣη

(
ηT y

)
≤α ∣∣Γy ≥ u

)
=α,

for ethvert 0 ≤α≤ 1, hvor V− og V+ er defineret i (7.5) samt (7.6).

Bevis. Hvis Z ∼ N
(
µ,σ2

)
og trunkeret i intervallet

[
a,b

]
og F [a,b]

µ,σ2

(
Z

)
er dens fordelingsfunk-

tion, da er F [a,b]
µ,σ2

(
Z

)∼ unif
(
0,1

)
. Heraf følger det, at

P

(
F [a,b]
ηTµ,ηTΣη

(
ηT y

)
≤α ∣∣ηL ≤η≤ηU

)
=α,

for ethvert 0 ≤ α ≤ 1 og faste grænser ηL , ηU . Hvis vi integrerer over V− = ηL , V+ = ηU og

V0 ≤ 0 og anvender, at ηT y og
(
V− (

y
)

,V+ (
y
)

,V0
(
y
))

er uafhængige fra lemma 7.1, får vi

resultatet i lemma 7.2.

Lemma 7.2 anvendes til at lave betinget inferens af enhver lineær funktion ηTµ. Vi kan ud-
regne p-værdier for nulhypotesen H0 :ηTµ= 0 og tilhørende betingede konfidensintervaller
for ηTµ.

Herefter betragtes enkelt- og dobbeltsidet inferens.

LEMMA 7.3: ENKELTSIDET BETINGET INFERENS EFTER VARIABELUDVÆLGELSEN

Givet ηTΣη 6= 0, antag at vi vil teste

H0 :ηTµ= 0 imod H1 :ηTµ> 0.

Definer teststørrelsen

T = 1−F [V−,V+]
0,ηTΣη

(
ηT y

)
, (7.8)

hvor fordelingsfunktionen af ηT y ∼ N
(
0,ηTΣη

)
i intervallet

[
V−,V+]

er givet i lemma 7.2.

Teststørrelsen T er da p-værdien for H0 givet Γy ≥ u

PηTµ=0

(
T ≤α ∣∣Γy ≥ u

)
=α, (7.9)
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for ethvert 0 ≤α≤ 1. Endvidere, definer δα ved

1−F [V−,V+]
δα,ηTΣη

(
ηT y

)
=α. (7.10)

Da er I = [δα,∞) et enkeltsidet konfidensinterval for ηTµ givet Γy ≥ u

P
(
ηTµ≥ δα

∣∣Γy ≥ u
)
= 1−α. (7.11)

Vi har styrke imod den enkeltsidede alternativ hypotese H1 :ηTµ> 0, da 1−F [a,b]
µ,σ2 (x), evalue-

ret i ethvert fast punkt x, er monotont stigende i µ. Dette gælder også for konfidensintervallet
i (7.10) og (7.11). Herefter betragtes dobbeltsidet inferens.

LEMMA 7.4: DOBBELTSIDET BETINGET INFERENS EFTER VARIABELUDVÆLGELSEN

Givet ηTΣη 6= 0, antag at vi vil teste

H0 :ηTµ= 0 imod H1 :ηTµ 6= 0.

Definer teststørrelsen

T = 2 ·min

{
F [V−,V+]

0,ηTΣη

(
ηT y

)
,1−F [V−,V+]

0,ηTΣη

(
ηT y

)}
, (7.12)

hvor fordelingsfunktionen af ηT y ∼ N
(
0,ηTΣη

)
i intervallet

[
V−,V+]

er givet i lemma 7.2.

Teststørrelsen T er da p-værdien for H0 givet Γy ≥ u

PηTµ=0

(
T ≤α ∣∣Γy ≥ u

)
=α, (7.13)

for ethvert 0 ≤α≤ 1. Definer δ α
2

,δ1− α
2

som opfylder, at

1−F [V−,V+]
δ α

2
,ηTΣη

(
ηT y

)
= α

2
, (7.14)

1−F [V−,V+]
δ1− α

2
,ηTΣη

(
ηT y

)
= 1− α

2
. (7.15)

Da gælder, at

P
(
δ α

2
≤ηTµ≤ δ1− α

2

∣∣Γy ≥ u
)
= 1−α. (7.16)

Teststørrelsen i (7.12), defineret som 2 gange minimum af fordelingsfunktionen og overle-
velsesfunktionen, har styrke imod den alternative hypotese H1 : ηTµ 6= 0. Beviset for dens
fordeling under nulhypotesen i (7.13) kommer af, at hvis U følger en standard uniform for-
deling, da gør 2 ·min

{
U ,1−U

}
også. Konstruktionen af konfidensintervallet i (7.14), (7.15)

og (7.16) anvender igen monotonicitet af en trunkeret normal overlevelsesfunktion i den
underliggende middelværdi parameter.
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7.2.1 TG testen

Vi antager, at kolonnerne af X er i general position, således at løsningsstierne for LARS og
lasso er entydige [Tibshirani, 2013]. Givet antallet af trin k, da kan vi let udregne betingede
p-værdier og konfidensintervaller, efter vi har konstrueret matricen Γ for henholdsvis LARS
eller lasso. Lad os teste nulhypotesen H0 : ηTµ= 0, hvor η er arbitrær.

Som specificeret i lemma 7.1 udregnes størrelserne

V− (
y
)= max

j :ρ j>0

−(
Γy

)
j

ρ j
+ηT y = max

j :(Γη) j>0
−(
Γy

)
j ·

‖η‖2
2(

Γη
)

j

+ηT y,

V+ (
y
)= min

j :(Γη) j<0
−(
Γy

)
j ·

‖η‖2
2(

Γη
)

j

+ηT y.

For at teste imod en enkeltsidet alternativ hypotese H1 : ηTµ> 0, defineres teststørrelsen

T tg
k = 1−F [V−,V+]

0,σ2‖η‖2
2

(
ηT y

)
=
Φ

(
V+

σ‖η‖2

)
−Φ

(
ηT y
σ‖η‖2

)
Φ

(
V+

σ‖η‖2

)
−Φ

(
V−

σ‖η‖2

) .

Af lemma 7.3 giver dette p-værdien givet udvælgelsen, dvs

PηTµ=0

(
T tg

k ≤α ∣∣Âk
(
y
)=Ak , ŝAk

(
y
)= sAk

)
=α, (7.17)

for ethvert 0 ≤α≤ 1. Vi definer δα ved 1−F [V−V+]
δα,σ2‖η‖2

2

(
ηT y

)
=α. Vi lader Ik = [δα,∞), hvoraf vi

får et enkeltsidet konfidensinterval

P
(
ηTµ ∈ Ik

∣∣Âk
(
y
)=Ak , ŝAk

(
y
)= sAk

)
= 1−α. (7.18)

For at teste imod en dobbeltsidet alternativ hypotese H1 : ηTµ 6= 0, betragtes teststørrelsen

T TG
k = 2 ·min

{
T tg

k ,1−T tg
k

}
.

Af lemma 7.4 fås samme resultaterne i (7.17) og (7.18), men hvor T tg
k erstattes med T TG

k og Ik

erstattes med I ′k =
[
δ α

2
,δ1− α

2

]
.

For η=
(
X+
Ak

)T
ek er det enkeltsidede setup givet ved H0 :ηTµ= 0 og H1 :ηTµ> 0, som

ikke giver mening, da der ikke er grund til at tro at k’te regressionskoefficient eT
k X+

Ak
µ skal

være positiv. Definer istedet η = sk

(
X+
Ak

)T
ek , hvor sk er fortegnet af k’te variabel når den

medtages i LARS eller lasso modellen, da er nulhypotesen H0 : sk eT
k X+

Ak
µ= 0 uændret, men

den alternative hypotese H1 : sk eT
k X+

Ak
µ > 0 har nu en konkret fortolkning. Den siger, at

regressionskoefficienten af den sidst valgte variabel er ikke-nul og har samme fortegn som
koefficienten i den fittede model.

MAOK10 5.219 62



8

Metoder til valg af model

I dette kapitel vil vi redegøre for nogle metoder, som anvendes til at udvælge den “bedste”
model. Vi er interesseret i en model, der er god til at prædiktere, og som ikke er for kompleks.

Datasættet opdeles i en træningsmængde og en testmængde. Observationerne i trænings-
mængden betragtes som in-sample observationer og anvendes primært til at identificere
modellen og estimere parametrene. Observationerne i testmængden betragtes som out-of-
sample observationer og anvendes til at vurdere modellen.

8.1 In-sample metoder

For faktor modellen skal vi bestemme antallet af faktorer, mens vi for lasso og dens generali-
seringer skal estimere tuning parameteren.

8.1.1 Valg af antal faktorer

Antallet af faktorer kan bestemmes ud fra nogle informationskriterier foreslået af [Bai & Ng,
2002], som er givet ved

IC1
(
k
)= lnV

(
k, F̂

)
+k

p +T

pT
ln

(
pT

p +T

)
, (8.1)

IC2
(
k
)= lnV

(
k, F̂

)
+k

p +T

pT
ln

(
min

{
p,T

})
, (8.2)

IC3
(
k
)= lnV

(
k, F̂

)
+k

ln
(
min

{
p,T

})
min

{
p,T

} , (8.3)

hvor V
(
k, F̂

)
er givet i (2.3), men nu som en funktion af F̂ og k, hvor 0 < k < kmax er antallet

af faktorer, dvs

V
(
k, F̂

)
= (

pT
)−1

p∑
j=1

T∑
t=1

(
x j t −λ j F̂t

)2
.

Informationskriterierne giver konsistent estimation af antallet af faktorer i faktor modellen.
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8.1.2 Valg af tuning parameter

I dette underafsnit introduceres to metoder til at estimere tuning parameteren i lasso model-
len og den generaliseringer, nemlig krydsvalidering og BIC. Krydsvalidering finder modellen
med mindst prædiktionsfejl, mens BIC vælger den model, som giver det bedste fit i forhold
til modellens kompleksitet.

Krydsvalidering

Dette afsnit er baseret på s. 178-186 i [James et al., 2013].
En k-fold krydsvalidering opdeler tilfældigt observationerne i k grupper, som er tilnær-

melsesvis af samme størrelse. Én af disse grupper anvendes som valideringsmængde, og
de resterende k −1 grupper betragtes som træningsmængde. En regressionsmodel fittes på
træningsmængden, hvorfra den gennemsnitlige kvadrerede fejl findes ud fra validerings-
mængden, hvilket giver MSE1. Denne procedure gentages k gange, således at hver grup-
pe betragtes som valideringsmængde. Dette resulterer i k estimater af prædiktionsfejlen
MSE1,MSE2, . . . ,MSEk . Estimatet for k-fold krydsvalidering er da givet ved

CVk = 1

k

k∑
i=1

MSEi . (8.4)

Oftest er k = 5 eller k = 10. Figur 8.1 illustrerer en 5-fold krydsvalidering.

1 2 3 4 5

Træning Træning Validering Træning Træning

Figur 8.1: 5-fold krydsvalidering. I dette tilfælde fittes modellen i første, anden, fjerde og femte
gruppe af data og udregner prædiktionsfejlen af den fittede model for tredje gruppe.

Et k-fold krydsvalidering har en lav varians, da (8.4) tager det gennemsnitlige output af
k fittede modeller, som har en lav korrelation, siden vi har et relativt lille overlap mellem
træningsmængderne i hver model. Bias kunne være et problem i forhold til hvordan vi vælger
vores træningsmængde. Hvis vi ikke har nok observationer i træningsmængden vil k-fold
krydsvalidering have høj bias. Derfor er der også en bias-variance trade-off med valget af k.
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BIC

Tuning parameteren kan også vælges ud fra Bayes informationskriteriet. Vi betragter dens
skalerede version.

DEFINITION 8.1: BAYES INFORMATIONSKRITERIET (BIC)

BIC = −2 ̂̀
T

+ p logT

T
,

hvor ̂̀er den maksimerede log-likehood, p er antallet af parametre og T er antallet af
observationer i træningsmængden.

Modellen med den laveste BIC vælges, da det indikerer, at modellen giver en god tilnærmelse
af data i forhold til modellens kompleksitet.

Lad fejlledene være uafhængige og normalfordelte, da er maksimum likelihood estimato-
ren for variansen defineret som

σ̂2
p = 1

T

T∑
t=1

yt −
p∑

j=1
xt jβ j

2

,

og BIC kan omskrives til

BIC = log σ̂2
p + p logT

T
.

8.2 Out-of-sample metoder

I den empiriske del betragter vi en one-step-ahead prædiktion, hvor estimeringsvinduet
udvides med én observeret observation per prædiktion. For at vurdere en models prædiktion
betragtes den gennemsnitlige absolutte fejl (MAE) og den gennemsnitlige kvadrerede fejl
(MSE)

MAE = 1

T

T∑
t=1

∣∣yt − ŷt
∣∣ , (8.5)

MSE = 1

T

T∑
t=1

(
yt − ŷt

)2 , (8.6)

hvor T er antallet af observationer i testmængden, yt er observationen til tid t og ŷt er
prædiktionen af yt . MAE og MSE kan betragtes som tabsfunktioner, da de måler en afvigelse
fra de observerede værdier. Tabsfunktionerne vil være lig 0 for en perfekt prædiktion, og ellers
vil de have en positiv værdi, derfor foretrækkes modeller med lav MAE eller MSE.

Ud fra tabsfunktionerne kan vi betragte en gennemsnitlig tabs ratio mellem en given
model og benchmark modellen, som er givet ved

RMAE = MAEAlternativ

MAEBenchmark
RMSE = MSEAlternativ

MSEBenchmark
. (8.7)
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Hvis en gennemsnitlig tabs ratio er mindre end 1, da er den alternative model bedre end
benchmark modellen og omvendt hvis værdien er større end 1. Derudover vil vi betragte en
rullende gennemsnitligt tabs ratio, som vi betegner RMAE

t og RMSE
t , for at vurdere modellernes

prædiktion fra observation til observation.
Foruden MAE og MSE betragtes Diebold-Mariano testen samt model confidence set (MCS)

proceduren. Diebold-Mariano testen kan anvendes til at teste om én model er signifikant
bedre end en anden model, mens MCS proceduren identificerer en mængde af modeller,
som er signifikant bedre end de øvrige modeller, men ikke signifikant bedre end de øvrige
modeller i mængden. Nedenfor introduceres kort Diebold-Mariano testen samt den generelle
teori for MCS.

8.2.1 Diebold-Mariano test

Prædiktionen af to potentielle modeller kan testes imod hinanden med Diebold-Mariano
(DM) testen [Diebold & Mariano, 1995]. Lad ŷi ,t og ŷ j ,t være i ’te og j ’te models prædiktion af
yt . Tabet for model i til tid t betragtes ved tabsfunktionerne

L
(
yt , ŷi ,t

)=∣∣yt − ŷi ,t
∣∣ , (8.8)

L
(
yt , ŷi ,t

)= (
yt − ŷi ,t

)2 . (8.9)

Differencen mellem tabsfunktionerne af model i og j er givet ved

di j ,t = L
(
yt , ŷi ,t

)−L
(

yt , ŷ j ,t

)
, t = 1, . . . ,T.

Betragt H0 : E
[

di j ,t

]
= 0 imod HA : E

[
di j ,t

]
6= 0. Teststørrelsen for DM testen er defineret som

DM = d̄i j√
V̂ar

[
d̄i j

] ,

hvor d̄i j = 1
T

∑T
t=1 di j ,t og Var

[
d̄i j

]
≈ 1

T

(
γ0 +2

∑h−1
k=1 γk

)
for h > 1 og Var

[
d̄i j

]
≈ 1

T

(
γ0

)
for

h = 1 og γk = Cov
(
di j ,t ,di j ,t−k

)
. Under H0 er DM teststørrelsen asymptotisk standard nor-

malfordelt.

8.2.2 Model Confidence Set

Dette afsnit er baseret på [Hansen et al., 2011]. MCS proceduren identificerer en mængde af
modeller, hvori den “bedste” model er indeholdt givet et niveau af confidence. I modsætning
til andre modeludvælgelses kriterier, vælger MCS proceduren en mængde af modeller. Hvis
mængden blot indeholder én model, da er modellen signifikant bedre end de øvrige modeller.
Proceduren kræver ikke en benchmark model, da alle modellerne testes imod hinanden.

Vi betragter en endelig mængde af indekser M0 =
{
1, . . . ,m0

}
, hvor hvert indeks svarer til

en model. Lad yt være den observerede værdi til tid t og lad ŷi ,t være i ’te models prædiktion
af yt .
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Tabet for model i til tid t betragtes ved en given tabsfunktion L
(
yt , ŷi ,t

)
, hvor den ab-

solutte og kvadrede fejl igen betragtes, som er givet i (8.8) og (8.9). Differencen mellem
tabsfunktionerne af model i og j er givet ved

di j ,t = L
(
yt , ŷi ,t

)−L
(

yt , ŷ j ,t

)
, i , j ∈M0, t = 1, . . . ,T.

Vi antager, at µi j = E
[

di j ,t

]
er endelig og uafhængig af t for alle i , j ∈ M0. Modellerne

rangeres efter forventet tab, således at model i foretrækkes frem for model j hvis µi j < 0.

DEFINITION 8.2: MÆNGDEN AF SUPERIOR MODELLER

Mængden af superior modeller defineres som

M∗ ≡
{

i ∈M0 :µi j ≤ 0, ∀ j ∈M0

}
.

MCS estimeres ved sekventielt at trimme mængden af potentielle modeller, M0. I hvert step
tester proceduren følgende nulhypotese

H0 :µi j = 0, ∀i , j ∈M,

for en mængde af modeller M⊂M0. Nulhypotesen testes imod den alternative hypotese
HA : µi j 6= 0 for nogle i , j ∈M. Den første test er for den fulde mængde af modeller, dvs
M=M0, hvis H0 afvises, da elimineres den dårligste model fra M. Testen gentages indtil
første gang nulhypotesen ikke kan afvises, og den resterende mængde af modeller er da den
estimerede MCS, M̂∗. Med et fast α, da konstrueres et (1−α)-konfidensmængde, M̂∗

1−α, for
de bedste modeller i M0.

Tests konstrueret fra bootstrap

I dette afsnit introduceres to tests, som er baseret på multiple t-teststørrelser, som findes ud
fra bootstrap. Definer d̄i j = 1

T

∑T
t=1 di j ,t og d̄i . = 1

m

∑
j∈M d̄i j for i , j ∈M, hvor d̄i j måler det

relative empiriske tab mellem model i og j og d̄i . er det empiriske tab af model i relativ til
gennemsnittet af modellerne i M. Herudfra konstrueres t-teststørrelserne

ti j =
d̄i j√

V̂ar
[

d̄i j

] og ti . = d̄i .√
V̂ar

[
d̄i .

] , for i , j ∈M, (8.10)

hvor V̂ar
[

d̄i j

]
and V̂ar

[
d̄i .

]
er estimater af henholdsvis Var

[
d̄i j

]
og Var

[
d̄i .

]
, som findes udfra

bootstrap.
Teststørrelserne er da givet ved

TR = max
i , j∈M

∣∣∣ti j

∣∣∣ og Tmax = max
i∈M

ti . (8.11)
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hvor ti j og ti . er givet i (8.10). Teststørrelserne i (8.11) anvendes til at teste følgende nulhypo-
teser

Hi j :µi j = 0,

Hi . :µi . = 0,

hvor µi j = E
[

d̄i j

]
og µi . = E

[
d̄i .

]
. De asymptotiske fordelinger af disse teststørrelser er ikke-

standard, da de afhænger af støjparametre under både nulhypotesen og den alternative
hypotese.
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9

Data

I den empiriske del anvendes et datasæt sammensat af Michael McCracken, som er hentet
fra Federal Reserve Bank of St. Louis. 1 Datasættet består af månedlige observationer for 128
makroøkonomiske variable i perioden 1. januar 1959 til 1. november 2017 svarende til 707
observationer. Datasættet er givet i appendiks B.

Da 5 variable har et stort antal ikke-observerede værdier fjernes disse fra datasættet.
Herefter transformeres hver variabel med en given transformation foreslået af Michael Mc-
Cracken, således at de bliver stationære. Som følge af disse transformationer opstår nogle
ikke-observerede værdier i starten af hver tidsrække. For at undgå ikke-observerede værdier i
datasættet fjerner vi de første 12 samt de sidste 4 observationer. Det transformerede datasæt
består hermed af 123 variable i perioden 1. januar 1960 til 1. juli 2017 svarende til 691 obser-
vationer. Datasættet repræsenterer en bred vifte af makroøkonomiske variable, som Michael
McCracken har inddelt i 8 grupper:

Gruppe 1: Output og indkomst

Gruppe 2: Arbejdsmarked

Gruppe 3: Bolig

Gruppe 4: Forbrug, ordrer og varebeholdninger

Gruppe 5: Penge og kredit

Gruppe 6: Renter og valutakurser

Gruppe 7: Priser

Gruppe 8: Aktiemarket

Farverne, som illustrerer hver gruppe, vil i analysen indikere, hvilken gruppe variablerne
tilhører. Vi opdeler datasættet i en træningsmængde, som består af 552 observationer fra 1.
januar 1960 til 1. december 2005 og en testmængde, som består af 139 observationer fra 1.
januar 2006 til 1. juli 2017.

En betydningsfuld makroøkonomisk variabel er arbejdsløshedsraten, som vi betragter
som responsvariabel. Arbejdsløshedsraten repræsenterer antallet af ledige i procent af den
samlede arbejdsstyrke. Arbejdsstyrken omfatter personer på 16 år eller derover, som er bo-
siddende i 1 af de 50 stater i USA eller Washington DC. Dermed er arbejdsløshedsraten

1https://research.stlouisfed.org/econ/mccracken/fred-databases/

71

https://research.stlouisfed.org/econ/mccracken/fred-databases/


KAPITEL 9. DATA

en indikation på, hvorvidt ressourcerne udnyttes. En stigende arbejdsløshed kan være for-
bundet med en recession. Arbejdsløshedsraten er sæsonjusteret og inkluderet i gruppen
arbejdsmarked.

På figur 9.1 illustreres arbejdsløshedsraten samt 1. differensen af arbejdsløshedsraten,
som Michael McCracken foreslår for at opnå stationaritet.
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Figur 9.1: Den øverste figur viser arbejdsløshedsraten og den nederste figur illustrerer 1. diffe-
rensen af arbejdsløshedsraten fra 1. januar 1960 til 1. juli 2017.

I de følgende kapitler vil vi betragte de beskrevne modeller i den teoretiske del. Vi centrerer
responsvariablen, og standardiserer prædiktorerne.

MAOK10 5.219 72



10

Benchmark modellen

I dette afsnit vil vi udvælge en benchmark model, hvortil vi betragter en autoregressiv model
(se definition A.6) og faktor modellen. Den autoregressive model er primært inkluderet i
analysen, da vi anvender dens orden, som belæg for hvor mange variable af tidligere værdier
vi senere vil tilføje til de forklarende variable. Vi betragter dog stadig modellen som en
kandidat til benchmark modellen, da den er simpel og kun anvender tidligere værdier af
responsvariablen.

R-koderne, som er anvendt i dette kapitel, er givet i afsnit D.1 og D.2.

10.1 Den autoregressive model

Den autoregressive model af orden p estimeres med OLS, hvor ordenen bestemmes ud fra
BIC. Vi lader p = 1, . . . , pmax, hvor pmax = 12, da vi mener, at arbejdsløshedsraten ikke vil
påvirkes mere end et år tilbage. BIC vælger p = 4 og tabel 10.1 giver estimeringsresultaterne
for en AR(4). 1

ϕ̂1 −0.0162
ϕ̂2 0.1992∗∗∗

ϕ̂3 0.1873∗∗∗

ϕ̂4 0.1686∗∗∗

BIC -3.5651
R2

adj 12.31%

LogLik 211.8617

Tabel 10.1: Estimationsresultater for en AR (4), BIC, justeret R2 og log-likehood. Det opløftede
symbol betegner signifikans ved henholdsvis ∗∗∗0.1%, ∗∗1%, ∗5% og †10%.

Alle koefficienter med undtagelse af ϕ̂1 er signifikante ved et 0.1% niveau. Vi ser også, at
justeret R2 kun er 12.31%, hvilket indikerer, at en autoregressiv model af orden 4 ikke er en
optimal model for arbejdsløshedsraten.

Figur C.1 viser en analyse af de standardiserede residualer for AR(4). Histogrammet og
QQ-plottet indikerer, at residualerne har tungere haler end normalfordelingen. Derudover
observeres få signifikante autokorrelationer. Dette bekræftes i tabel 10.2, som viser skewness,

1For en ARMA(p,q) hvor pmax = 12 og qmax = 12, hvor parametrene estimeres med MLE, vælger BIC også en
AR(4).
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Skewness 0.2666
Kurtosis 1.4773
JB-test 2.535 ·10−13

LB10-test 0

Tabel 10.2: Skewness, excess kurtosis og p-værdier for Jarque-Bera og Ljung-Box testen for de
standardiserede residualer af en AR (4). Vi lader LB10 betegne Ljung-Box testen med lag = 10.
p-værdier < 2.2 ·10−16 sættes til 0.

excess kurtosis og p-værdier for Jarque-Bera og Ljung-Box testen (se definition A.7 og A.8)
for de standardiserede residualer. Vi ser, at skewness og kurtosis er positive, JB testen afviser
nulhypotesen om normalitet og LB testen afviser, at de første 10 autokorrelationer er nul.

Arbejdsløshedsraten prædikteres som nævnt one-step-ahead, hvor estimeringsvinduet
udvides med én observeret observation per prædiktion. Figur 10.1 viser arbejdsløshedsraten
og den prædikterede arbejdsløshedsrate. Heraf ses, at modellen ikke fanger udsvingene,
hvilket igen tyder på, at det ikke er en særlig god model for arbejdsløshedsraten. Vi finder, at
MAE er lig 0.1312 og MSE er lig 0.0272.
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Figur 10.1: Arbejdsløshedsraten og prædiktionen af arbejdsløshedsraten med en AR (4).
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10.2 Faktor modellen

Parametrene i faktor modellen estimeres ud fra følgende procedure:

1. Estimér k faktorer for k = 1, . . . ,kmax, hvor kmax = 20.

2. Vælg k ud fra informationskriterierne givet i (8.1)-(8.3).

3. Lad Ẑ =
(
F̂

T
ωT

)T
være en

(
k +m

)×T matrix, hvor F̂ er en T × k matrix af estime-

rede faktorer og ω er en T ×m matrix af laggede værdier af arbejdsløshedsraten. Vi
lader m = 4, da den autoregressive model valgte en orden på 4. Dette medfører nogle
uobserverede værdier i starten, og derfor fjernes de første 4 rækker i Ẑ.

4. Estimér parametrene β̂=
(
β̂T

F β̂
T
ω

)T
med OLS.

Tabel 10.3 viser antallet af faktorer, værdien af informationskriteriet, justeret R2 samt
log-likelihood for hver af de tre informationskriterier.

Faktor model (IC1)

Værdi IC1 R2
adj LogLik

k 6 −0.3519 15.79% 224.3621

Faktor model (IC2)

Værdi IC2 R2
adj LogLik

k 11 −0.5314 16.85% 230.3414

Faktor model (IC3)

Værdi IC3 R2
adj LogLik

k 20 −0.6931 17.87% 238.3753

Tabel 10.3: Antal faktorer, værdien af informationskriteriet, justeret R2 samt log-likehood for
faktormodellerne valgt ud fra IC1, IC2 og IC3, som betegnes faktor model (IC1), faktor model
(IC2) og faktor model (IC3).

Vi observerer, at IC1 vælger den mindst komplekse model, da den vælger det færreste
antal faktorer, mens IC3 vælger det maksimale antal faktorer. 2

Figur C.2 og C.3 viser en analyse af de standardiserede residualer for faktor modellerne.
Af QQ-plottet ses, at residualerne har tungere haler end normalfordelingen, som bekræftes
i tabel 10.4, hvor JB testens nulhypotese om normalitet afvises. LB testen i lag 10 kan ikke
afvise, at residualerne er ukorreleret.

Tabel 10.5 viser MAE og MSE for faktor modellernes prædiktion. Heraf ses at faktor model
(IC2) har mindst MAE og MSE.

Figur 10.2 viser arbejdsløshedsraten og den prædikterede arbejdsløshedsrate med faktor
model (IC2).

2For kmax = 50 vælger IC3 stadig det maksimale antal faktorer. Da k < kmax betragtes faktor modellen valgt ud
fra IC3 ikke.
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Faktor model (IC1) Faktor model (IC2)

Skewness 0.0444 −0.0418
Kurtosis 0.5768 0.4612
JB-test 0.0172 0.0712
LB10-test 0.729 0.4637

Tabel 10.4: Skewness, excess kurtosis, p-værdier for Jarque-Bera og Ljung-Box testen for de
standardiserede residualer fra faktor modellerne valgt ud fra IC1 og IC2. Vi lader LB10 betegne
Ljung-Box testen med lag = 10.

Faktor model (IC1) Faktor model (IC2)

MAE 0.1190 0.1111
MSE 0.0221 0.0187

Tabel 10.5: MAE og MSE for faktormodellerne valgt ud fra IC1 og IC2.
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Figur 10.2: Arbejdsløshedsraten og prædiktionen af arbejdsløshedsraten med faktor model
(IC2).

Vi vælger faktor model (IC2) som benchmark model, da den har mindst MAE og MSE og
størst justeret R2 sammenlignet med AR(4) og faktor model (IC1).
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Lasso modellen og dens generaliseringer

Da den autoregressive model valgte en orden på 4 tilføjes som nævnt 4 variable med tidligere
værdier af arbejdsløshedsraten til de øvrige 122 variable. Dette introducerer nogle uobser-
verede værdier, og derfor fjernes de første 4 observationer af hver tidsrække. De tilføjede
tidsrækker inkluderes i gruppe 2, hvor også arbejdsløshedsraten er inkluderet (se appendiks
C). I dette kapitel betragter vi derfor 126 variable og en træningsmængde fra 1. maj 1960 til 1.
december 2005 svarende til 548 observationer.

Lasso problemet og dens generaliseringer kan løses med coordinate descent algoritmen
og LARS algoritmen. Vi vil anvende coordinate descent algoritmen til at løse lasso, ridge
regression, elastisk net, group lasso og adaptive lasso med henholdsvis OLS og lasso vægte,
mens LARS algoritmen anvendes til at løse lasso. Da LARS algoritmen er en variabeludvæl-
gelsesmetode, betragtes den også som en model. Selvom LARS algoritmen ikke er en af
generaliseringerne af lasso, er den stadig inkluderet i dette kapitel, og derfor vil lasso og dens
generaliseringer også referere til LARS algoritmen.

11.1 Coordinate descent

I dette afsnit vil vi finde den optimale model for lasso og dens generaliseringer ud fra coordi-
nate descent. For lasso, ridge regression, elastisk net og adaptive lasso anvendes funktionen
glmnet fra R-pakken af samme navn. Funktionen genererer en følge med 100 værdier af λ og
fitter en model til hver af disse med maksimum likelihood estimation. For group lasso har vi
anvendt funktionen gglasso fra R-pakken med samme navn. Funktionen genererer også en
følge med 100 værdier af λ, men anvender i stedet algoritmen block coordinate descent. Her
anvendes kvadratroden af gruppens størrelse som straffaktor, som anbefales af [Yuan & Lin,
2006]. Funktionen kræver, at variablerne er opdelt i grupper, hvortil vi betragter grupperne,
som er forslået af Michael McCracken, som ses i appendiks B.

For at finde den optimale model anvendes krydsvalidering og BIC til at estimere tuning
parameteren λ. Bemærk at for elastisk net og adaptive lasso har vi to tuning parametre, som
skal estimeres. For elastisk net betragtes tuning parmetrene α og λ. Vi vælger en følge af 10
værdier af α, hvor α ∈ [

0,1
]
. For hvert α findes λα ud fra krydsvalidering og BIC. Dette giver

en følge af 10 værdier af λα, hvorfra vi finder den optimale λ ∈λα. Tilsvarende for adaptive
lasso, hvor vi betragter tuning parametrene γ og λ. Her lader vi γ være lig 0.5, 1 og 2, som
forslået af [Zou, 2006], og følger samme procedure. For adaptive lasso betragtes OLS og lasso
vægte, og dermed vil adaptive lasso med lasso vægte kun betragte variablerne udvalgt af
lasso.

77



KAPITEL 11. LASSO MODELLEN OG DENS GENERALISERINGER

I kapitel 7 introduceres TG testen, som udfører inferens i lasso modellen for en fast

værdi af tuning parameteren. Vi lader η = sk

(
X+
Ak

)T
ek , således at nulhypotesen svarer til,

at teste om koefficienten af den sidst tilføjede variabel er lig 0. Hertil anvendes funktionen
fixedLassoInf fra R-pakken selectiveInference, som udregner p-værdier og konfidens-
intervaller for lasso estimatet. Funktionen kan kun anvendes for lasso modellen og ikke dens
generaliseringer. R-koden for dette afsnit er givet i D.3.

11.1.1 Krydsvalidering

Funktionerne cv.glmnet og cv.gglasso fra pakkerne glmnet og gglasso udfører 10-fold
krydsvalidering. Figur 11.1 illustrerer den gennemsnitlige krydsvalideringsfejl samt øvre
og nedre standardafvigelse for hver værdi af log

(
λ
)

for lasso og dens generaliseringer. De
to lodrette stiplede linjer indikerer λmin og λ1sd, hvor λmin er værdien af λ, som giver den
mindste gennemsnitlige krydsvalideringsfejl og λ1sd er den største værdi af λ, således at
fejlen er indenfor en standardafvigelse af minimum. For elastisk net finder vi, at α= 1 giver
den mindste krydsvalideringsfejl, som svarer til lasso modellen og derfor betragter vi ikke
elastisk net i dette afsnit. For adaptive lasso med OLS og lasso vægte finder vi, at γ= 0.5 giver
den mindste krydsvalideringsfejl.

For at give et bedre overblik giver tabel 11.1 værdierne af log
(
λmin

)
og log

(
λ1sd

)
, den

gennemsnitlige krydsvalideringsfejl, antallet af parametre, justeret R2 og log-likelihood for
lasso og dens generaliseringer.

Lasso (CV) Ridge regression (CV)

log
(
λ
)

MSE p R2
adj LogLik log

(
λ
)

MSE p R2
adj LogLik

λmin −6.6361 0.0019 28 94.52% 983.956 λmin −4.3800 0.0045 126 93.96% 1014.633
λ1sd −5.7057 0.0020 14 94.46% 973.765 λ1sd −4.1939 0.0047 126 93.96 % 1014.633

Group lasso (CV) Adap. lasso m. OLS vægte (CV)

log
(
λ
)

MSE p R2
adj LogLik log

(
λ
)

MSE p R2
adj LogLik

λmin −8.2644 0.0022 126 93.96% 1014.633 λmin −5.1333 0.0018 5 94.44% 968.274
λ1sd −7.6365 0.0023 119 94.03% 1013.333 λ1sd −3.4586 0.0019 2 94.28% 959.0402

Adap. lasso m. lasso vægte (CV)

log
(
λ
)

MSE p R2
adj LogLik

λmin −6.3897 0.0017 6 94.48% 970.5874
λ1sd −3.5057 0.0018 2 94.28% 959.0402

Tabel 11.1: Logaritmen af λmin og λ1sd, gennemsnitlig krydsvalideringsfejl, som er målt i MSE,
antallet af parametre, justeret R2 og log-likelihood for lasso og dens generaliseringer. De valgte
tuning parametre er markeret med tykt.

For lasso ses en reducering i antallet af parametre for λ1sd i forhold til λmin, dette øger
ikke krydsvalideringsfejlen betydeligt, og derfor anvendes λ1sd som tuning parameter for
lasso. Ridge regression mindsker blot koefficienterne, og derfor vælges alle parametre. For
ridge regression vælges λmin som tuning parameter, da den har mindst krydsvalideringsfejl.
For group lasso vælges lidt overraskende alle parametre medλmin, mens antallet af parametre
reduceres med 7 for λ1sd. Disse 7 variable tilhører alle gruppe 5.
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Figur 11.1: 10-fold krydsvalideringsfejl som funktion af log
(
λ
)

for lasso og den generaliseringer.
De stiplede linjer betegner λmin og λ1sd.

Vi lader λ1sd være den optimale tuning parameter for group lasso, da den har det færreste
antal parametre. For adaptive lasso med OLS og lasso vægte vælges blot to variable for λ1sd,
derfor lader vi λ1sd være tuning parameteren for disse. Justeret R2 er størst for lasso (CV) og
mindst for ridge regression (CV).

På figur 11.2 vises de 14 estimerede koefficienter for lasso (CV) og de 2 estimerede koeffi-
cienter for adaptive lasso med OLS vægte (CV) og adaptive lasso med lasso vægte (CV). Heraf
ses, at lasso (CV) hovedsagligt vælger variable i samme gruppe som arbejdsløshedsraten. For
lasso (CV) ses, at variablerne CLF16OV og CE16OV har de største estimerede koefficienter,
efterfulgt af UEMPLT5, UEMP5TO14, UEMPL15OV og lag 1, mens de øvrige koefficienter er
meget tæt på nul. Figur C.9 og C.10 viser de estimerede koefficienter for henholdsvis ridge
regression (CV) og group lasso (CV). Igen ser vi, at variablerne CLF16OV og CE16OV klart har
de største estimerede koefficienter.

Figur C.4-C.8 viser en analyse af de standardiserede residualer for lasso og dens genera-
liseringer. Vi ser samme tendens for alle modeller. Histogrammet og QQ-plottet indikerer
tungere haler end normalfordelingen, og vi observerer autokorrelation i første lag. Dette
bekræftes i tabel C.1, som viser skewness, excess kurtosis, p-værdier for JB testen og LB testen
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Lasso (CV) Adap. lasso m. OLS vægte (CV) Adap. lasso m. lasso vægte (CV)
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Figur 11.2: Estimerede koefficienter for lasso (CV), adaptive lasso med OLS vægte (CV) og
adaptive lasso med lasso vægte (CV). Farverne indikerer hvilken gruppe, variabler tilhører, og
y-aksen er variablerne udvalgt af lasso (CV).

for de standardiserede residualer. Vi ser, at alle modeller har negativ skewness og excess
kurtosis forskellige fra nul. Derudover afvises JB testens nulhypotese om normalitet for alle
modeller med undtagelse af group lasso (CV). For LB testen afvises nulhypotesen om at der
ingen autokorrelation er.

Figur C.11 viser bootstrap resultaterne for variablerne udvalgt af lasso (CV). Variablerne
lag 1, UEMPL15OV, UEMP5TO14, UEMPLT5, CE16OV og CLF16OV udvælges ofte, hvilket
stemmer overens med, at disse variable har de største estimerede koefficienter. Omvendt
fravælges variablerne TB6MS, PAYEMS og DPCERA3M086SBEA over 60% af bootstrap realisa-
tionerne. Generelt har variablerne, som ikke tilhører gruppe 2, en større sandsynlighed for
at blive fravalg. Da adaptive lasso har konsistent variabeludvælgelse (se definition 6.1), vil
variablerne CLF16OV og CE16OV altid vælges, og derfor laves der ikke bootstrap for adaptive
lasso med OLS vægte (CV) og adaptive lasso med lasso vægte (CV) .

TG testen

Resultaterne af TG testen er givet i tabel 11.2. Heraf ser vi, at variablerne CLF16OV og CE16OV
har de største estimerede koefficienter og Z -scores. Nulhypotesen afvises for variablerne
CLF16OV, CE16OV og lag 1. Altså er disse signifikante.

Figur C.12 viser en analyse af de standardiserede residualer for lassoT G (CV). Igen observe-
res autokorrelation i første lag, mens QQ-plottet indikerer tungere haler end normalfordeling.
Dette bekræftes i tabel C.1.
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Prædiktor Koefficient Z-score p-værdi Konfidensinterval
[
V−,V+]

DPCERA3M086SBEA −0.002 −1.362 0.671
[−0.009,0.027

] [
0.002,0.004

]
IPDMAT −0.003 −1.113 0.265

[−0.012,0.006
] [

0.000,0.004
]

HWIURATIO 0.002 0.717 0.199
[−0.003,0.014

] [−0.002,0.004
]

CLF16OV 0.243 36.671 0
[
0.232,0.259

] [
0.203,0.252

]
CE16OV −0.266 −37.393 0

[−0.280,−0.254
] [

0.230,0.278
]

UEMPLT5 0.001 0.240 0.402
[−0.005,0.008

] [−0.011,0.009
]

UEMP5TO14 0.000 −0.118 0.430
[−0.006,0.004

] [−0.010,0.005
]

UEMP15OV 0.004 1.593 0.056
[
0.000,0.009

] [−0.006,0.013
]

PAYEMS 0.001 0.280 0.219
[−0.007,0.030

] [−0.002,0.002
]

USCONS −0.002 −0.883 0.566
[−0.009,0.016

] [
0.001,0.004

]
TB6MS −0.001 −0.480 0.682

[−0.009,0.026
] [

0.000,0.004
]

GS5 −0.003 −1.130 0.219
[−0.025,0.007

] [
0.001,0.004

]
EXUSUKx 0.003 1.307 0.870

[−0.071,0.003
] [

0.002,0.006
]

lag 1 −0.009 −4.065 0.003
[−0.013,−0.004

] [
0.005,0.015

]
Tabel 11.2: Koefficienter, Z -scores, p-værdier, konfidensintervaller og trunkeret intervaller for
lassoTG (CV). Den estimeres standard afvigelse er 0.043, og resultaterne er for λTG =λ1sd ·548 ≈
1.823 med α= 0.1.

Lasso (BIC) Ridge regression (BIC)

log
(
λ
)

BIC p R2
adj LogLik log

(
λ
)

BIC p R2
adj LogLik

λBIC −6.2639 −6.1608 17 94.46% 974.9938 λBIC −4.4730 −3.3230 126 93.96% 1014.633

Group lasso (BIC) Adap. lasso m. OLS vægte (BIC)

log
(
λ
)

BIC p R2
adj LogLik log

(
λ
)

BIC p R2
adj Loglik

λBIC −7.2876 −5.0721 99 94.17% 1007.311 λBIC −4.3308 −6.3143 2 94.28% 959.0402

Adap. lasso m. lasso vægte (BIC)

log
(
λ
)

BIC p R2
adj LogLik

λBIC −4.9440 −6.3191 3 94.4% 965.2423

Tabel 11.3: Logaritmen af λBIC, antallet af parametre, BIC, justerede R2 og log-likelihood for
lasso og dens generaliseringer.

11.1.2 BIC

Hernæst vil vi estimere tuning parameteren med BIC. For elastisk net finder vi, at α= 1 giver
den mindste BIC, derfor betragter vi igen ikke elastisk net. For adaptive lasso med OLS vægte
(BIC) finder vi, at γ= 2 giver den mindste BIC, og for adaptive lasso med lasso vægte (BIC) får
vi, at γ= 0.5 giver den mindste BIC.

Tabel 11.3 giver værdierne af log
(
λBIC

)
, BIC, antallet af parametre, justeret R2 og log-

likelihood for lasso og dens generaliseringer. Justeret R2 er igen størst for lasso (BIC) og
mindst for ridge regression (BIC).

Figur 11.3 vises de 17 estimerede koefficienter for lasso (BIC), 2 estimerede koefficienter
for adaptive lasso med OLS vægte (BIC) og 3 estimerede koefficienter for adaptive lasso
med lasso vægte (BIC). Adaptive lasso med OLS vægte (BIC) vælger variablerne CLF16OV og
CE16OV, mens adaptive lasso med lasso vægte (BIC) yderligere vælger variablen lag 1. Igen
har variablerne CLF16OV og CE16OV de største estimerede koefficienter, mens de resterende
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estimerede koefficienter er meget tæt på nul. Vi har valgt ikke at inkludere de estimerede
koefficienter for ridge regression (BIC) og group lasso (BIC), da det samme gør sig gældende
for disse.

Lasso (BIC) Adap. lasso m. OLS vægte (BIC) Adap. lasso m. lasso vægte (BIC)

−0.2 −0.1 0.0 0.1 0.2 −0.2 −0.1 0.0 0.1 0.2 −0.2 −0.1 0.0 0.1 0.2
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IPDMAT
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lag4
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UEMPLT5
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Figur 11.3: Estimerede koefficienter for lasso (BIC), adaptive lasso med OLS vægte (BIC) og
adaptive lasso med lasso vægte (BIC). Farverne indikerer hvilken gruppe, variablerne tilhører
og y-aksen er variablerne udvalgt af lasso (BIC).

Figur C.13-C.17 viser en analyse af de standardiserede residualer for lasso og dens gene-
raliseringer. For lasso (BIC), adaptive lasso med OLS vægte (BIC) og adaptive lasso med lasso
vægte (BIC) observeres udfra histogrammet og QQ-plottet, at fordelingen af de standardisere-
de residualer har tungere haler end normalfordelingen. For ridge regression (BIC) og group
lasso (BIC) er der blot få outliers fra normalfordelingen i QQ-plottet. Fælles for alle er, at der
er autokorrelation i det første lag. I tabel C.1 afvises de 10 første autokorrelationer at være nul
og JB testens nulhypotese om normalitet afvises også for alle med undtagelse af group lasso
(BIC).

Figur C.18 viser bootstrap resultaterne for variablerne udvalgt af lasso (BIC). Variablene
CPIMEDSL, TB6MS, USTRADE og CLAIMSx fravælges over 50% af bootstrap realisationerne,
mens variablerne lag 1, UEMPL15OV, CE16OV og CLF16OV meget ofte vælges. Resultaterne
er ikke overraskende i forhold til størrelsen af de estimerede koefficienter for lasso (BIC). Som
nævnt tidligere har adaptive lasso konsistent variabeludvælgelse, og derfor laves der ikke
bootstrap for adaptive lasso med OLS vægte (BIC) og adaptive lasso med lasso vægte (BIC).

TG testen

Resultaterne for TG testen er givet i tabel 11.4. Heraf ser vi, at variablerne CLF16OV og
CE16OV afviser nulhypotesen, og er dermed signifikante. For USTRADE er den øvre grænse i
konfidensintervallet uendelig, hvilket skyldes, at konfidensintervallet er udregnet numerisk
og bliver ustabil, når ηT y er for tæt på det trunkerede interval

[
V+,V−]

. Variablerne CLF16OV
og CE16OV har de største estimerede koefficienter og Z -scores.

MAOK10 5.219 82



KAPITEL 11. LASSO MODELLEN OG DENS GENERALISERINGER

Prædiktor Koefficient Z -score p-værdi Konfidensinterval
[
V−,V+]

DPCERA3M086SBEA −0.002 −0.960 0.093
[−0.071,0.003

] [
0.001,0.002

]
IPDMAT −0.002 −0.680 0.159

[−0.032,0.005
] [−0.001,0.002

]
CLF16OV 0.241 36.686 0

[
0.235,0.350

] [
0.200,0.242

]
CE160V −0.264 −37.339 0

[−0.455,−0.260
] [

0.142,0.264
]

UEMPLT5 0.000 0.027 0.777
[−0.029,0.005

] [−0.001,0.013
]

UEMP5TO14 −0.001 −0.266 0.599
[−0.007,0.014

] [−0.001,0.004
]

UEMP15OV 0.004 1.299 0.249
[−0.005,0.008

] [
0.001,0.010

]
CLAIMSx 0.001 0.387 0.689

[−0.030,0.011
] [

0.000,0.002
]

USCONS −0.001 −0.591 0.100
[−0.088,0.004

] [
0.000,0.001

]
USTRADE 0.000 −0.118 0.988

[
0.007,∞) [

0.000,0.006
]

AMDMNOx −0.002 −0.813 0.641
[−0.008,0.020

] [
0.001,0.004

]
TB6MS −0.001 −0.415 0.677

[−0.008,0.023
] [

0.000,0.005
]

GS5 −0.003 −1.207 0.144
[−0.032,0.005

] [
0.001,0.004

]
EXUSUKx 0.003 1.449 0.303

[−0.007,0.012
] [

0.002,0.004
]

CPIMEDSL 0.002 0.855 0.865
[−0.054,0.003

] [
0.001,0.009

]
lag 1 −0.010 −4.362 0.499

[−0.011,0.033
] [

0.009,0.021
]

lag 4 0.002 1.106 0.311
[−0.014,0.028

] [
0.001,0.003

]
Tabel 11.4: Koefficienter, Z -scores, p-værdier, konfidensintervaller og trunkeret intervaller for
lassoTG (BIC). Den estimeres standard afvigelse er 0.043, og resultaterne er forλTG =λBIC·548 ≈
1.0432 med α= 0.1

Figur C.19 viser en analyse af de standardiserede residualer for lassoTG (BIC). Af tabel C.1
afvises residualerne at være normalfordelte og at de 10 første autokorrelationer er nul.

11.2 LARS

I dette afsnit vil vi finde den optimale model for LARS og LARS algoritmen med lasso mo-
difikation, som vi betegner lasso LARS. Hertil anvendes funktionen lars fra R-pakken af
samme navn. Mens glmnet fitter en model for 100 værdier af λ, fitter lars en model for hvert
trin. For LARS algoritmen tilføjes en variabel i hvert trin, mens variable kan tilføjes og fjernes
i hvert trin for LARS algoritmen med lasso modifikationen. Da første trin svarer til, at alle
koefficienter er lig 0, foretager LARS algoritmen 127 trin, mens LARS algoritmen med lasso
modifikationen udfører 192 trin.

For at finde den optimale model anvendes igen krydsvalidering og BIC til at estimere

tuning parameteren, som for LARS algoritmen er fraktionen af `1 normen givet ved f = |β|
max|β| ,

hvor f ∈ [
0,1

]
.

Vi betragter TG testen, som udfører inferens i LARS modellen. Vi lader η= sk

(
X+
Ak

)T
ek ,

således at nulhypotesen svarer til, at teste om koefficienten af den sidst tilføjede variabel er
lig 0. Hertil anvendes funktionen larInf fra R-pakken selectiveInference, som udregner
p-værdier og konfidensintervaller for LARS estimatet. Derudover anvendes kovarians testen,
som udfører inferens i lasso LARS modellen. Hertil anvender vi funktionen covTest fra
R-pakken af samme navn. R-koderne for dette afsnit er givet i D.4.
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11.2.1 Krydsvalidering

Funktionen cv.lars fra R-pakken lars udfører 10-fold krydsvalidering. For LARS algoritmen
betragtes en følge med 127 værdier af f , dvs at vi får en værdi af den gennemsnitlige krydsva-
lideringsfejl, når en variabel tilføjes. For LARS algoritmen med lasso modifikation betragtes
en følge med 100 værdier af f , og dermed får vi ikke en gennemsnitlig krydsvalideringsfejl for
hver gang en variable tilføjes eller fjernes.

Figur 11.4 illustrerer den gennemsnitlige krydsvalideringsfejl samt nedre og øvre stan-
dardafvigelse for hver værdi af f for LARS og lasso LARS. Hvis f = 0 er der ingen variabler
tilføjet og hvis f = 1 er alle variabler tilføjet. De to lodrette stiplede linjer indikerer fmin og
f1sd, hvor fmin er værdien af f , som giver den mindste gennemsnitlige krydsvalideringsfejl og
f1sd er den mindste værdi af f , således at fejlen er indenfor en standardafvigelse af minimum.

0.01

0.02

0.03

0.00 0.25 0.50 0.75 1.00

f = β max β

M
S

E fmin

f1sd

LARS

0.01

0.02

0.03

0.00 0.25 0.50 0.75 1.00

f = β max β

M
S

E fmin

f1sd

Lasso LARS

Figur 11.4: 10-fold krydsvalideringsfejl som funktion af fraktionen af `1-normen LARS og
lasso LARS. De stiplede linjer indikerer fmin og f1sd.

Tabel 11.5 giver fraktionen af `1-normen, den gennemsnitlige krydsvalideringsfejl, antal-
let af parametre, justeret R2 og log-likelihood for LARS og lasso LARS. Da krydsvaliderings-
fejlen først afviger på 5. decimal for begge modeller, vælger vi modellerne med det færreste
antal parametre. For lasso LARS (CV) udfører algoritmen 22 trin, hvor variablerne CUMFNS,
MANEMP og GS1 tilføjes og fjernes igen og variablen TB6MS bliver tilføjet, fjernet og så
tilføjet igen.

På figur 11.5 vises de 19 estimerede koefficienter for LARS (CV) og de 13 estimerede
koefficienter for lasso LARS (CV). De største estimerede koefficienter er givet for variab-
lerne CE16OV og CLF16OV, efterfulgt af UEMPLT5 UEMP5TO14 og UEMP15OV, mens de
resterende estimerede koefficienter er meget tæt på nul.

Figur C.20 og C.21 viser en analyse af de standardiserede residualer. Igen ses, at fordelin-
gen af de standardiserede residualer har tungere haler end normalfordelingen og autokor-
relation i det første lag. Tabel C.2 understøtter dette, hvor vi afviser normalitet og at de 10
første autokorrelationer er nul.
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LARS (CV) Lasso LARS (CV)

Værdi MSE p R2
adj LogLik Værdi MSE p R2

adj Loglike

fmin 0.2753 0.0019 27 94.43% 974.8317 fmin 0.2626 0.0019 21 94.52% 980.0982
f1sd 0.2542 0.0019 19 94.19% 967.2669 f1sd 0.2424 0.0019 13 94.43% 971.6687

Tabel 11.5: Værdien af fmin og f1sd, gennemsnitlig krydsvalideringsfejl, som er målt i MSE,
antallet af parametre, justeret R2 og log-likelihood for LARS og lasso LARS. De valgte tuning
parametre er markeret med tykt.

LARS (CV)
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Figur 11.5: Estimerede koefficienter for LARS (CV) og lasso LARS (CV). Farverne indikerer
hvilken gruppe, variablerne tilhører.

Figur C.22 og C.23 viser bootstrap resultaterne for variablerne udvalgt af LARS (CV)
og lasso LARS (CV). For begge modeller ser vi, at variablerne med de størst estimerede
koefficienter i figur 11.5 også er dem, som vælges oftest under bootstrap. For LARS (CV) ses,
at variablerne UEMPL15OV, UEMP5TO14, UEMPLT5, CE16OV og CLF16OV vælges for alle
1000 bootstrap realisationer, men koeffcienterne for variablerne GS1, CLAIMx, CUMFNS,
INDPRO og DPCERA3M086SBEA estimeres til at være lig 0 i 60% af tilfældene. For lasso
LARS (CV) ser vi, at variablerne USGOOD og PAYMENS fravælges over 75% af bootstrap
realisationerne, mens variablerne CE16OV, CLF16OV og lag1 ofte vælges.

Kovarians testen

Tabel 11.6 viser teststørrelsen samt p-værdier af kovarians testen for de 13 variable, der bliver
udvalgt af lasso LARS (CV). For 7 ud af 10 prædiktorer som tilhører gruppe 2 med undtagelse
af PAYEMS, lag 1 og USCONS afvises nulhypotesen, hvilket betyder, at disse prædiktorer er
signifikante. For de resterende prædiktorer kan nulhypotesen ikke afvises.
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Prædiktor Cov test p-værdi

HWIURATIO 864.6317 0
UEMP15OV 161.3770 0
UEMPLT5 163.0670 0
UEMP5TO14 122.3840 0
CE16OV 14.7416 0
PAYEMS 0.3356 0.7151
USGOOD 5.0872 0.0066
CLF16OV 221.9181 0
IPDMAT 0.0668 0.9354
GS5 0.3856 0.6803
lag1 0.8897 0.4115
TB6MS 0.0419 0.9590
USCONS 0.0132 0.9869

Tabel 11.6: Kovarians testen for lasso LARS (CV). Vi viser kun p-værdier for prædiktorer som
medtages og bliver i modellen, dvs hvis en prædiktor medtages i et trin og senere forlader
modellen, vises denne prædiktor ikke. p-værdier < 2.2 ·10−16 sættes lig 0.

TG testen

Resultaterne af TG testen for LARS (CV) er givet i tabel 11.7. Variablen GS5 afviser som den
eneste nulhypotesen, hvilket betyder, at kun denne prædiktor er signifikant. Vi ser, at ηT y
er meget tæt på det trunkerede interval

[
V+,V−]

, hvilket resulterer i, at de fleste grænser af
konfidensintervallerne er uendelige.

Figur C.24 viser en analyse af de standardiserede residualer for LARSTG (CV). Heraf ses,
at QQ-plottet indikerer tungere haler end normalfordelingen samt autokorrelation, hvilket
bekræftes i tabel C.2.

11.2.2 BIC

I dette afsnit findes den optimale model ud fra BIC. Tabel 11.8 giver fraktionen af `1-normen,
BIC, antallet af parametre, justeret R2 og log-likelihood for LARS og lasso LARS. Justeret
R2 er størst for lasso LARS, som også vælger det færreste antal parametre. For de valgte
variable udfører algoritmen 32 trin, hvor variablerne CUMFNS, MANEMP, GS1, HWIURATIO,
PAYMENS og USGOOD tilføjes og fjernes igen og variablen TB6MS bliver tilføjet, fjernet og så
tilføjet igen.

Figur 11.6 viser, de 20 estimerede koefficienter for LARS (BIC) og de 17 estimerede koeffi-
cienter for lasso LARS (BIC). Igen ser vi, at variablerne CE16OV og CLF16OV har de største
estimerede koefficienter, mens de resterende koefficienter er meget tæt på nul.

Figur C.25 og C.26 viser en analyse af de standardiserede residualer for LARS (BIC) og
lasso LARS (BIC). Igen ses, at fordelingen af de standardiserede residualer har tungere haler
end normalfordelingen og autokorrelation i det første lag. Dette bekræftes i tabel C.2, hvor vi
afviser normalitet og at de 10 første autokorrelationer er nul.
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Prædiktor Koefficient Z-score p-værdi Konfidensinterval
[
V−,V+]

HWIURATIO 0.002 0.694 0.160
(−∞,∞) [

0.002,0.002
]

UEMP15OV 0.004 1.606 0.923
(−∞,0.032

] [
0.004,0.005

]
UEMPLT5 0.001 0.149 0.064

[−0.018,∞) [
0.000,0.001

]
MANEMP 0.002 0.486 0.273

[−0.171,∞) [
0.002,0.003

]
UEMP5TO14 −0.001 −0.242 0.077

(−∞,0.016
] [

0.000,0.001
]

CE16OV −0.267 −37.446 0.130
(−∞,0.532

] [
0.267,0.267

]
PAYEMS 0.000 0.006 0.563

(−∞,∞) [
0.000,0.000

]
USGOOD −0.003 −0.498 0.638

(−∞,∞) [
0.003,0.003

]
CUMFNS 0.002 0.404 0.478

(−∞,∞) [
0.002,0.002

]
CLF16OV 0.243 36.643 0.179

(−∞,∞) [
0.243,0.243

]
IPDMAT −0.006 −1.626 0.874

[−0.125,∞) [
0.006,0.006

]
TB6MS −0.005 −0.715 0.569

(−∞,∞) [
0.005,0.006

]
INDPRO 0.003 0.513 0.328

(−∞,∞) [
0.003,0.003

]
GS1 0.006 0.577 0.473

(−∞,∞) [
0.006,0.006

]
GS5 −0.005 −1.146 0.037

(−∞,−0.025
] [

0.005,0.005
]

lag1 −0.009 −3.949 0.910
(−∞,∞) [

0.009,0.009
]

DPCERA3M086SBEA −0.003 −1.436 0.233
(−∞,∞) [

0.003,0.003
]

EXUSUKx 0.003 1.383 0.964
(−∞,−0.053

] [
0.003,0.003

]
CLAIMSx 0.002 0.813 0.226

(−∞,∞) [
0.002,0.002

]
Tabel 11.7: Koefficienter, Z -scores, p-værdier, konfidensintervaller og trunkeret intervaller for
LARST G (CV). Den estimeres standard afvigelse er 0.043, og resultaterne er for f1sd = 0.2542
med α= 0.1.

LARS (BIC) Lasso LARS (BIC)

Værdi BIC p R2
adj LogLik Værdi BIC p R2

adj LogLik

fBIC 0.2623 −6.0925 20 94.43% 975.2909 fBIC 0.2604 −6.1627 17 94.46% 974.9938

Tabel 11.8: Værdien af fBIC, antallet af parametre, BIC, justeret R2 og log-likelihood for LARS
og lasso LARS.

Figur C.27 og C.28 viser bootstrap resultaterne for variablerne udvalgt af LARS (BIC) og
lasso LARS (BIC). For lasso LARS (BIC) vælges variablerne UEMPL15OV, UEMP5TO14, UEM-
PLT5, CE16OV og CLF16OV i alle bootstrap realisationer, mens LARS (BIC) også altid vælger
variablen HWURATIO. For LARS (BIC) estimeres regressionskoefficienterne for variablerne
GS1, AMDMNOx, CLAIMSx, CUMFNS, INDPRO og DPCERA3M086SBEA til at være lig nul
over 60% af bootstrap realisationerne. For lasso LARS (BIC) lader det til, at prædiktorerne er
mere signifikante, idet alle regressionskoefficienter har en sandsynlighed mindre end 35%
for at være lig 0.

Kovarians testen

Tabel 11.9 viser teststørrelsen samt p-værdier af kovarians testen for de 17 variabler der er
udvalgt af lasso LARS (BIC). For variablerne UEMPL15OV, UEMPLT5, UEMP5TO14, CE16OV
og CLF16OV afvises nulhypotesen, hvilket betyder, at disse prædiktorer er signifikante. For
de resterende prædiktorer kan nulhypotesen ikke afvises.

87 MAOK10 5.219



KAPITEL 11. LASSO MODELLEN OG DENS GENERALISERINGER

LARS (BIC)

−0.2 −0.1 0.0 0.1 0.2

AMDMNOx
CE16OV

CLAIMSx
CLF16OV
CUMFNS

DPCERA3M086SBEA
EXUSUKx

GS1
GS5

HWIURATIO
INDPRO
IPDMAT

lag1
MANEMP
PAYEMS

TB6MS
UEMP15OV

UEMP5TO14
UEMPLT5
USGOOD

 

 

lasso LARS (BIC)

−0.2 −0.1 0.0 0.1 0.2

AMDMNOx

CE16OV

CLAIMSx

CLF16OV

CPIMEDSL

DPCERA3M086SBEA

EXUSUKx

GS5

IPDMAT

lag1

lag4

TB6MS

UEMP15OV

UEMP5TO14

UEMPLT5

USCONS

USTRADE

 
 

Figur 11.6: Estimerede koefficienter for LARS (BIC) og lasso LARS (BIC). Farverne indikerer
hvilken gruppe, variablerne tilhører.

TG testen

Resultaterne af TG testen for LARS (BIC) er givet i tabel 11.10. Nulhypotesen kan ikke afvi-
ses for nogle prædiktorer, hvilket betyder, at ingen er signifikante. Igen observeres at flere
grænser af konfidensintervallerne er uendelige, hvilket kommer af, at ηT y er meget tæt på
det trunkerede interval

[
V−,V+]

.
Figur C.29 viser en analyse af de standardiserede residualer for LARSTG (BIC). Ud fra tabel

C.2 afvises residualerne at være normalfordelte og afhængige i lag 10.
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Prædiktor Cov test p-værdi

UEMP15OV 161.3770 0
UEMPLT5 163.0670 0
UEMP5TO14 122.3840 0
CE16OV 14.7416 0
CLF16OV 221.9181 0
IPDMAT 0.0668 0.9354
GS5 0.3856 0.6803
lag1 0.8897 0.4115
TB6MS 0.0419 0.9590
USCONS 0.0132 0.9869
DPCERA3M086SBEA 0.0254 0.9750
EXUSUKx 0.2309 0.7939
CLAIMSx 0.0082 0.9919
AMDMNOx 0.0464 0.9546
lag4 0.2281 0.7962
CPIMEDSL 0.0719 0.9307
USTRADE 0.0029 0.9971

Tabel 11.9: Kovarians testen for lasso LARS (BIC). Vi viser kun p-værdier for prædiktorer som
medtages og bliver i modellen, dvs hvis en prædiktor medtages i et trin og senere forlader
modellen, vises denne prædiktor ikke. p-værdier < 2.2 ·10−16 sættes lig 0.

Prædiktor Koefficient Z-score p-værdi Konfidensinterval
[
V−,V+]

HWIURATIO 0.002 0.720 0.161
(−∞,∞) [

0.002,0.002
]

UEMP15OV 0.004 1.596 4 0.920
(−∞,0.034

] [
0.004,0.005

]
UEMPLT5 0.001 0.148 0.065

[−0.018,∞) [
0.000,0.001

]
MANEMP 0.003 0.561 0.766

(−∞,0.120
] [

0.003,0.003
]

UEMP5TO14 0.001 −0.261 0.093
(−∞,0.023

] [
0.000,0.001

]
CE16OV −0.267 −37.412 0.130

(−∞,0.574
] [

0.266,0.267
]

PAYEMS 0.000 0.012 0.428
(−∞,∞) [

0.000,0.000
]

USGOOD −0.004 −0.584 0.721
(−∞,∞) [

0.004,0.004
]

CUMFNS 0.002 0.390 0.455
(−∞,∞) [

0.002,0.002
]

CLF16OV 0.243 36.646 0.179
(−∞,∞) [

0.243,0.243
]

IPDMAT −0.006 −1.618 0.869
[−0.130,∞) [

0.006,0.006
]

TB6MS −0.006 −0.790 0.615
(−∞,∞) [

0.006,0.006
]

INDPRO 0.003 0.591 0.494
(−∞,∞) [

0.003,0.003
]

GS1 0.007 0.675 0.571
(−∞,∞) [

0.007,0.007
]

GS5 −0.006 −1.240 0.302
(−∞,∞) [

0.006,0.006
]

lag1 −0.009 −3.914 0.912
(−∞,∞) [

0.009,0.009
]

DPCERA3M086SBEA −0.002 −1.331 0.225
(−∞,∞) [

0.002,0.002
]

EXUSUKx 0.003 1.357 0.964
(−∞,−0.051

] [
0.003,0.003

]
CLAIMSx 0.001 0.629 0.208

(−∞,∞) [
0.001,0.001

]
AMDMNOx −0.002 −0.904 0.855

(−∞,∞) [
0.002,0.002

]
Tabel 11.10: Koefficienter, Z -scores, p-værdier, konfidensintervaller og trunkeret intervaller
for LARSTG (BIC). Den estimeres standard afvigelse er 0.043, og resultaterne er for f̂BIC = 0.2623
med α= 0.1.
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11.3 Oversigt over in-sample resultater

For at få et bedre overblik over de valgte variable for de 18 modeller af lasso og dens generali-
seringer betragtes tabel 11.11. Tabellen viser de 9 hyppigst valgte variable samt beskrivelsen
af dem. Heraf observeres, at variablerne CLF16OV og CE16OV bliver valgt af alle modeller.
Variablerne IPDMAT, UEMPLT5, UEMP5TO14, UEMP15OV, TB6MS og GS5 vælges af alle
undtagen adaptive lasso modellerne, mens lag 1 også vælges af adaptive lasso med lasso
vægte (BIC).

Inkluderingsrate Variable Beskrivelse

100% CLF16OV Civilarbejdsstyrke
100% CE16OV Civilbeskæftigelse
83.33% lag 1 Den tidligere værdi af arbejdsløshedsraten
77.78% IPDMAT Holdbart materiale
77.78% UEMPLT5 Civile arbejdsløse - mindre end 5 uger
77.78% UEMP5TO14 Civile arbejdsløse i 5 - 14 uger
77.78% UEMP15OV Civile arbejdsløse i 15 - 26 uger
77.78% TB6MS 6-måneders statsskat
77.78% GS5 5-årig statsobligationsrente

Tabel 11.11: Inkluderingsraten af de 9 hyppigst valgte variable for de ialt 18 modeller samt
beskrivelse af variablerne.

Justeret R2 er mindst for ridge regression modellerne og størst for lasso modellerne med
undtagelse af lasso LARS (CV). Krydsvalidering tager ikke højde for en models kompleksitet,
men idet vi vælger tuning parameteren f1sd eller λ1sd for alle med undtagelse af ridge regres-
sion, vælger vi i virkeligheden på baggrund af modellens kompleksitet. Dette kan skyldes, at
vi ikke umiddelbart observerer en forskel i justeret R2 ved at anvende krydsvalidering fremfor
BIC for coordinate descent algoritmen. Dog ses en lille forbedring for LARS algoritmen, hvis
vi betragter BIC fremfor krydsvalidering.

Mht lasso problemet, så udvælger krydsvalidering henholdsvis 13 og 14 variable, mens
BIC vælger 17 variable, og dermed er antallet af variable ikke specielt afhængig af, hvilken
optimeringsalgoritme der anvendes. Optimeringsalgoritmerne giver også omtrent samme
justerede R2 for lasso problemet.

Derudover ses, at de 18 modeller alle har klart bedre in-sample resultater end benchmark
modellen.

På figur 11.7 vises det betingede 95% konfidensinterval for lassoTG (CV) og lassoTG (BIC),
som er givet i tabel 11.2 og 11.4, samt 95% konfidensinterval for OLS estimatorerne for de
udvalgte variable af lasso modellerne. For lassoTG (CV) observeres, at konfidensintervallerne
er approksimativt ens for høje estimerede koefficienter, dvs for variablerne CLF16OV og
CE16OV, mens konfidensintervallet for lassoTG (CV) er større end OLS konfidensintervallet
for lave estimerede koefficienter. Konfidensintervallet for de estimerede koefficienter af
lassoTG (BIC) er generelt større end konfidensintervallet for OLS estimatorerne for disse
prædiktorer.
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Figur 11.7: Betinget 95% konfidensinterval for lassoT G (CV) og lassoT G (BIC) (rød) og 95%
konfidensinterval for OLS estimatorerne for de udvalgte prædiktorer (blå).

For LARSTG (CV) og LARSTG (BIC) observeres, at grænserne i konfidensintervallerne ofte
er uendelige, og derfor betragter vi ikke disse.
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Out-of-sample

I dette kapitel vil vi betragte modellernes prædiktionsevne. Som nævnt prædikteres arbejds-
løshedsraten one-step-ahead, hvor estimeringsvinduet udvides med én observeret observa-
tion per prædiktion.

Arbejdsløshedsraten og de prædikterede værdier sammenlignes med MAE, MSE og en
gennemsnitlig tabs ratio mellem hver model og benchmark modellen givet i (8.7). Faktor
modellen valgt ud fra IC2 betragtes som tidligere nævnt som benchmark model. Resultaterne
af dette er givet i tabel 12.1.

MAE RMAE MSE RMSE

Benchmark model 0.1111 1 0.0187 1
AR(4) 0.1312 1.1811 0.0272 1.454
Faktor model (IC1) 0.119 1.0717 0.0221 1.1798
Lasso (CV) 0.032 0.2877 0.0016 0.0876
Lasso (BIC) 0.0308 0.277 0.0015 0.0795
Ridge regression (CV) 0.0582 0.5239 0.0052 0.28
Ridge regression (BIC) 0.0573 0.5155 0.0051 0.2706
Group lasso (CV) 0.0352 0.3168 0.0019 0.1042
Group lasso (BIC) 0.0382 0.3437 0.0022 0.1202
Adap. lasso m. OLS vægte (CV) 0.0304 0.2733 0.0014 0.0729
Adap. lasso m. OLS vægte (BIC) 0.0310 0.2787 0.0014 0.0743
Adap. lasso m. lasso vægte (CV) 0.0298 0.2684 0.0013 0.0716
Adap. lasso m. lasso vægte (BIC) 0.0304 0.274 0.0014 0.0729
LassoTG (CV) 0.0303 0.2724 0.0014 0.0744
LassoTG (BIC) 0.031 0.279 0.0014 0.0767
LARS (CV) 0.0307 0.2761 0.0015 0.0802
LARS (BIC) 0.0305 0.2747 0.0015 0.0793
Lasso LARS (CV) 0.0352 0.317 0.002 0.1089
Lasso LARS (BIC) 0.0322 0.2901 0.0017 0.0903
LARST G (CV) 0.0300 0.2701 0.0014 0.0745
LARST G (BIC) 0.0301 0.2708 0.0014 0.0750

Tabel 12.1: Den gennemsnitlige absolutte og kvadrerede fejl samt gennemsnitlig tabs ratio
mellem hver model og benchmark modellen.

Adaptive lasso med lasso vægte (CV) har mindst MAE og MSE, tæt efterfulgt af de øvrige
adaptive lasso modeller, lassoT G modellerne og LARST G modellerne. Generelt kan vi se,

93



KAPITEL 12. OUT-OF-SAMPLE

at den indbyrdes forskel i MAE og MSE for lasso modellerne og dens generaliseringer er
forholdsvis lille. Ifølge begge tabsfunktioner prædikterer AR(4) dårligt efterfulgt af faktor
model (IC1). Begge performer dårligere end benchmark modellen.

For at vurdere modellernes prædiktion i forhold til benchmark modellens prædiktion
fra måned til måned, betragtes en rullende gennemsnitlig tabs ratio. Figur 12.1 illustrerer
en rullende gennemsnitlig absolut tabs ratio for hver model. Heraf ses, at AR(4) prædikterer
dårligere end benchmark modellen over hele testmængden. Også faktor modellen (IC1)
prædikterer dårligere end benchmark modellen med undtagelse af maj, juni og august i 2006.
Derudover ser vi, at ridge regression modellerne prædikterer bedre end benchmark modellen,
mens alle lasso baserede modeller klart har bedre prædiktion end de øvrige modeller.
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Figur 12.1: Rullende gennemsnitlig absolut tabs ratio.

En rullende gennemsnitlig kvadreret tabs ratio giver samme konklusion og er derfor
undladt.

12.1 Diebold Mariano testen

I tabel 12.2 ses resultaterne fra Diebold-Mariano testen, hvor hver model testes imod bench-
mark modellen. Heraf ses, at nulhypotesen ikke kan afvises for faktor model (IC1), hvilket
vil sige, at modellen ikke er signifikant forskellig fra benchmark modellen. For de resterende
modeller afvises nulhypotesen, hvilket betyder, at disse ikke er signifikant forskellige fra
benchmark modellen.
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Absolutte fejl Kvadrerede fejl

AR(4) 0.0021 0.0032
Faktor model (IC1) 0.1692 0.1183
Lasso (CV) 0 2.933 ·10−12

Lasso (BIC) 0 2.728 ·10−12

Ridge regression (CV) 6.418 ·10−13 3.551 ·10−9

Ridge regression (BIC) 2.85 ·10−13 2.507 ·10−9

Group lasso (CV) 0 5.999 ·10−12

Group lasso (BIC) 0 8.845 ·10−12

Adap. lasso m. OLS vægte (CV) 0 2.797 ·10−12

Adap. lasso m. OLS vægte (BIC) 0 2.905 ·10−12

Adap. lasso m. lasso vægte (CV) 0 2.676 ·10−12

Adap. lasso m. lasso vægte (BIC) 0 2.814 ·10−12

LassoTG (CV) 0 0
LassoTG (BIC) 0 0
LARS (CV) 0 2.64 ·10−12

LARS (BIC) 0 2.615 ·10−12

Lasso LARS (CV) 0 4.694 ·10−12

Lasso LARS (BIC) 0 3.328 ·10−12

LARST G (CV) 0 0
LARST G (BIC) 0 0

Tabel 12.2: p-værdier for Diebold-Mariano testen for hver model imod benchmark modellen.
p-værdier < 2.2 ·10−16 sættes til 0.

12.2 MCS

Herefter vil vi teste alle modeller imod hinanden, hvorfor vi betragter model confidence
proceduren. Proceduren udføres for α= 0.1 og α= 0.2, teststørrelserne TR og Tmax og 5000
bootstrapped samples. I tabel 12.3 er modellerne i 80% og 90% MCS angivet for TR og Tmax.
Vi har testet for absolutte fejl og kvadrerede fejl, hvilket gav samme resultat. For teststørrelsen
TR elimineres faktor model (IC1), ridge regression (CV), ridge regression (BIC), lassoT G (CV),
LARSTG (CV) og LARSTG (BIC) for både α = 0.1 og α = 0.2. Elimineringen af lassoTG (CV),
LARSTG (CV) og LARST G (BIC) er overraskende, idet de alle har lav MAE og MSE i tabel 12.1.
For teststørrelsen Tmax elimineres kun faktor model (IC1) for α= 0.2 og ingen modeller for
α= 0.1.
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Konklusion

Problemstillingen, som betragtes i dette speciale, er at udvælge variable og dermed forbedre
prædiktionen af makroøkonomiske variable givet et datasæt med et stort antal forklarende va-
riable. Prædiktionen kan forbedres ved at mindske regressionskoefficienterne og sætte nogle
lig 0. En optimal procedure bør besidde orakelegenskaberne, således at variabeludvælgelsen
er konsistent. Lasso proceduren opfylder ikke disse egenskaber, men en simpel udvidelse
af lasso, hvor regressionskoefficienterne pålægges en individuel vægt, kaldet adaptive lasso,
opfylder disse.

Som benchmark model betragtes en faktor model, som performer dårligt både i in-sample
og out-of-sample. Modellen er valgt ud fra tre simple informationskriterier, uden vi yderligere
går i dybden med analysen af faktorerne. Benchmark modellen kan eventuelt forbedres ved
at udvælge en delmængde af de forklarende variable inden faktorerne estimeres eller ved at
betragte dynamiske faktor modeller, hvor lags af faktorerne også medtages.

Vi anvender coordinate descent algoritmen til at løse lasso, ridge regression, elastisk net
og adaptive lasso, og block coordinate algoritmen til at løse group lasso. Derudover betragtes
LARS algoritmen til at løse LARS og lasso. For at finde den optimale model anvendes en
10-fold krydsvalidering og BIC. På trods af at vi anvender to forskellige metoder til at estimere
tuning parameteren, får tilnærmelsesvis ens resultater. Også optimeringsalgoritmerne retur-
nerer omtrent samme resultat for lasso problemet. Vi finder, at lasso og dens generaliseringer
performer betydeligt bedre end benchmark modellen. Adaptive lasso modellerne udvælger
kun 2 eller 3 prædiktorer, men performer alligevel tilsvarende eller bedre end de øvrige lasso
baserede modeller.

Desuden udføres inferens i lasso modellen, hvortil vi betragter kovarians testen og TG
testen. Disse anvendes til at teste om regressionskoefficienten af den sidst tilføjede variabel
er signifikant. Som nævnt tidligere er teorien for inferens i lasso modellen udviklet i nyere tid,
hvilket kan være årsagen til, at vi ikke kan finde andre artikler, der anvender teorien empirisk,
og dermed har vi ikke noget sammenligningsgrundlag.

Vi har valgt at begrænse den empiriske del ved kun at prædiktere arbejdsløshedsraten
one-step-ahead dvs en måned frem. Men eftersom vi prædikterer makroøkonomiske variable,
ville en længere prædiktions periode være mere hensigtsmæssigt. Alternativt kunne vi have
betragtet andre typer makroøkonomiske variable som f.eks. valutakurser eller aktieindekser.

Som nævnt i den teoretiske del kan LARS algoritmen modificeres til at løse elastisk net,
group lasso og adaptive lasso. Hermed kunne vi udvide sammenligningen mellem coordinate
descent og LARS algoritmen. Alternativt kunne vi have inkluderet vektor autoregressive
modeller, således at vi også betragter laggede værdier af de forklarende variable og ikke blot
af responsvariablen.
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A

Generelle statistiske begreber

I dette appendiks introduces nogle definitioner og sætninger, som anvendes igennem rap-
porten.

SÆTNING A.1: SLUTSKY ’S THEOREM

Hvis Xn
d→ X og Yn

p→ c, hvor X er en stokastisk variabel og c er en konstant, da gælder, at

Xn +Yn
d→ X + c

XnYn
d→ c X

Xn

Yn

d→ X

c
, forudsat at P (c = 0) = 0.

Sætning A.1 tillader at finde grænsefordelingen af Xn og sandsynlighedsgrænsen af Yn separat.

DEFINITION A.1: KONVEKS MÆNGDE

En mængde C ⊆Rp er konveks, hvis der for alle β,β′ ∈ C og alle skalarer s ∈ [
0,1

]
gælder,

at alle vektorer på formen

β (s) = sβ+ (1− s)β′.

tilhører C.

DEFINITION A.2: KONVEKS FUNKTION

En funktion f : Rp → R er konveks, hvis der for β, β′ i definitionsmængden af f og
enhver skalar s ∈ (

0,1
)

gælder

f
(
β (s)

)= f
(
sβ+ (1− s)β′)≤ s f

(
β

)+ (1− s) f
(
β′) .

Geometrisk medfører uligheden at akkorden mellem f
(
β

)
og f

(
β′) ligger over grafen af f ,

som illustreres på figur A.1. Uligheden sikrer, at en konveks funktion ikke kan have et lokalt
minimum, som ikke også er et globalt minimum.
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f
(
β
)

β β (s) β′

f
(
β′)

s f
(
β
)+ (1− s) f

(
β′)

f
(
sβ+ (1− s)β′)

Figur A.1: For en konveks funktion ligger linjen s f
(
β
)+ (1− s) f

(
β′) altid over funktionsvær-

dien f
(
sβ+ (1− s)β′).

DEFINITION A.3: GENERAL POSITION

Søjlerne i en n × p matrix X siges at være i general position, hvis der ikke findes et
k-dimensionel underrum L ⊂ Rn , hvor k < min

{
n, p

}
, som indeholder mere end k +

1 elementer af mængden
{
±x1, . . . ,±xp

}
med undtagelse af par af antipodal punkter.

Sagt med andre ord: det affine spænd af k + 1 punkter s1xi1 , . . . , sk+1xik+1 indeholder
ikke ethvert element af mængden

{±xi : i 6= i1, . . . , ik+1
}

for ethvert fortegn s1, . . . , sk+1 ∈{−1,1
}
.

Antagelsen om at søjlerne i X er i general position er svag. Langt svagere end antagelsen om
at rang(X) = p. Hvis indgangene af X er fra en kontinuert sandsynlighedsfordeling på Rnp , da
er søjlerne i X i general position næsten sikkert uanset størrelsen af n og p [Tibshirani, 2013].
At søjler i X er i generel position, sikrer at lasso løsningen er entydig [Tibshirani, 2013].

DEFINITION A.4: ROD-N-KONSISTENT ESTIMATOR

Estimator β̂ er rod-n-konsistent hvis

β̂−β∗ =O

(
1p
n

)
.
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DEFINITION A.5

Antag f : X →R, hvor X er en arbitrær mængde. Støtten af f , som skrives supp
(

f
)
, er en

mængde af punkter i X, hvor f er ikke-nul

supp
(

f
)= {

x ∈ X
∣∣ f (x) 6= 0

}
.

DEFINITION A.6: EN AUTOREGRESSIV MODEL AF ORDEN p

En autoregressiv model af orden p, som betegnes AR(p), er givet ved

yt =ϕ1 yt−1 +ϕ2 yt−2 +·· ·+ϕp yt−p +ωt , t = p +1, . . . ,T,

hvor yt er stationær og ϕ1,ϕ2, . . . ,ϕp er konstanter
(
ϕp 6= 0

)
og ωt ∼ iid

(
0,σ2

ω

)
.

DEFINITION A.7: JARQUE-BERA TEST

Betragt H0 : data er normalfordelt imod H1 : data er ikke normalfordelt. Teststørrelsen
for Jarque-Bera testen er givet ved

JB = n −p +1

6

(
S2 + 1

4

(
C −3

)2
)

,

hvor n er antallet af observationer, S er den empiriske skewness, C er den empiriske
kurtosis og p er antallet af prædiktorer.

Under H0 følger teststørrelsen JB en χ2
(2)-fordeling. For et signifikant niveau α, afvises hypo-

tesen hvis JB >χ2
1−α,2, hvor χ2

1−α,2 er en 1−α kvantil af χ2-fordelingen med 2 frihedsgrader.

DEFINITION A.8: LJUNG-BOX TEST

Betragt H0 : de første h autokorrelationer er nul imod H1 : de første h autokorrelationer
er forskellig fra nul. Teststørrelse for Ljung-Box testen er givet ved

LB = n (n +2)
h∑

k=1

ρ̂2
k

n −k
,

hvor n er antallet af observationer, ρ̂2
k er den empiriske autokorrelation i lag k og h er

antallet af lags som testes.

Under H0 følger teststørrelsen LB en χ2
(h)-fordeling. For et signifikant niveau α, afvises hypo-

tesen hvis LB >χ2
1−α,h , hvor χ2

1−α,h er en 1−α kvantil af χ2-fordelingen med h frihedsgrader.
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B

Data

I dette appendiks præsenteres data. Variablerne er opdelt i otte grupper. Kolonnen id beteg-
ner variablens nummer, mens tcode indikerer transformationen som anvendes, således at
tidsrækken bliver stationær. For en tidsrække xt betragtes følgende transformationer:

1. ingen transformation

2. ∆xt

3. ∆2xt

4. log
(
xt

)

5. ∆ log
(
xt

)
6. ∆2 log

(
xt

)
7. ∆

(
xt

xt−1
−1

)
Kolonnen fred giver navnene på variablerne, som efterfølges af en kort beskrivelse. Nogle

tidsrækker kræver ændringer i forhold til de rå data som er tilgængeligt på FRED. Disse
variable er markeret med en stjerne for at indikere at disse er justeret fra tidsrækkerne fra
FRED. Variablerne markeret med grå er fjernet, da disse variable har flere ikke-observeret
værdier. Bemærk at for gruppe to tilføjes nogle laggede værdier af responsvariablen UNRATE.

Group 1: Output and income

id tcode fred description

1 1 5 RPI Real Personal Income
2 2 5 W875RX1 Real personal income ex transfer receipts
3 6 5 INDPRO IP Index
4 7 5 IPFPNSS IP: Final Products and Nonindustrial Supplies
5 8 5 IPFINAL IP: Final Products (Market Group)
6 9 5 IPCONGD IP: Consumer Goods
7 10 5 IPDCONGD IP: Durable Consumer Goods
8 11 5 IPNCONGD IP: Nondurable Consumer Goods
9 12 5 IPBUSEQ IP: Business Equipment
10 13 5 IPMAT IP: Materials
11 14 5 IPDMAT IP: Durable Materials
12 15 5 IPNMAT IP: Nondurable Materials
13 16 5 IPMANSICS IP: Manufacturing (SIC)
14 17 5 IPB51222s IP: Residential Utilities
15 18 5 IPFUELS IP: Fuels
16 19 2 CUMFNS Capacity Utilization: Manufacturing
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Group 2: Labor market

id tcode fred description

1 20∗ 2 HWI Help-Wanted Index for United States
2 21∗ 2 HWIURATIO Ratio of Help Wanted / No. Unemployed
3 22 5 CLF16OV Civilian Labor Force
4 23 5 CE16OV Civilian Employment
5 2 UNRATE Civilian Unemployment Rate
6 24 2 UEMPMEAN Average Duration of Unemployment (Weeks)
7 25 5 UEMPLT5 Civilians Unemployed - Less Than 5 Weeks
8 26 5 UEMP5TO14 Civilians Unemployed for 5-14 Weeks
9 27 5 UEMP15OV Civilians Unemployed - 15 Weeks & Over
10 28 5 UEMP15T26 Civilians Unemployed for 15-26 Weeks
11 29 5 UEMP27OV Civilians Unemployed for 27 Weeks and Over
12 30∗ 5 CLAIMSx Initial Claims
13 31 5 PAYEMS All Employees: Total nonfarm
14 32 5 USGOOD All Employees: Goods-Producing Industries
15 33 5 CES1021000001 All Employees: Mining and Logging: Mining
16 34 5 USCONS All Employees: Construction
17 35 5 MANEMP All Employees: Manufacturing
18 36 5 DMANEMP All Employees: Durable goods
19 37 5 NDMANEMP All Employees: Nondurable goods
20 38 5 SRVPRD All Employees: Service-Providing Industries
21 39 5 USTPU All Employees: Trade, Transportation & Utilities
22 40 5 USWTRADE All Employees: Wholesale Trade
23 41 5 USTRADE All Employees: Retail Trade
24 42 5 USFIRE All Employees: Financial Activities
25 43 5 USGOVT All Employees: Government
26 44 1 CES0600000007 Avg Weekly Hours: Goods-Producing
27 45 2 AWOTMAN Avg Weekly Overtime Hours: Manufacturing
28 46 1 AWHMAN Avg Weekly Hours: Manufacturing
29 116 6 CES0600000008 Avg Hourly Earnings: Goods-Producing
30 117 6 CES2000000008 Avg Hourly Earnings: Construction
31 118 6 CES3000000008 Avg Hourly Earnings: Manufacturing

Variables added

id tcode fred description

32 123 - lag 1 first lagged timeseries of UNRATE
33 124 - lag 2 second lagged timeseries of UNRATE
34 125 - lag 3 third lagged timeseries of UNRATE
35 126 - lag 4 fourth lagged timeseries of UNRATE
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Group 3: Housing

id tcode fred description

1 47 4 HOUST Housing Starts: Total New Privately Owned
2 48 4 HOUSTNE Housing Starts, Northeast
3 49 4 HOUSTMW Housing Starts, Midwest
4 50 4 HOUSTS Housing Starts, South
5 51 4 HOUSTW Housing Starts, West
6 52 4 PERMIT New Private Housing Permits (SAAR)
7 53 4 PERMITNE New Private Housing Permits, Northeast (SAAR)
8 54 4 PERMITMW New Private Housing Permits, Midwest (SAAR)
9 55 4 PERMITS New Private Housing Permits, South (SAAR)
10 56 4 PERMITW New Private Housing Permits, West (SAAR)

Group 4: Consumption, orders, and inventories

id tcode fred description

1 3 5 DPCERA3M086SBEA Real Personal Consumption Expenditures
2 4∗ 5 CMRMTSPLx Real Manu. and Trade Industries Sales
3 5∗ 5 RETAILx Retail and Food Services Sales

5 ACOGNO New Orders for Consumer Goods
4 57∗ 5 AMDMNOx New Orders for Durable Goods

5 ANDENOx New Orders for Nondefense Capital Goods
5 58∗ 5 AMDMUOx Unfilled Orders for Durable Goods
6 59∗ 5 BUSINVx Total Business Inventories
7 60∗ 2 ISRATIOx Total Business: Inventories to Sales Ratio

2 UMCSENTx Consumer Sentiment Index

Group 5: Money and credit

id tcode fred description

1 61 6 M1SL M1 Money Stock
2 62 6 M2SL M2 Money Stock
3 63 5 M2REAL Real M2 Money Stock
4 64 6 AMBSL St. Louis Adjusted Monetary Base
5 65 6 TOTRESNS Total Reserves of Depository Institutions
6 66 7 NONBORRES Reserves of Depository Institutions
7 67 6 BUSLOANS Commercial and Industrial Loans
8 68 6 REALLN Real Estate Loans at All Commercial Banks
9 69 6 NONREVSL Total Nonrevolving Credit
10 70 2 CONSPI Nonrevolving consumer credit to Personal Income
11 119 6 MZMSL MZM Money Stock
12 120 6 DTCOLNVHFNM Consumer Motor Vehicle Loans Outstanding
13 121 6 DTCTHFNM Total Consumer Loans and Leases Outstanding
14 122 6 INVEST Securities in Bank Credit at All Commercial Banks
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Group 6: Interest and exchange rates

id tcode fred description

1 75 2 FEDFUNDS Effective Federal Funds Rate
2 76∗ 2 CP3Mx 3-Month AA Financial Commercial Paper Rate
3 77 2 TB3MS 3-Month Treasury Bill
4 78 2 TB6MS 6-Month Treasury Bill
5 79 2 GS1 1-Year Treasury Rate
6 80 2 GS5 5-Year Treasury Rate
7 81 2 GS10 10-Year Treasury Rate
8 82 2 AAA Moody’s Seasoned Aaa Corporate Bond Yield
9 83 2 BAA Moody’s Seasoned Baa Corporate Bond Yield
10 84∗ 1 COMPAPFFx 3-Month Commercial Paper Minus FEDFUNDS
11 85 1 TB3SMFFM 3-Month Treasury C Minus FEDFUNDS
12 86 1 TB6SMFFM 6-Month Treasury C Minus FEDFUNDS
13 87 1 T1YFFM 1-Year Treasury C Minus FEDFUNDS
14 88 1 T5YFFM 5-Year Treasury C Minus FEDFUNDS
15 89 1 T10YFFM 10-Year Treasury C Minus FEDFUNDS
16 90 1 AAAFFM Moody’s Aaa Corporate Bond Minus FEDFUNDS
17 91 1 BAAFFM Moody’s Baa Corporate Bond Minus FEDFUNDS

5 TWEXMMTH Trade Weighted U.S. Dollar Index: Major Currencies
18 92∗ 5 EXSZUSx Switzerland / U.S. Foreign Exchange Rate
19 93∗ 5 EXJPUSx Japan / U.S. Foreign Exchange Rate
20 94∗ 5 EXUSUKx U.S. / U.S. Foreign Exchange Rate
21 95∗ 5 EXCAUSx Canada / U.S. Foreign Exchange Rate
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Group 7: Prices

id tcode fred description

1 96 6 WPSFD49207 PPI: Finished Goods
2 97 6 WPSFD49502 PPI: Finished Consumer Goods
3 98 6 WPSID61 PPI: Intermediate Materials
4 99 6 WPSID62 PPI: Crude Materials
5 100∗ 6 OILPRICEx Crude Oil, spliced WTI and Cushing
6 101 6 PPICMM PPI: Metals and metal products
7 102 6 CPIAUCSL CPI: All Items
8 103 6 CPIAPPSL CPI: Apparel
9 104 6 CPITRNSL CPI: Transportation
10 105 6 CPIMEDSL CPI: Medical Care
11 106 6 CUSR0000SAC CPI: Commodities
12 107 6 CUSR0000SAD CPI: Durables
13 108 6 CUSR0000SAS CPI: Services
14 109 6 CPIULFSL CPI: All Items Less Food
15 110 6 CUSR0000SA0L2 CPI: All Items Less Shelter
16 111 6 CUSR0000SA0L5 CPI: All Items Less Medical Care
17 112 6 PCEPI Personal Cons. Expend.: Chain Index
18 113 6 DDURRG3M086SBEA Personal Cons. Exp.: Durable Goods
19 114 6 DNDGRG3M086SBEA Personal Cons. Exp.: Nondurable Goods
20 115 6 DSERRG3M086SBEA Personal Cons. Exp.: Services

Group 8: Stock market

id tcode fred description

1 71∗ 5 S&P 500 S&P’s Common Stock Price Index: Composite
2 72∗ 5 S&P indust S&P’s Common Stock Price Index: Industrials
3 73∗ 2 S&P div yiels S&P’s Composite Common Stock: Dividend Yield
4 74∗ 5 S&P PE ratio S&P’s Composite Common Stock: Price-Earnings Ratio

1 VXOCLSx VXO
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C

Tabeller og figurer

Dette appendiks indeholder nogle tabeller og figurer, som anvendes i den empiriske del.
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Figur C.1: Analyse af de standardiserede residualer for AR(4).
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Figur C.2: Analyse af de standardiserede residualer for faktor model (IC1).
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Figur C.3: Analyse af de standardiserede residualer for faktor model (IC2).
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Figur C.4: Analyse af de standardiserede residualer for lasso (CV).
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Figur C.5: Analyse af de standardiserede residualer for ridge regression (CV).
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Figur C.6: Analyse af de standardiserede residualer for group lasso (CV).
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Figur C.7: Analyse af de standardiserede residualer for adaptive lasso med OLS vægte (CV).
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Figur C.8: Analyse af de standardiserede residualer for adaptive lasso med lasso vægte (CV).
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Figur C.9: Estimerede koefficienter for ridge regression (CV).
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Figur C.10: Estimerede koefficienter for group lasso (CV).
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Sandsynlighed for 0

Figur C.11: Til venstre vises et boxplot af 1000 bootstrap realisationer af β̂lasso
(
λ1sd

)
. Plottet til

højre illustrerer andelen af bootstrap realisationer, hvor parameter estimaterne er præcis lig
nul.
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Figur C.12: Analyse af de standardiserede residualer for lassoTG (CV).
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Figur C.13: Analyse af de standardiserede residualer for lasso (BIC).
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Figur C.14: Analyse af de standardiserede residualer for ridge regression (BIC).
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Figur C.15: Analyse af de standardiserede residualer for group lasso (BIC).
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Figur C.16: Analyse af de standardiserede residualer for adaptive lasso med OLS vægte (BIC).
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Figur C.17: Analyse af de standardiserede residualer for adaptive lasso med lasso vægte (BIC).

DPCERA3M086SBEA

IPDMAT

CLF16OV

CE16OV

UEMPLT5

UEMP5TO14

UEMP15OV

CLAIMSx

USCONS

USTRADE

AMDMNOx

TB6MS

GS5

EXUSUKx

CPIMEDSL

lag1

lag4

−0.2 −0.1 0.0 0.1 0.2

 

Boxplot

DPCERA3M086SBEA

IPDMAT

CLF16OV

CE16OV

UEMPLT5

UEMP5TO14

UEMP15OV

CLAIMSx

USCONS

USTRADE

AMDMNOx

TB6MS

GS5

EXUSUKx

CPIMEDSL

lag1

lag4

0.0 0.2 0.4 0.6

 

 

Sandsynlighed for 0

Figur C.18: Til venstre vises et boxplot af 1000 bootstrap realisationer af β̂lasso
(
λBIC

)
. Plottet til

højre illustrerer andelen af bootstrap realisationer, hvor parameter estimaterne er præcis nul.
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Figur C.19: Analyse af de standardiserede residualer for lassoTG (BIC).
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Figur C.20: Analyse af de standardiserede residualer for LARS (CV).
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Figur C.21: Analyse af de standardiserede residualer for lasso LARS (CV).
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Sandsynlighed for 0

Figur C.22: Til venstre vises et boxplot af 1000 bootstrap realisationer af β̂LARS
(

f1sd
)
. Plottet til

højre illustrerer andelen af bootstrap realisationer, hvor parameter estimaterne er præcis nul.
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Sandsynlighed for 0

Figur C.23: Til venstre vises et boxplot af 1000 bootstrap realisationer af β̂lasso
(

f1sd
)
. Plottet til

højre illustrerer andelen af bootstrap realisationer, hvor parameter estimaterne er præcis nul.
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Figur C.24: Analyse af de standardiserede residualer for LARST G (CV).
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LARS (CV) lasso LARS (CV) LARSTG (CV)

Skewness -0.1222 -0.1291 -0.0792
Kurtosis -0.5251 -0.5272 1.2576
JB-test 0.0241 0.0217 6.887 ·10−9

LB10-test 0 0 1.208 ·10−7

LARS (BIC) lasso LARS (BIC) LARSTG (BIC)

Skewness −0.1606 −0.1671 -0.1015
Kurtosis −0.4626 −0.4344 -0.4936
JB-test 0.0293 0.0353 0.0428
LB10-test 0 0 0

Tabel C.2: Skewness, excess kurtosis, p-værdier for Jarque-Bera og Ljung-Box testen for de
standardiserede residualer. Vi lader LB10 betegne Ljung-Box test med lag = 10. p-værdier
< 2.2 ·10−16 sættes til 0.
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Figur C.25: Analyse af de standardiserede residualer for LARS (BIC).

MAOK10 5.219 124



BILAG C. TABELLER OG FIGURER

0.0

0.1

0.2

0.3

0.4

−2 0 2

Standard afvigelse

Fordelingen af residualerne

−3

−2

−1

0

1

2

−2 0 2

Teoretisk kvantil

S
am

pl
e 

kv
an

til

Normal Q−Q plot

−3

−2

−1

0

1

2

1960 1970 1980 1990 2000

Dato

R
es

id
ua

le
r

Residualerne

0.0

0.5

1.0

0 10 20

Lags

A
ut

ok
or

re
la

tio
n

Residual korrelogram

Figur C.26: Analyse af de standardiserede residualer for lasso LARS (BIC).

DPCERA3M086SBEA

INDPRO

IPDMAT

CUMFNS

HWIURATIO

CLF16OV

CE16OV

UEMPLT5

UEMP5TO14

UEMP15OV

CLAIMSx

PAYEMS

USGOOD

MANEMP

AMDMNOx

TB6MS

GS1

GS5

EXUSUKx

lag1

−0.2 −0.1 0.0 0.1 0.2

 

Boxplot

DPCERA3M086SBEA

INDPRO

IPDMAT

CUMFNS

HWIURATIO

CLF16OV

CE16OV

UEMPLT5

UEMP5TO14

UEMP15OV

CLAIMSx

PAYEMS

USGOOD

MANEMP

AMDMNOx

TB6MS

GS1

GS5

EXUSUKx

lag1

0.0 0.2 0.4 0.6

 

 

Sandsynlighed for 0

Figur C.27: Til venstre vises et boxplot af 1000 bootstrap realisationer af β̂LARS
(

fBIC
)
. Plottet til

højre illustrerer andelen af bootstrap realisationer, hvor parameter estimaterne er præcis nul.
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Sandsynlighed for 0

Figur C.28: Til venstre vises et boxplot af 1000 bootstrap realisationer af β̂lasso
(

fBIC
)
. Plottet til

højre illustrerer andelen af bootstrap realisationer, hvor parameter estimaterne er præcis nul.
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Figur C.29: Analyse af de standardiserede residualer for LARSTG (BIC).
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D

R koder

I dette appendiks inkluderes R-koderne.

D.1 Autoregressiv model

Funktionen opt.orden anvendes til at bestemme ordenen p af en autoregressiv model.

4 opt.orden = function(x, p.max){
5 BIC.vektor = rep(NA, p.max)
6

7 for (p in 1:p.max){
8 y = x[(p + 1):length(x)]
9 n.obs = length(y)
10 x.lag = matrix(nrow = n.obs, ncol = p)
11 for (j in 1:p){
12 for (i in 1:n.obs){
13 x.lag[i,j] = x[p+i-j]
14 }
15 }
16 beta.hat = solve(crossprod(x.lag), crossprod(x.lag, y))
17 sigma2.hat = mean((y - x.lag %*% beta.hat)^2)
18 BIC = log(sigma2.hat) + (p * log(n.obs) / n.obs)
19 BIC.vektor[p] = BIC
20 }
21 print(which.min(BIC.vektor))
22 }

Vi anvender funktionen beta til at estimere parametrene ud fra OLS.

24 beta = function(x, p, summary = F, fit = F) {
25 y = x[(p + 1):length(x)]
26 n.obs = length(y)
27

28 x.lag = matrix(nrow = n.obs, ncol = p)
29 for (j in 1 : p){
30 for (i in 1 : n.obs){
31 x.lag[i, j] = x[p + i - j]
32 }
33 }
34

35 beta.hat = solve(crossprod(x.lag), crossprod(x.lag, y))
36

37 if(fit){
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38 fit = x.lag %*% beta.hat
39 resid = y - fit
40 return(list("beta.hat" = beta.hat, "fit" = fit, "residuals" = resid))
41 }
42

43 if(summary){
44 sigma2.hat = mean((y - x.lag %*% beta.hat)^2)
45 std.error = sqrt(diag(sigma2.hat * solve(crossprod(x.lag))))
46 t.value = beta.hat / std.error
47 p.value = pnorm(- abs(beta.hat) / std.error) * 2
48

49 BIC = log(sigma2.hat) + (p * log(n.obs) / n.obs)
50

51 return(cbind.data.frame(beta.hat = round(beta.hat, digits = 4), std.error, t.value, p.value,
52 sigma2.hat, BIC))
53

54 }
55 }

Funktionen ForecastAR anvendes til prædiktion.

4 ForecastAR = function(data, p, idx = idx) {
5 fc = c(NA)
6 for(k in 0:length(data[-c(1:idx)]) - 1) {
7 y = data[(p + 1):(length(data[1:idx]) + k)]
8 n = length(y)
9 x.lag = matrix(nrow = n, ncol = p)
10 for (j in 1:p){
11 for (i in 1:n){
12 x.lag[i, j] = data[p + i - j]
13 }
14 }
15 beta.hat = solve(crossprod(x.lag), crossprod(x.lag, y))
16 fc[k+1] = data[(length(data[1:idx]) + k):(length(data[1:idx]) + k - p + 1)] %*% beta.hat
17 }
18 print(list("fc" = fc))
19 }

D.2 Faktor modellen

Funktionen estFactors bruges til at estimerer faktorerne.

5 getFactors <- function(X, k) {
6 p = ncol(X)
7 XTX = crossprod(X)
8

9 X.eig = eigen(XTX, symmetric = TRUE)
10 eig.vec = X.eig$vectors
11

12 loadings = eig.vec[, 1:k] * sqrt(p)
13 factors = (X %*% loadings) / p
14

15 list.out <- list(
16 "factors" = factors ,
17 "loading" = loadings
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18 )
19 return(list.out)
20 }

Funktionen estFactors anvendes til identificere faktorerne.

22 estFactors <- function(X, ic = 1, trace = FALSE) {
23 X = as.matrix(X.df)
24 n.obs = nrow(X)
25 p = ncol(X)
26

27 k.max = 20
28 ics = rep(NA, k.max)
29

30 for (k in 1:k.max) {
31 est.k = getFactors(X, k)
32 F.k = est.k$factors
33 L.k = est.k$loading
34

35 if(ic == 1) {
36 penalty = k * (p + n.obs) / (p * n.obs) * log((p * n.obs) / p + n.obs)
37 } else if (ic == 2) {
38 penalty = k * (p + n.obs) / (p * n.obs) * log(min(p, n.obs))
39 } else if (ic == 3) {
40 penalty = k * log(min(p, n.obs)) / min(p, n.obs)
41 } else {
42 stop("Invalid information criterion argument")
43 }
44

45 V.k = matrix.trace(crossprod(X - tcrossprod(F.k, L.k))) / (n.obs * p)
46 ics[k] = log(V.k) + penalty
47 if (trace) cat("k =", k, "\tV =", V.k, "\tIC =", ics[k], "\n")
48 }
49

50 k.opt = which.min(ics)
51 est.opt = getFactors(X, k.opt)
52 factors.opt = est.opt$factors
53 colnames(factors.opt) = paste("F", 1:k.opt, sep = "")
54 df.out = data.frame(factors.opt) %>% tbl_df
55 return(df.out)
56 }

Funktionen ForecastFaktor anvendes til prædiktion.

21 ForecastFaktor <- function(y, X, idx = idx, m = 4, r.hat) {
22 df.y.lags = foreach(i = 1:m, .combine = cbind) %do%{
23 lag(y, i)
24 }
25 n.obs = length(y_test)
26

27 fc = foreach(i = 1:n.obs, .combine = rbind) %do%{
28 X = xf[1:(idx + i),]
29 w.t = df.y.lags[1:(idx + i), ]
30 F.t = getFactors(X, r.hat)$factors
31 Z = data.frame(F.t, w.t)
32
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33 Z.in = Z[(m + 1):(idx + i - 1), ] %>% as.matrix(.)
34 Y.res = y[(m + 1):(idx + i - 1)]
35 Z.out = Z[(idx + i), ] %>% as.matrix(.)
36

37 ZTZ = crossprod(Z.in)
38 ZY = crossprod(Z.in, Y.res)
39 beta = solve(ZTZ, ZY)
40

41 Y.fc <- Z.out %*% beta
42 return(Y.fc)
43 }
44 print(fc)
45 }

D.3 Coordinate descent

R-koderne i dette afsnit er kun anvendt på lasso modellen, men princippet er det samme for
de resterende modeller. Vi anvender funktionen glmnet fra R-pakken af samme navn til at
løse følgende optimeringsproblem

arg min
β∈Rp

{
1

2n
‖y−Xβ‖2

2 +λ
[

1

2
(1−α)‖β‖2

2 +α‖β‖1

]}
.

Vi anvender funktionen cv.glmnet til at udføre 10-fold krydsvalidering, hvorudfra vi vælger
den optimale model.

6 lasso_fit = glmnet(x_train, y_train, family = "gaussian", alpha = 1,
7 intercept = FALSE, standardize = FALSE)
8 lasso_cv = cv.glmnet(x_train, y_train, family = "gaussian", alpha = 1,
9 intercept = FALSE, standardize = FALSE)

Funktionen BIC udvælger den optimale model ud fra BIC.

1 lassoBIC <- function(y, x, fit) {
2 BIC <- function(y, x, fit, i) {
3 n.obs <- length(y)
4 sigma2est <- sum((y - x %*% fit$beta[,i])^2) / n.obs
5 BIC <- log(sigma2est) + fit$df[i] * log(n.obs) / n.obs
6 return(BIC)
7 }
8 n.lambda = length(fit$lambda)
9 BICs = rep(NA, n.lambda)
10 for (i in 1:n.lambda) {
11 BICs[i] <- BIC(y, x, fit, i)
12 }
13 idx = which.min(BICs)
14 beta_hat = fit$beta[,idx]
15 res = y - x %*% beta_hat
16 print(list("scale_res" = scale(res),
17 "log_lambda" = log(fit$lambda[idx]),
18 "lambda" = fit$lambda[idx],
19 "bic_min" = BICs[idx],
20 "p" = parm(coef(fit, s = fit$lambda[idx] ))
21 ))
22 }
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Til prædiktion anvender vi funktionen Forecast.

1 Forecast = function(y, x, alpha, idx, lambda){
2 n = length(y_test)
3 m = 4
4

5 fc = foreach(i = 1:n, .combine = rbind) %do%{
6 X.in = x[1:((idx - m) + i - 1), ]
7 Y.res = y[(m + 1):(idx + i - 1)]
8 X.out = x[((idx - m) + i), ]
9 fit = glmnet(X.in, Y.res, family = "gaussian", alpha = alpha,
10 intercept = FALSE, standardize = FALSE)
11 beta = as.vector(coef(fit, s = lambda)) %>% .[-1]
12 pred_test = X.out %*% beta
13

14 return(pred_test)
15 }
16 print(fc)
17 }

TG test

Vi anvender TG testen på lasso modellen for en fast værdi af tuning parameteren. Funktionen
fixedLassoInf fra R-pakken selectiveInference løser lasso problemet

arg min
β∈Rp

{
1

2
‖y−Xβ‖2

2 +λ‖β‖1

}
.

Hvorimod glmnet multiplicerer første led med faktoren 1
n . Dette betyder, at efter vi har

kørt glmnet, da skal vi sætte beta = coef(obj, s=lambda/n)[-1], hvor obj er objektet,
som er returneret af glmnet og [-1] fjerner skæringen, som glmnet altid giver som første
komponent, for at finde det beta der svarer til en lambda værdi.

3 n <- length(y_train)
4 coef = coef(lasso_fit, s = lasso_cv$lambda.1se)[-1]
5 lambda = lasso_cv$lambda.1se * n
6 fixed_lasso_kryds = fixedLassoInf(x_train, y_train, coef, lambda = lambda,
7 intercept = FALSE, alpha = 0.1)

D.4 LARS

R-koderne i dette afsnit er kun for LARS modellen, men princippet er det samme for lasso
LARS. Vi bruger lars fra R-pakken af samme navn til at udføre least angle regression, hvor
funktionen cv.lars udfører 10-fold krydsvalidering, hvorudfra vi vælger den optimale model.

7 lars_cv = cv.lars(x_train, y_train, type = "lar", intercept = FALSE,
8 normalize = FALSE, trace = TRUE)
9 lars_fit = lars(x_train, y_train, type = "lar", intercept = FALSE,
10 normalize = FALSE)

Funktionen larsBIC vælger den optimale model udfra BIC.
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1 larsBIC <- function(y, x, fit) {
2 BIC <- function(y, x, fit, i) {
3 n.obs <- length(y)
4 sigma2est <- sum((y - x %*% fit$beta[i,])^2) / n.obs
5 BIC <- log(sigma2est) + fit$df[i] * log(n.obs) / n.obs
6 return(BIC)
7 }
8 step = length(fit$lambda)
9 BICs = rep(NA, (step + 1) )
10 for (i in 1:(step + 1)) {
11 BICs[i] <- BIC(y, x, fit, i)
12 }
13 idx = which.min(BICs)
14 beta_hat = fit$beta[idx,]
15 f = apply(abs(fit$beta), 1, sum)
16 f = f/max(f)
17 f_hat = f[idx]
18

19 res = y - x %*% beta_hat
20 print(list("scale_res" = scale(res),
21 "f_hat" = f_hat,
22 "bic_min" = BICs[idx],
23 "p" = parm(beta_hat)
24 ))
25 }

Til prædiktion anvendes funktionen ForecastLARS.

1 ForecastLARS = function(y, x, idx, s, type, mode){
2 n = length(y_test)
3 m = 4
4

5 fc = foreach(i = 1:n, .combine = rbind) %do%{
6 X.in = x[1:((idx - m) + i - 1), ]
7 Y.res = y[(m + 1):(idx + i - 1)]
8 X.out = x[((idx - m) + i), ]
9 fit = lars(X.in, Y.res, type = type, normalize = FALSE,
10 intercept = FALSE)
11 beta = as.vector(coef(fit, s = s, mode = mode))
12 pred_test = X.out %*% beta
13

14 return(pred_test)
15 }
16 print(fc)
17 }

TG test

Vi anvender TG testen på LARS modellen, hvor funktionerne larInf og lar fra R-pakken
selectiveInference anvendes. Funktionen larInf skal bruge et lar-argument, som har
samme output som lars, men har nogle ekstra udregninger, som er nødvendige for polyeder
udvælgelsen.

5 lar_fit = lar(x_train, y_train, normalize = FALSE, intercept = FALSE)
6 lar_coef = coef(lar_fit, s = 20, mode = "step")
7 larinf = larInf(lar_fit, alpha = 0.1, type = "all", k = 19, verbose = TRUE)
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